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摘要： 生鲜产品由于保质期短、易腐易损等特点，对短期销量预测的准确度和可靠性要求极

高． 为此，本文综合时间、定价、竞价、新鲜度等多种微观层面因素，开展了特征工程分析，并在

此基础上提出了生鲜商品销量的 ＡＲＩＭＡ⁃ＮＡＲＸ 组合预测模型． 该组合模型首先利用 ＡＲＩＭＡ
模型描述销量时间序列中的线性规律，然后借助衍生降维处理后的特征矩阵，采用 ＮＡＲＸ 捕

捉 ＡＲＩＭＡ 残差中的非线性关系，并利用 ＮＡＲＸ 残差预测结果修正 ＡＲＩＭＡ 预测值． 最后，将该

组合模型的预测结果与 ＡＲＩＭＡ、ＮＡＲＸ、ＡＲＩＭＡ⁃ＮＡＲ、ＳＶＭ 及回归决策树等模型预测结果及真

实观测值进行对比分析，通过 ＭＳＥ ／ ＭＡＰＥ 预测误差评价和 ＤＭ 检验，验证了该组合预测模型

的预测能力合理性和有效性，并能较大幅度提高生鲜产品短期销量的预测精度．
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０　 引　 言

销量预测，尤其是来自供应链下游零售商的

销量预测偏差，是决定整个链条或网络牛鞭效应

大小的关键因素之一． 精准而及时的销售预测对

于提高整个供应链的运营效益至关重要． 若销量

预测不准确，可能会出现货品短缺或过剩，将直接

影响企业利润水平． 与此同时，销量预测准确性也

将直接影响客户服务质量，例如缺货情况可能导

致客户选择其他零售商，长此以往易导致客源流

失． 特别对于生鲜商品而言，其易腐、易损、保质期

限短等特点对销量预测的精准度提出了更高的要

求． 因此，生鲜电商把握顾客需求、实现销量精准

预测，对于保证商品质量、提高顾客满意度、提升

门店经营效益具有重要意义．
近年来，我国生鲜电商行业迅速兴起，除了中

小型生鲜电商之外，阿里、京东等巨头纷纷入局，

不断加码冷链物流和生鲜供应链投资，同时也带

来了线上线下融合的新零售模式． 阿里旗下“盒
马鲜生”构建了数据交互平台，实时传输并处理

包括消费、供应等在内的数据，并设计了完整的编

码体系，这一系统不仅为门店销量预测提供了技

术支持，更利于整条生鲜供应链的管理［１］ ． 总体

而言，虽然我国是生鲜商品消费大国，但大多数生

鲜电商在其供应链体系方面仍与发达国家存在差

距，其中生鲜商品的零售销量预测就是关键环节

之一．
生鲜商品属于季节性的易变质品，对客户订

单响应速度、销量预估的要求更高． 目前，对于生

鲜商品销量预测的多为以月或年为周期的中长期

预测，其预测精度低、效果不够理想． 此外，预测方

法多以单一预测模型为主，少数的组合预测也通

常难以实现高精度的预测效果． 基于以上两点，本
研究将构建模型功能互补、能够实现高精度预测
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的组合预测模型，对生鲜商品进行短期销量预测．
综上所述，本研究将综合考虑生鲜商品销量的

多种影响因素，从微观层面对其进行短期组合预测．
主要贡献如下：１）构建了生鲜商品销量的 ＡＲＩＭＡ⁃
ＮＡＲＸ（ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ⁃ｎｏｎ⁃
ｌｉｎｅａｒ ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｗｉｔｈ ｅｘｏｇｅｎｏｕｓ ｉｎｐｕｔｓ）组合预测

模型，实现以单个零售店的单个存货单位（ｓｔｏｃｋ
ｋｅｅｐｉｎｇ ｕｎｉｔ，ＳＫＵ）日销量为基本预测单元的短期

预测；２）基于生鲜商品的多维度微观因素数据，
综合平稳化、特征转化、特征衍生、特征筛选和特

征降维等技术，为实现细小粒度的微观精准预测

提供高质量数据基础；３）应用现实案例数据，对模

型进行检验，并与其他单一或组合预测模型进行对

比，结果显示本研究提出的组合预测模型误差率平

均降低超过 ５０％，大大提高了预测精确度．

１　 文献综述

生鲜商品具有保质期短、运输损耗率高、上市

周期有限等特性，准确预测销量规模，快速响应市

场需求显得尤为重要［２，３］ ． 从预测范围看，目前关

于易变质品的销量预测研究多为面向产业层面的

长周期预测［４ － ７］ ． 由于这种宏观预测可获取的历

史统计数据规模较大、可信度较高，传统计量模型

即可取得较理想的预测效果． 同时，宏观层面的预

测通常以年、月为预测周期，以大类商品综合销量

为预测单位，预测粒度较粗导致误差抵消机会增

多，若缩短预测周期，准确度就会降低［８］ ．
针对易变质商品，短周期销售预测可以更大

程度地降低库存和产品时效方面的风险，同时保

证销售效益［９］ ． 关于短周期销量预测，目前研究

在影响因素和预测方法两个方面进行了探索． 首
先，合理的影响因子矩阵能辅助模型理解数据，提
高模型对非线性关系的捕捉能力，因此除了历史

销量序列，不少研究对生鲜商品的销量影响因素

进行了分析． 例如，Ａｒｕｎｒａｊ 等［１０］ 从气候、季节、价
格、产品属性及顾客数量等方面构建香蕉零售销

量影响因素体系，并对指标做出了进一步的统计

分析；继而，Ａｒｕｎｒａｊ 等［１１］ 将价格、季节性、节假日

等外部因素视为不确定变量，构建带有外部变量

的季节模型，解释了上述不确定性因素对需求造

成的影响；刘晶等［１２］ 以线上平台交易数据为基

础，从产品销售属性、买家个人因素及推广渠道等

方面进行特征提取． 已有文献侧重创新影响因素

体系的指标宽度，在将相关指标进行量化的基础

上，通过大量分析研究了影响因素作用于需求与

销量的方式，建立起回归模型来描述指标对目标

的作用．
在预测方法方面，已有研究基于自回归集成

移动平均 （ ＡＲＩＭＡ）、神经网络 （ ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ， ＡＮＮ ）、 支 持 向 量 机 （ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅ，ＳＶＭ） 等方法进行了一些改进． 例如，
Ｄｅｌｌｉｎｏ 等［１３］利用经 ＳＰＯ（ｓｅｑｕｅｎｔｉａｌ ｐａｒａｍｅｔｅｒ ｏｐ⁃
ｔｉｍｉｚａｔｉｏｎ）改进的 ＡＲＩＭＡ、ＡＲＩＭＡＸ（ＡＲＩＭＡ ｍｏｄ⁃
ｅｌ ｗｉｔｈ ｅｘｏｇｅｎｏｕｓ ｖａｒｉａｂｌｅｓ）及传递函数模型对不

同货架期的生鲜食品销量进行了预测，发现同一

模型在不同预测目标上预测效果有所不同；Ｈｕｂｅｒ
等［１４］通过聚类分析筛选销售特征相近商品并有

针对性地构建 ＡＲＩＭＡＸ 模型，以此保障模型的适

应性；Ｗａｎｇ 等［１５］ 提出了一种基于 ＡＢＣ（ ａｒｔｉｆｉｃｉａｌ
ｂｅｅ ｃｏｌｏｎｙ）的方法，通过与交互去噪技术和 ＡＲＩ⁃
ＭＡ、ＳＶＲ 等预测方法的结合，提高预测准确性和

鲁棒性． Ｌｅｅ 等［１６］ 对比逻辑回归（ＬＲ）、移动平均

（ＭＡ）以及反向传播神经网络（ＢＰＮＮ）在每日生

鲜销量预测上的表现，认为 ＭＡ 可操作性强，ＬＲ
擅长揭示二进制数据蕴含的规律，而 ＢＰＮＮ 的预

测效果则需要大量数据做支撑；徐琪等［１７］ 引入

Ｂａｓｓ 改进模型处理小样本数据，并进一步构建

ＳＶＭ 销量预测模型，以此实现更优的拟合效果．
此外，对于多种时间序列预测方法，杨海民［１８］ 详

细介绍了各类预测方法的模型及特点，例如 ＡＲＩ⁃
ＭＡ 模型一般针对均值的单序列拟合预测，ＡＮＮ
被用来获取时间序列中长期的趋势，而 ＳＶＭ 则在

解决小样本、高维数据和非线性问题方面展现出

特有的优势． 通过上述研究可发现由于每种预测

方法对数据结构、适用条件都有特定要求，只能在

具有特定特征的场景、时刻才达到预期的预测

精度．
生鲜商品要实现短周期销量预测，需要收集

供应链末端的基础数据，数据量大且噪声多，单一

的线性或非线性预测模型难以全面揭示数据蕴含

的规律． 相较而言，组合预测方法能够综合两种及

两种以上单一预测方法的优良性能，达到提高预
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测精度的效果［１９］ ． ＡＲＩＭＡ 模型是目前较为成熟

的时间序列预测方法，但本质上只能描述线性关

系，对非线性关系的捕捉能力不足． 为此，许多文

献［２０ － ２４］引入带外部输入的非线性自回归神经网

络模型（ＮＡＲＸ）来处理时间序列的非线性特征．
ＮＡＲＸ 模型是循环神经网络（ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔ⁃
ｗｏｒｋｓ，ＲＮＮ）的一种，它不仅具有静态神经网络的

非线性映射能力，同时 ＮＡＲＸ 内部设置了时延层

（ｔｉｍｅ⁃ｄｅｌａｙ ｌａｙｅｒ，ＴＤＬ），能够将输出向量反馈给

输入端，使得模型具有了动态特性，从而能更好地

应用于时间序列多步预测． 国内外不少文献将

ＮＡＲＸ 应用在非线性系统建模工作中［２０ － ２４］，其容

噪能力、收敛速度及泛化能力也得到了验证． 可以

发现，ＡＲＩＭＡ 和 ＮＡＲＸ 模型在解释线性及非线性

关系方面存在一定互补性，将二者结合具有提升

预测准确性潜力．
目前组合预测的组合途径主要包括分解输入

端时间序列变量［２５］、增加并筛选输入端影响因

子［１０， ２６］、优化预测模型过程参数［１３， ２７］、通过残差

预测修正初始预测结果［２８ － ３０］，以及将多种单一预

测结果加权平均［８］等方式． 考虑 ＡＲＩＭＡ 及 ＮＡＲＸ
的特点，研究将基于“残差补偿”思想［２８ － ３０］ 提出

ＡＲＩＭＡ⁃ＮＡＲＸ 组合预测模型，在理论意义上，实
现了模型在预测线性和非线性关系上的优势互

补，构造出预测精度更高的组合预测模型，为预测

领域的研究提供了新的思路和方法． 同时，在现实

意义上，通过对历史销售数据、时间、商品属性、营
销策略等生鲜商品销量影响因素进行特征工程处

理，充分挖掘销量数据蕴含的信息，构建粒度更小

的商品销量预测模型对生鲜商品日销量进行预

测，以满足企业按日管理库存的需求，为企业供应

链末端的库存决策提供支持［３１］

２　 模型构建

２． １　 问题描述

由于生鲜商品的新鲜度随时间衰减明显，为
保证稳定的商品品质，门店一般采取高频次的进

货方式． 但由此易带来较高的库存水平，进而使门

店面临较高的商品过期损耗成本． 反之，若降低库

存水平则易发生缺货，而生鲜商品属于日常刚需，
顾客等待意愿普遍较低，缺货易直接造成订单损

失． 可见，相比一般商品，生鲜商品对滞销和缺货

的容忍程度更低，因此其对门店每日库存水平和

实际需求的匹配程度提出了更高要求． 研究将以

生鲜商品 ｉ 第 ｔ 天在门店 ｊ 的日销量为预测目标，
根据历史销量及相关特征构建预测模型，预测结果

将为门店 ｊ 的进货行为提供基本进货决策依据．

图 １　 生鲜商品需求影响因素分类体系

Ｆｉｇ． １ Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｓｙｓｔｅｍ ｏｆ ｉｎｆｌｕｅｎｃｉｎｇ ｆａｃｔｏｒｓ ｏｆ ｆｒｅｓｈ ｃｏｍｍｏｄｉｔｙ ｄｅｍａｎｄ

　 　 通常，顾客购买行为与多种因素相关，这些因

素直接或间接地驱动着市场需求． 根据相关文

献［１０，３１］及零售商的销售经验，对生鲜商品的需求

影响因素进行总结（如图 １）． 从宏观和微观两个

层面来看，宏观层面主要与社会总体经济情况和

产业发展趋势相关；微观层面可概括为时间周期

性因素、商品自身特性、商品自身的营销策略、可
替代品的营销策略等四类影响因素． 其中，宏观因

素主要对长期需求产生影响，短期内保持稳定，因
此研究将主要从微观层面进行特征提取．
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２． ２　 数据预处理

数据质量对模型表现至关重要，数据的量纲

不一、缺失、噪声等问题决定了后续模型能否有效

工作． 为使数据能够适应模型需求，应首先对原始

数据进行检测，纠正或删除异常数据记录，这个过

程被称为数据预处理． 本研究数据预处理过程主

要涉及无量纲化、缺失值补充以及分类特征转化．
２． ２． １　 数据无量纲化

无量纲化是指将不同规格的数据转换到同一

规格或将不同分布的数据转换到特定分布的过

程，其不仅能够提升模型运算速度，同时能够避免

某一个取值范围特别大的特征影响模型精度． 由
于销量样本数据存在较多噪音，选用对异常值相

对不敏感的标准化（ ｓｔａｎｄａｒｄｉｚａｔｉｏｎ）来进行缩放

处理．

ｘ∗ ＝ ｘ － μ
σ （１）

式中 ｘ 为待转换序列，μ 和 σ 分别为 ｘ 的均值和

标准差，将 ｘ 按 μ 进行中心化处理，并按 σ 进行

缩放，即得到序列 ｘ∗ ～ Ｎ（０，１）．
２． ２． ２　 缺失数据处理

从实际业务场景中获取的原始数据不可避免

存在很多缺失字段，若全部剔除缺失字段所在记

录则可能会严重影响数据规模，因此需要采取合

理的手段补全缺失值． 将依据具体特征类型和内

涵，选择临近值、均值、中值、众数或者特定值来填

补缺失值．
２． ２． ３　 分类特征转化

为使数据适应编程及算法要求，需要将文字

型分类特征转换为数值型． 同时为尽可能传递给

算法准确信息，引入虚拟变量来处理时间戳等名

义变量．

图 ２　 分类特征转化

Ｆｉｇ． ２ Ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｅａｔｕｒｅ

２． ３　 特征工程

“数据和特征很大程度上决定了机器学习的

上限，模型和算法只是逼近这个上限而已［３２］ ”特
征工程是将原始数据转换为更能代表数据内涵的

特征矩阵过程，利用特征矩阵训练模型，能够降低

模型计算成本、提升预测潜力． 特征工程包括特征

提取、特征衍生、特征选择及特征降维等步骤（如
图 ３），研究将基于前文梳理的生鲜商品微观层面

的需求影响因素，开展特征工程分析． 对于特征提

取，基于两个原则：１）特征对目标变量的解释程

度高；２）特征间的相关程度低． 基于此原则进行

初始特征的选择．

图 ３　 特征工程处理过程

Ｆｉｇ． ３ Ｆｅａｔｕｒｅ ｅｎｇｉｎｅｅｒｉｎｇ ｐｒｏｃｅｓｓ

２． ３． １　 特征衍生

考虑到数据的可获取性、指标刻画的难易程

度及准确性，在特征衍生之前，首先对图 １ 中的指

标调整作如下说明． 其中，商品的包装规格可由单

笔购买量体现． 例如，客户购买多个同款商品说明

包装规格过小，反之若多数客户购买单个同款商

品，则其规格适中，满足单笔购买需求．

在销量时间序列预测问题中，由于数据本身

特征数量十分有限，因此需要构造大量的衍生特

征来增强模型的拟合能力． 结合对业务场景的理

解，基于图 ４ 的指标说明，基于历史数据，通过滑

动窗口构建一系列统计特征、比值特征以及差分

特征等（如表 １），采用滚动预测法，可以依靠当天

的输入特征变量，来预测未来的生鲜销量．
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图 ４　 影响因素指标获取 ／转换说明

Ｆｉｇ． ４ Ｉｎｓｔｒｕｃｔｉｏｎｓ ｆｏｒ ｉｎｄｉｃａｔｏｒ ａｃｑｕｉｓｉｔｉｏｎ ａｎｄ ｃｏｎｖｅｒｓｉｏｎ ｏｆ ｉｎｆｌｕｅｎｃｉｎｇ ｆａｃｔｏｒｓ
表 １　 生鲜销量预测特征衍生

Ｔａｂｌｅ １ Ｆｅａｔｕｒｅ ｃｒｅａｔｉｏｎ ｆｏｒ ｆｒｅｓｈ ｐｒｏｄｕｃｔ ｓａｌｅｓ ｆｏｒｅｃａｓｔ

因素 基本特征及相关衍生特征

销量序列

销量 Ｙｔ；

［ ｔ － Ｔ， ｔ］时间段中销量的均值、中位数、标准

差、最值、总和；
Ｙｔ － Ｙｔ － １以及［ ｔ － Ｔ， ｔ］期间该差分序列的均

值、中位数、标准差、总和、最值．

时间周期

因素

属于一周中第几天；
属于一个月中第几天；
是否属于节假日．

商品自身

特性

单笔购买量；
订单数量；
最近进货批次的货架期；
商品进价 ｐｔ ．

商品 ／ 竞品

营销策略

定价 Ｐｔ、促销手段；

［ ｔ － Ｔ， ｔ］时间段中定价的均值、中位数、标准

差、最值；
（Ｐｔ － Ｐｔ － １）以及［ ｔ － Ｔ， ｔ］期间该差分序列的

均值、中位数、标准差、最值；
商品（Ｐｔ ／ ｐｔ）以及（Ｐｔ ／ ｐｔ） － （Ｐｔ － １ ／ ｐｔ － １）；

［ ｔ － Ｔ， ｔ］时间段中促销天数之和．

２． ３． ２　 特征筛选

通过特征提取和特征衍生得到的全部特征未

必全部有效，而无效信息输入到预测模型中将降

低求解效率，甚至影响预测精度． 因此，需通过一

定手段来筛选最有效的特征子集，作为模型训练

的依据． 特征的选择需要从特征的发散性及特征

与目标的相关性两方面进行考虑． 方差是衡量特

征是否发散的关键指标，而互信息指数能够评价

定性自变量对因变量的相关性，两者均在特征筛

选中表现出良好的性能［３３ － ３６］，研究将采用方差过

滤和互信息法进行特征选择．
１）方差过滤：方差是代表数据离散程度的统

计值，对于单个特征来说，方差越小，意味着所有

样本在这个特征上的取值差异越小，则该特征对

样本区分的贡献度不高． 反之，如果一个特征的方

差越发散，意味着该特征在所有样本的取值差异

越大，对区分样本的作用越大． 因此，需根据样本

实际情况设置一定阈值，应用方差过滤法来移除

方差不满足此阈值的特征． 默认情况下，它将会移

除所有的零方差特征，即那些在所有的样本上的

取值均不变的特征［３３ － ３６］ ．
２）互信息法：互信息（ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎ）是

度量两个事件集合间相关性的指标，表示两个变

量间共同拥有的信息的含量． 设两个随机变量 Ｘ
和 Ｙ 的联合概率分布为 ｐ（ｘ，ｙ），边缘分布分别为

ｐ（ｘ）和 ｐ（ｙ），则互信息 Ｉ（Ｘ；Ｙ）是联合分布 ｐ（ｘ，
ｙ）与边缘分布 ｐ（ｘ） ｐ（ｙ）的相对熵，Ｉ（Ｘ；Ｙ）定义

如下［３５］

Ｉ（Ｘ；Ｙ） ＝ ∑
ｘ∈Ｘ

∑
ｙ∈Ｙ

ｐ（ｘ，ｙ）ｌｎ ｐ（ｘ，ｙ）
ｐ（ｘ）ｐ（ｙ） （２）

互信息法能够捕捉特征和预测目标间任意的

线性及非线性关系，通过互信息量的估计值判断

特征与预测目标间相关关系的强弱，若 Ｉ ＝ ０，则
表示两变量相互独立，不存在重叠的信息，应舍弃

该特征；反之，两者的相互依赖程度越高，Ｉ 越大，
共同信息越多．
２． ３． ３　 特征降维

特征工程中的降维是指降低特征数量，目的

是合并高维数据中的重复信息，并删除无效信息，
用尽量少的特征高效地描述原特征矩阵带有的有

效信息． 若经筛选的特征矩阵中特征间显示有较

强的相关性，研究将利用主成分分析法（ｐｒｉｎｃｉｐａｌ
ｃｏｍｐｏｎｅｎｔ ａｎａｌｙｓｉｓ， ＰＣＡ）实现特征降维．
２． ４　 模型构建

２． ４． １　 ＡＲＩＭＡ 模型介绍

１）基本原理：ＡＲＩＭＡ （ｐ，ｄ，ｑ）模型是一种常

用的时间序列预测的模型，其中参数 ｐ、ｄ、ｑ 分别

代表时序数据本身的滞后阶数、差分次数以及预

测误差的滞后阶数． 模型的基本原理是借助内生
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变量，从自身历史数据中学习序列的变化规律，并
用这种模式做预测．

２）主要步骤：ＡＲＩＭＡ 模型通过描述时间序列

变量本身的变化规律，利用外推机制预测时间序

列的未来走势． ＡＲＩＭＡ 建模的步骤如图 ５ 所示．

图 ５　 ＡＲＩＭＡ 建模流程

Ｆｉｇ． ５ Ｍｏｄｅｌｌｉｎｇ ｐｒｏｃｅｄｕｒｅ ｏｆ ＡＲＩＭＡ

３）适用范围：ＡＲＩＭＡ 模型要求时序数据是稳

定的，或者是通过差分化后的稳定时序数据；且在

本质上只能捕捉线性关系．
２． ４． ２　 ＮＡＲＸ 模型介绍

１）原理：ＮＡＲＸ 是非线性动态系统中应用最

广泛的一种神经网络． 在静态多层神经元感知器

基础上引入了 ＴＤＬ（ ｔａｐｐｅｄ ｄｅｌａｙ ｌｉｎｅｓ）延迟线模

型以及输出反馈功能，从而通过反馈与记忆功能

提高模型对历史数据的敏感性，实现网络动态性．
ＮＡＲＸ 是一个离散非线性系统，具体可表示为

ｙ（ ｔ） ＝ ｆ ［ｙ（ ｔ － １），ｙ（ ｔ － ２），…，ｙ（ ｔ － ｄｙ），
Ｘ（ ｔ － １），Ｘ（ ｔ － ２），…，
Ｘ（ ｔ － ｄＸ）］ （３）

式中 ｆ 是表示系统输入输出关系的非线性函数，ｙ
（ ｔ）和 Ｘ（ ｔ）分别表示 ｔ 时刻的输出序列和多输入

矩阵，ｙ（ ｔ）准确度与输入层和反馈层的延迟阶数

ｄｙ和 ｄＸ密切相关．
２）主要步骤：ＮＡＲＸ 主要由输入层、隐含层、

输出层、输出反馈层及输入和输出延时构成，主要

建模步骤［３７］如图 ６ 所示．

图 ６　 ＮＡＲＸ 建模流程

Ｆｉｇ． ６ Ｍｏｄｅｌｌｉｎｇ ｐｒｏｃｅｄｕｒｅ ｏｆ ＮＡＲＸ

在标准的 ＮＡＲＸ 网络结构中输出值被反馈

到的输入端，如图 ７（Ａ）． 但由于在 ＮＡＲＸ 网络训

练过程中训练目标已知，因此可以建立图 ７（Ｂ）所
示的 Ｏｐｅｎ⁃Ｌｏｏｐ． Ｏｐｅｎ⁃Ｌｏｏｐ 比 Ｃｌｏｓｅ⁃Ｌｏｏｐ 训练更

有效，因为其向输入端提供的是正确的历史输出

值，有利于优化训练效果，同时 Ｏｐｅｎ⁃Ｌｏｏｐ 是单纯

的前馈神经网络，可以直接使用静态神经网络的

建模函数． Ｏｐｅｎ⁃Ｌｏｏｐ 只能向前预测一步，因此为

进行多步预测，网络训练完成后将转换成 Ｃｌｏｓｅ⁃
Ｌｏｏｐ 模式进行迭代预测［２３］ ．

（Ａ） Ｃｌｏｓｅ⁃Ｌｏｏｐ 模式 　 　 　 　 　 　 （Ｂ） Ｏｐｅｎ⁃Ｌｏｏｐ 模式

图 ７　 ＮＡＲＸ 网络结构示意图

Ｆｉｇ． ７ Ｄｉａｇｒａｍ ｏｆ ＮＡＲＸ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ
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３）适用范围：在非线性问题的时间序列预测

方面有着优秀的记忆能力，对于中长期时效的非

线性问题具有良好的预报、预测性能［３８］ ．
２． ４． ３　 ＡＲＩＭＡ⁃ＮＡＲＸ 模型构建

ＡＲＩＭＡ 和 ＮＡＲＸ 模型在预测线性和非线性

关系上优势互补，ＡＲＩＭＡ 模型本质上只能描述

线性关系，而不能捕捉数据中隐藏的非线性关

系，ＮＡＲＸ 则恰好相反． 因此，研究在预测模型方

面进 行 了 创 新， 利 用 “ 残 差 补 偿” 思 想 构 建

ＡＲＩＭＡ⁃ＮＡＲＸ组合预测模型． 首先，利用 ＡＲＩＭＡ
捕捉历史销量数据序列中的线性关系，然后借

助特征矩阵利用 ＮＡＲＸ 解释 ＡＲＩＭＡ 预测所得

残差中的非线性关系． 模型的相比其它单一预

测模 型 或 组 合 预 测 模 型 而 言， 研 究 提 出 的

ＡＲＩＭＡ⁃ＮＡＲＸ组合预测模型在理论上能够提高

预测的精度． 假设销量时间序列 Ｙ ｔ可转化为线

性序列 Ｌ ｔ与非线性残差序列 Ｒ ｔ的加和，即 Ｙ ｔ ＝
Ｌ ｔ ＋ Ｒ ｔ，以生鲜销量影响因素———时间周期性因

素 ｗ ｔ、商品自身营销策略 θ ｔ、竞品营销策略 γ ｔ及

商品自身特性 η ｔ等四类影响因子为基础进行特

征处理，ＡＲＩＭＡ⁃ＮＡＲＸ 组合模型构建步骤如图

８ 所示．

图 ８　 ＡＲＩＭＡ⁃ＮＡＲＸ 组合模型预测步骤

Ｆｉｇ． ８ Ｐｒｅｄｉｃｔｉｏｎ ｓｔｅｐｓ ｏｆ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ ＡＲＩＭＡ⁃ＮＡＲＸ

　 　 步骤 １ 　 利用 ＡＲＩＭＡ 对历史数据进行线性

部分拟合，将一非平稳的随机时间序列 ｙｔ 经过 ｄ
次差分后转化为一个平稳序列． 经过 ＡＲＩＭＡ 建模

及预测后， 预测结果记为 Ｌ^ｔ ， 残差序列 ｅｔ ＝

Ｙｔ － Ｌ^ｔ， ｅｔ中包含了 ＡＲＩＭＡ 模型无法解释的非线

性关系；
步骤 ２　 以 ｅｔ和 ｗ ｔ、θｔ、γｔ及 ηｔ等生鲜销量影

响因素为基础开展特征工程，得到特征集合 Ｘ ｔ作

为 ＮＡＲＸ 网络的输入输出数据，利用 ＮＡＲＸ 建模

逼近 ｅｔ的非线性规律，得到预测结果 Ｒ^ ｔ ；

步骤 ３　 利用残差预测值 Ｒ^ ｔ 对 ＡＲＩＭＡ 预测

结果 Ｌ^ｔ 进行修正，得到组合预测结果 Ｙ^ｔ ＝ Ｌ^ｔ ＋ Ｒ^ ｔ ．
２． ５　 模型评估

２． ５． １　 评估方法

交叉验证是用来调节机器学习中的超参数，
并对模型性能进行评价的方法． 传统交叉验证方

法将数据划分为 ｋ 份，每次测试取其中一份作为

测试集，其他 ｋ － １ 份作为训练集，从训练集中均

匀随机抽样一部分样本作为验证集，综合 ｋ 次训

练误差的均值作为模型效果的度量值． 对于时间

序列预测问题，随机选择测试集的方法会打乱数

据的时间顺序，导致数据泄露． 因此应确保测试集

在时间顺序上处于训练集之后，采用如图 ９ 所示
的嵌套交叉验证方法［３９］，在保证训练集数据规模
的前提下，采用滚动窗口按时间顺序多次取测试

集，将测试集之前的数据作为训练集，以此得到多

组不同的训练集 ／测试集． 对每次测试得到的误差

求平均，即得到模型精度的鲁棒估计．

图 ９　 时间序列交叉验证过程

Ｆｉｇ． ９ Ｔｉｍｅ ｓｅｒｉｅｓ ｃｒｏｓｓ⁃ｖａｌｉｄａｔｉｏｎ ｐｒｏｃｅｓｓ

２． ５． ２　 评估指标

在交叉验证及评估预测精度过程中，销量预

测模型均可采用均方误差 （ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ，
ＭＳＥ）和平均绝对百分比误差（ｍｅａｎ ａｂｓｏｌｕｔｅ ｐｅｒ⁃
ｃｅｎｔａｇｅ ｅｒｒｏｒ，ＭＡＰＥ）等指标作为评价标准［４０ － ４２］，
前者反映预测值和观测值间的绝对误差，后者反

映相对误差．

ＭＳＥ ＝
∑

ｎ

ｉ ＝ １
（Ｙｉ － Ｙ^ｉ） ２

ｎ （４）
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ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １

｜ Ｙｉ － Ｙ^ｉ ｜
Ｙｉ

æ
è
ç

ö
ø
÷× １００％ （５）

式中 Ｙｔ 为观测值， Ｙ^ｉ 代表预测值， ｎ 代表样本

数量．
２． ５． ３　 Ｄｉｅｂｏｌｄ⁃Ｍａｒｉａｎｏ 检验

考虑到上述评估指标仅能够作为比较模型预

测精度的标准，却无法检验比较结果在统计上是

否具有显著性． 为此，Ｄｉｅｂｏｌｄ 和 Ｍａｒｉａｎｏ［４３］ 提出

一种渐进正态分布检验法，简称 ＤＭ 检验． ＤＭ 检

验用于模型间的两两比较，其基本原理如下．
假设模型 ｉ 预测误差序列为 ｅｉ，ｇ（ｅｉ）代表上述

评估指标，两模型相对损失函数值为 ｄ ＝ｇ（ｅ１） － ｇ
（ｅ２）． 若两模型的预测能力无差别，则接受原假设

Ｈ０ ∶ Ｅ（ｄ） ＝ Ｅ（ｇ（ｅ１） － ｇ（ｅ２）） ＝ ０ （６）
若 Ｅ（ｄ） ＞０ 则说明模型一的预测能力劣于模型二，
反之则说明预测能力优于对方． ＤＭ 统计量公式为

ＤＭ ＝ ｄ
－

２πｆ^ｄ（０）
Ｔ

～ Ｎ（０，１） （７）

其中 ｄ
－
为样本损失差均值，ｆｄ（０）是损失差频率为 ０

时的谱线密度， ｆ^ｄ（０） 是 ｆｄ（０）的一致估计，经标准化

处理 ＤＭ 统计量服从 Ｎ（０，１）标准正态分布．

３　 模型应用

四海绿仓公司（以下简称“Ｓ 公司”）是一家

专注优质农产品销售的 ＦＡＦ（ ｆａｒｍ ａｎｄ ｆａｍｉｌｙ）生
鲜电商公司，致力于将生鲜电商由最后 １ ｋｍ 推进

到最后 １００ ｍ． 针对传统农副产品流通链条冗长

带来的一系列成本与安全等问题，Ｓ 公司对流通

体系进行升级改造，建立起直接连接生产基地与

社区居民的流通平台（图 １０）． 相比传统流通形

式，Ｓ 公司作为供应链集成服务商具有较强的控

制力，但同时也需要承担整个供应链的盈亏风险

性． 为此，Ｓ 公司计划通过精准销量预测实现对库

存精细化管理．
３． １　 数据获取及分析

３． １． １　 数据获取

以 Ｓ 公司香蕉品类在山东青岛黄岛区线上

（由 Ｓ 公司总仓负责配送，记为 １ 家门店）及线下

６ 家门店的销量数据作为研究样本，数据选取范

围从 ２０１７ 年 １０ 月 ２３ 日到 ２０１８ 年 ５ 月 ２０ 日（约
６ 个月，２８ 周），包括 ４５ ７６０ 条门店 ＰＯＳ（ｐｏｉｎｔ ｏｆ
ｓａｌｅ）端数据以及 ７ ４８６ 条进货数据，经统计整理

得到２ ７４４条样本数据． 在此基础上，以单个门店

单个 ＳＫＵ 的每日销量为基本预测对象，并逐一对

每个 ＳＫＵ 样本在未来一周（２０１８ 年 ５ 月 ２１ 日 ～
２０１８ 年 ５ 月 ２７ 日）的销量趋势进行预测． 需要注

意的是，Ｓ 公司的线上门店不进行线下销售，但所

有区域内的线上订单需由其配送；线下门店则负

责社区的实物零售、送货上门及自提等业务． 两者

销售规律受时间周期、天气等因素影响程度不同，
可用于验证预测模型的适用性．

图 １０　 Ｓ 公司 ＦＡＦ 生鲜商品流通体系

Ｆｉｇ． １０ ＦＡＦ ｃｉｒｃｕｌａｔｉｏｎ ｓｙｓｔｅｍ ｏｆ Ｃｏｍｐａｎｙ Ｓ

需说明的是，Ｓ 公司香蕉品类中有销售记录

的 ＳＫＵ 主要包括广西国产香蕉、云南国产香蕉、
都乐香蕉、菲律宾皇帝香蕉以及南美进口香蕉等

多种类型． 由于公司会根据市场行情不定期调整

进货 ＳＫＵ，导致任意 ＳＫＵ 的销售数据连续覆盖时

间都较短． 并且，通过观察香蕉品类的销售数据，
可以发现顾客对同类 ＳＫＵ 的需求具有相似性，同
时期在售 ＳＫＵ 种类主要可按价格划分为精品（高
价）和普通（低价）两类． 因此为便于预测分析并

达到样本数量要求，对基本 ＳＫＵ 进行了合并处理，
其中 ｓｋｕ＿ｉｄ ＝１（普通）包括广西国产香蕉和云南国

产香蕉，ｓｋｕ＿ｉｄ ＝２（精品）则包括都乐香蕉、菲律宾

皇帝香蕉以及南美进口香蕉． 根据样本数据统计两

个 ＳＫＵ 的相关特征如表 ２ 所示，可发现消费者对普

通等级香蕉的购买需求是远大于精品类，说明消费

者对生鲜商品的价格是非常敏感的．
表 ２　 各香蕉 ＳＫＵ 销量统计特征

Ｔａｂｌｅ ２ Ｓａｌｅｓ ｓｔａｔｉｓｔｉｃａｌ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｆｏｒ ｅａｃｈ ＳＫＵ

ｉｄ Ｍｅａｎ ｓｔｄ Ｍｉｎ ２５％ ５０％ ７５％ Ｍａｘ

１ ２９． ７ ２３． ５ ０． ０ １３． ４ ２４． ７ ４０． ０ １７３． ９

２ １０． ５ １０． １ ０． ０ ２． ５ ７． ９ １５． ２ ７６． ３
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　 　 结合统计数据各 ＳＫＵ 在公司各个门店的销

量趋势如图 １１ 所示，由于 ２０１８ 年 ２ 月 １６ 日是春

节，绝大多数门店不营业，因此该段数据对于预测

意义不大，可以作删除处理． 为保持数据在一周的

周期性，删除了 ２０１８ 年 ２ 月 １２ 日 ～ ２０１８ 年 ２ 月

２５ 日两周的数据，后文将在此基础上进行预测及

库存调拨研究．

３． １． ２　 数据探索

１）香蕉品类销量数据整体统计特征

观察样本数据在各个门店的历史销量特征

（表 ３），发现香蕉品类在不同门店之间销售规模

及规律存在差异，若依据销量规模将门店划分为

Ｌｏｗ（Ｌ）、Ｍｅｄｉｕｍ（Ｍ）、Ｈｉｇｈ（Ｈ），Ｈ 类门店的日均

销量可以达到 Ｌ 类的两倍以上．

图 １１　 香蕉 ＳＫＵ 在各门店的销量走势图

Ｆｉｇ． １１ Ｓａｌｅｓ ｔｒｅｎｄ ｆｏｒ ｂａｎａｎａ ＳＫＵ ｉｎ ｅａｃｈ ｓｔｏｒｅ
表 ３　 各门店香蕉品类销量统计特征

Ｔａｂｌｅ ３ Ｓｔａｔｉｓｔｉｃａｌ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ｂａｎａｎａ ｓａｌｅｓ ｉｎ ｅａｃｈ ｓｔｏｒｅ

ｓｔｏｒｅ＿ｉｄ ｃｌａｓｓ Ｍｅａｎ ｓｔｄ Ｍｉｎ ２５ ／％ ５０ ／％ ７５ ／％ Ｍａｘ
０ － ３７． １６ ３４． ２９ ０． ０ ７． ８３ ２７． ９４ ６１． １５ １３９． ２２
１ Ｈ ２３． ３６ １７． ３４ ０． ０ １０． ６２ １９． ３７ ３２． ８５ ９７． ４２
２ Ｌ １１． ４９ １０． ４０ ０． ０ ４． ０６ １０． １６ １６． ５２ １１２． ４０
３ Ｍ １６． ３１ １４． ４５ ０． ０ ３． ９１ １２． ９０ ２６． ７６ ６０． １４８
４ Ｍ １７． ９７ １６． ３７ ０． ０ ４． ７４ １３． ６８ ２６． １９ ８５． ７５
５ Ｌ １１． ５１ １１． ９０ ０． ０ １． ８５ ７． ４５ １８． ３８ ７２． ３５
６ Ｈ ２２． ７４ １６． ２１ ０． ０ １０． ６０ ２１． ０８ ３２． ２１ １７３． ８８

　 　 　 　 注： ｓｔｏｒｅ＿ｉｄ ＝ ０ 代表总仓负责的线上销售额

　 　 ２）香蕉 ＳＫＵ 以星期为周期的销量规律

为寻找周度销量规律，以样本数据为基础对

每个 ＳＫＵ 在每个门店的销量进行统计，如图 １２
所示． 观察香蕉销量在一周内的分布，发现星期六

和星期天的销量普遍高于工作日，紧邻的星期一

销量低迷，但星期二销量又出现了高峰． 可见，人
们的购买意愿在工作日、非工作日及非工作日前

后会有明显差别，有必要在特征工程中加以重视．

图 １２　 香蕉销量以周为周期的分布情况

Ｆｉｇ． １２ Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｂａｎａｎａ ｓａｌｅｓ ｏｎ ａ ｗｅｅｋｌｙ ｂａｓｉｓ
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３． １． ３　 特征工程

为保证特征处理含义具有一般性，以下将以全

部 ２ ７４４ 条样本数据呈现特征工程处理过程，实际预

测过程需针对 １４ 个具体样本分别进行特征处理．
１）特征衍生

依据生鲜商品的特征衍生思路，从销量序列

自身、时间周期因素、商品自身特性、商品自身及

竞品的营销策略等方面提取特征共 ５９ 个，并初步

构建特征集合如下表 ４ 所示． 图 １３ 为各个特征间

Ｐｅａｒｓｏｎ 相关系数的热力图，可以直观地观察到部

分同类特征存在相关性，为使特征信息能够高效

表达，应对特征矩阵进一步筛选和降维．
表 ４　 特征集合初步构建

Ｔａｂｌｅ ４ Ｐｒｅｌｉｍｉｎａｒｙ ｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｆｅａｔｕｒｅ ｓｅｔ

因素 变量名 说明

销量序列

ｓａｌｅｓ 销量序列（预测目标）

ｓａｌｅｓ＿３ｄ＿ｍｅａｎ 过去 ３ 天销量的均值

ｓａｌｅｓ＿７ｄ＿ｍｅａｎ 过去 ７ 天销量的均值

ｓａｌｅｓ＿７ｄ＿ｍｅｄｉａｎ 过去 ７ 天销量的中位数

ｓａｌｅｓ＿７ｄ＿ｓｔｄ 过去 ７ 天销量的标准差

ｓａｌｅｓ＿７ｄ＿ｍａｘ 过去 ７ 天销量的最大值

ｓａｌｅｓ＿７ｄ＿ｍｉｎ 过去 ７ 天销量的最小值

ｓａｌｅｓ＿１４ｄ＿ｍｅａｎ 过去 １４ 天销量的均值

ｓａｌｅｓ＿１４ｄ＿ｍｅｄｉａｎ 过去 １４ 天销量的中位数

ｓａｌｅｓ＿１４ｄ＿ｓｔｄ 过去 １４ 天销量的标准差

ｓａｌｅｓ＿１４ｄ＿ｍａｘ 过去 １４ 天销量的最大值

ｓａｌｅｓ＿１４ｄ＿ｍｉｎ 过去 １４ 天销量的最小值

ｓａｌｅｓ＿ｄｉｆｆ 第 ｔ 天与 ｔ － １ 天销量的差值，记为 ΔＳａｌｅｓ

ｓａｌｅｓ＿ｄｉｆｆ＿３ｄ＿ｍｅａｎ 过去 ３ 天 ΔＳａｌｅｓ 的均值

ｓａｌｅｓ＿ｄｉｆｆ＿７ｄ＿ ｍｅａｎ 过去 ７ 天 ΔＳａｌｅｓ 的均值

ｓａｌｅｓ＿ｄｉｆｆ＿７ｄ＿ｍｅｄｉａｎ 过去 ７ 天 ΔＳａｌｅｓ 的中位数

ｓａｌｅｓ＿ｄｉｆｆ＿７ｄ＿ｓｔｄ 过去 ７ 天 ΔＳａｌｅｓ 的标准差

ｓａｌｅｓ＿ｄｉｆｆ ＿７ｄ＿ｍａｘ 过去 ７ 天 ΔＳａｌｅｓ 的最大值

ｓａｌｅｓ＿ｄｉｆｆ ＿７ｄ＿ｍｉｎ 过去 ７ 天 ΔＳａｌｅｓ 的最小值

ｓａｌｅｓ＿ｄｉｆｆ＿１４ｄ＿ ｍｅａｎ 过去 １４ 天 ΔＳａｌｅｓ 的均值

ｓａｌｅｓ＿ｄｉｆｆ＿１４ｄ＿ｍｅｄｉａｎ 过去 １４ 天 ΔＳａｌｅｓ 的中位数

ｓａｌｅｓ＿ｄｉｆｆ＿１４ｄ＿ｓｔｄ 过去 １４ 天 ΔＳａｌｅｓ 的标准差

ｓａｌｅｓ＿ｄｉｆｆ ＿１４ｄ＿ｍａｘ 过去 １４ 天 ΔＳａｌｅｓ 的最大值

ｓａｌｅｓ＿ｄｉｆｆ ＿１４ｄ＿ｍｉｎ 过去 １４ 天 ΔＳａｌｅｓ 的最小值

时间周期

因素

ｄａｙ＿ｏｆ＿ｗｅｅｋ
第 ｔ 天属于一周中的第几天（转换为哑变量），

包括 ｄａｙ＿ｏｆ＿ｗｅｅｋ＿１ － ７

ｄａｙ＿ｏｆ＿ｍｏｎｔｈ 第 ｔ 天属于一个月中的第几天

ｏｆｆｉｃｉａｌ＿ｈｏｌｉｄａｙ 第 ｔ 天是否是法定节假日

ｏｆｆｉｃｉａｌ＿ｈｏｌｉｄａｙ＿ｂｅｆｏｒｅ 第 ｔ 天是否是节假日前一天

ｏｆｆｉｃｉａｌ＿ｈｏｌｉｄａｙ＿ａｆｔｅｒ 第 ｔ 天是否是节假日后一天

商品自身

特性

ｐｕｒｃｈａｓｅ＿ｍｅａｎ 第 ｔ 天顾客的平均单笔购买量

ｐｕｒｃｈａｓｅ＿ｆｒｅｑｕｅｎｃｙ 第 ｔ 天订单数量

ｓｈｅｌｆ＿ｌｉｆｅ 商品累计货架期，即进货天数

ｃｏｓｔ 第 ｔ 天在售批次的进价
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续表 ４
Ｔａｂｌｅ ４ Ｃｏｎｔｉｎｕｅｓ

因素 变量名 说明

商品自身
营销策略

ｐｒｉｃｅ 第 ｔ 天商品定价

ｐｒｏｆｉｔ 第 ｔ 天定价与进价的比率

ｐｒｏｆｉｔ＿ｄｉｆｆ 第 ｔ 天与 ｔ － １ 天定价与进价的比率的差值

ｐｒｉｃｅ＿７ｄ＿ｍｅａｎ 过去 ７ 天定价的均值

ｐｒｉｃｅ＿１４ｄ＿ｍｅａｎ 过去 １４ 天定价的均值

ｐｒｉｃｅ＿ｄｉｆｆ 第 ｔ 天与 ｔ － １ 天定价的差值，记为 ΔＰｒｉｃｅ

ｐｒｉｃｅ＿ｄｉｆｆ＿７ｄ＿ｍｅａｎ 过去 ７ 天 ΔＰｒｉｃｅ 的均值

ｐｒｉｃｅ＿ｄｉｆｆ＿１４ｄ＿ｍｅａｎ 过去 １４ 天 ΔＰｒｉｃｅ 的均值

ｐｒｏｍｏｔｉｏｎ＿１ 第 ｔ 天是否门店有满减促销

ｐｒｏｍｏｔｉｏｎ＿２ 第 ｔ 天是否商品自身有打折促销

ｐｒｏｍｏｔｉｏｎ 第 ｔ 天是否有促销（任意形式）

ｐｒｏｍｏｔｉｏｎ＿７ｄ＿ｓｕｍ 过去 ７ 天各类促销天数和

竞品营销
策略

ｃｏｍｐｅｔｅ 是否有同品类商品在售

ｃｏｍｐｅｔｅ＿ｓａｌｅｓ 第 ｔ 天竞品的销量

ｃｏｍｐｅｔｅ＿ｓａｌｅｓ＿７ｄ＿ｍｅａｎ 过去 ７ 天竞品销量的均值

ｃｏｍｐｅｔｅ＿ｓａｌｅｓ＿ｄｉｆｆ 第 ｔ 天与 ｔ － １ 天竞品销量差值，记为 ΔＳａｌｅｓ２

ｃｏｍｐｅｔｅ＿ｓａｌｅｓ＿ｄｉｆｆ＿７ｄ＿ｍｅａｎ 过去 ７ 天 ΔＳａｌｅｓ２ 的均值

ｃｏｍｐｅｔｅ＿ｐｒｉｃｅ 竞品定价

ｃｏｍｐｅｔｅ＿ｐｒｉｃｅ＿ｄｉｆｆ 第 ｔ 天与 ｔ － １ 天竞品定价差值，记为 ΔＰｒｉｃｅ２

ｃｏｍｐｅｔｅ＿ｐｒｉｃｅ＿ｄｉｆｆ＿７ｄ＿ｍｅａｎ 过去 ７ 天 ΔＰｒｉｃｅ２ 的均值

图 １３　 初始特征集合相关系数矩阵
Ｆｉｇ． １３ Ｉｎｉｔｉａｌ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ ｍａｔｒｉｘ ｏｆ ｆｅａｔｕｒｅ ｓｅｔ
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　 　 ２）特征筛选

利用 Ｐｙｔｈｏｎ 中 Ｓｋｌｅａｒｎ 算法模块对特征集合进

行数据预处理，并依据特征自身方差（Ｖａｒ）以及特征

与标签（实际观察值序列）间的互信息估计量（ＭＩＲ）
进行特征过滤，权衡模型表现和求解速度，分别设置

Ｖａｒ ＝ ０ 和ＭＩＲ ＝０ 为阈值，经过滤得到特征子集包

含 ５４ 个有效特征．依据互信息量对特征进行排序后

发现购买频率以及单笔购买量与标签之间关系最紧

密，次相关的是过去 ７ 天、１４ 天销量的均值、中位数、
极值、标准差等一系列统计特征，进价、竞品定价、货
架期及促销手段等特征与销量间也存在一定的相关

关系．而 ｄａｙ＿ｏｆ＿ｗｅｅｋ＿１、ｄａｙ＿ｏｆ＿ｗｅｅｋ＿３、ｄａｙ＿ｏｆ＿ｗｅｅｋ＿
５、ｄａｙ＿ｏｆ＿ｗｅｅｋ＿６、ｄａｙ＿ｏｆ＿ｍｏｎｔｈ 等 ５ 个特征的互信息

估计量为 ０，因此在后续预测中不予考虑．
３）特征降维

进一步通过 ＫＭＯ 和 Ｂａｒｔｌｅｔｔ 检验发现，ＫＭＯ
值为 ０． ８２７ 且 Ｂａｒｔｌｅｔｔ 球形度检验的 ｐ 值小于

０. ０１． 综合两个指标，说明变量间存在相关性，适
合进行因子分析． 利用 ＰＣＡ 对特征矩阵进行主成

分提取后，再次观察特征间的相关系数矩阵（图
１４），可直观地发现各个特征间的相关性很小，且
对目标变量的解释程度较高，说明经特征筛选和

降维得到的特征矩阵有效地表达了初始特征集合

所蕴含的信息，以上特征处理过程合理有效，后续

将针对每个预测样本按上述步骤进行特征处理．

图 １４　 经过滤及降维处理的特征集合相关系数矩阵

Ｆｉｇ． １４ Ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ ｍａｔｒｉｘ ｏｆ ｔｈｅ ｆｅａｔｕｒｅ ｓｅｔ ａｆｔｅｒ

ｆｉｌｔｅｒｉｎｇ ａｎｄ ｄｉｍｅｎｓｉｏｎａｌ ｒｅｄｕｃｔｉｏｎ

３． ２　 ＡＲＩＭＡ⁃ＮＡＲＸ 销量组合预测模型实现

考虑到本研究的多个门店之间在预测环节无

相关性，因此不失一般性，以下将以 ｓｔｏｒｅ＿ｉｄ ＝０，ｓｋｕ
＿ｉｄ ＝ １ 为例，呈现 ＡＲＩＭＡ⁃ＮＡＲＸ 组合预测模型

在 ＭＡＴＬＡＢ ２０１８ｂ 中的实现过程．
３． ２． １　 预测过程

１）平稳性检验：观察预测目标商品销量时序

图（图 １５），发现数据没有明显的趋势性波动，可
初步判断该时间序列具有平稳性；进一步，经单位

根 ＡＤＦ 检验，得到 ｐ 值为 ０ 且 ｔ 统计量为 －２． ９３５ １，
小于显著性为 ０． ０５％的临界值 － １． ９４２ ３，表明至

少在 ９９． ５％的置信水平下可以拒绝原假设（序列

存在单位根），因此认为该时间序列通过平稳性

检验，无需差分处理，即 ｄ ＝ ０．

图 １５　 香蕉销量时间序列图 （ ｓｔｏｒｅ＿ｉｄ ＝ ０， ｓｋｕ＿ｉｄ ＝１）

Ｆｉｇ． １５ Ｔｉｍｅ ｓｅｒｉｅｓ ｏｆ ｂａｎａｎａ ｓａｌｅｓ （ ｓｔｏｒｅ＿ｉｄ ＝ ０， ｓｋｕ＿ｉｄ ＝ １）

２）ＡＲＩＭＡ 模型识别：对序列相关系数图进行

分析，从图 １６ 可以看出，ＡＣＦ 和 ＰＡＣＦ 均为拖尾，
应建立 ＡＲＭＡ（ｐ，ｑ）模型． 根据 ＡＣＦ 可基本确定 ｑ
取值范围为［１，５］，由 ＰＡＣＦ 确定 ｐ 的取值范围为

［１，２］．

图 １６　 自相关系数与偏自相关系数

Ｆｉｇ． １６ Ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ ａｎｄ ｐａｒｔｉａｌ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ
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３）ＡＲＩＭＡ 模型选择：根据确定的 ｐ、ｑ 范围，
采用循环遍历的方法定阶，对比不同阶数 ＢＩＣ 值

（表 ５），发现当 ｐ ＝ １，ｑ ＝ １ 时 ＢＩＣ 达到最小，因此

确定最佳模型形式为 ＡＲＭＡ （１，１），即 （１ －
φ１Ｌ）ｙｔ ＝ ｃ ＋ （１ ＋ θ１Ｌ）ｕｔ ；进一步估计模型参数

并进行显著性检验（表 ６），ｐ 值均小于 ０． ０５，说明

所得系数解释程度较高．
表 ５　 模型选择———ＢＩＣ 值（ ×１０３）

Ｔａｂｌｅ ５ Ｍｏｄｅｌ ｓｅｌｅｃｔｉｏｎ ｂａｓｉｓ： ＢＩＣ ｖａｌｕｅ （ × １０３）

ｑ ＝ １ ｑ ＝ ２ ｑ ＝ ３ ｑ ＝ ４ ｑ ＝ ５

ｐ ＝ １ １． ８２１ ２ １． ８２６ ２ １． ８３１ １ １． ８３２ ６ １． ８３７ １

ｐ ＝ ２ １． ８２５ ８ １． ８３０ ９ １． ８３６ ２ １． ８３４ １ １． ８３９ ３

表 ６　 ＡＲＩＭＡ 模型参数显著性检验

Ｔａｂｌｅ ６ Ｐａｒａｍｅｔｅｒ ｓｉｇｎｉｆｉｃａｎｃｅ ｔｅｓｔ ｏｆ ＡＲＩＭＡ ｍｏｄｅｌ

参数 值 标准误差 ｔ 统计量 ｐ 值

ｃ ９． ７４５ １ ３． ５２２ ８ ２． ７６６ ３ ０． ００５

ＡＲ（１） ０． ８４７ ２ ０． ０５４ ８ １５． ４６２ ２ ０． ０００

ＭＡ（１） － ０． ４８３ ８ ０． ０９５ ５ － ５． ０６３ ９ ０． ０００

　 　 ４）ＡＲＩＭＡ 残差检验及输出：参数估计之后，
需要对模型拟合残差序列进行独立性和正态分布

检验． 图 １７（Ａ）中，残差 ＡＣＦ 和 ＰＡＣＦ 值均落在

置信区间范围内，独立性检验通过；图 １７（Ｂ）中，
残差序列基本与标准正态分布一致，符合正态分

布． 利用通过显著性检验和残差检验的 ＡＲＭＡ
（１，１）模型进行预测，得到残差序列如图 １７（Ｃ）
所示．

５）ＮＡＲＸ 网络创建：以残差序列作为输出数

据，经特征工程处理的特征矩阵作为输入数据，经
反复调参测试，设置神经元个数为 ２０、延迟阶数

为 ７，构建 Ｏｐｅｎ⁃Ｌｏｏｐ ＮＡＲＸ 网络结构如图 １８
所示．

６）ＮＡＲＸ 网络训练：通过对比拟合效果和稳

定性，选择 Ｌｅｖｅｎｂｅｒｇ⁃Ｍａｒｑｕａｒｄｔ 算法进行网络训

练，训练过程交叉验证结果如图 １９． 在训练 １８ 次

之后，验证集误差水平不再降低，证明训练可以结

束． 此时验证集 ＭＳＥ 为 ０． １６１ ６８． 拟合效果如图

２０ 所示，训练集拟合度为 ０． ９５４ ９７，训练集、验证

集及测试集综合拟合度为 ０． ８６１ ６３．

（Ａ）独立性检验

（Ｂ）正态分布检验

（Ｃ）ＡＲＩＭＡ 预测残差

图 １７　 ＡＲＩＭＡ 预测残差检验及残差序列

Ｆｉｇ． １７ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｉｄｕａｌ ｔｅｓｔ ａｎｄ ｒｅｓｉｄｕａｌ ｓｅｑｕｅｎｃｅ ｏｆ ＡＲＩＭＡ ｍｏｄｅｌ

图 １８　 ＮＡＲＸ 神经网络结构（Ｏｐｅｎ⁃Ｌｏｏｐ）

Ｆｉｇ． １８ Ｓｔｒｕｃｔｕｒｅ ｏｆ ＮＡＲＸ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ （Ｏｐｅｎ⁃Ｌｏｏｐ）
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图 １９　 ＮＡＲＸ 神经网络训练过程
Ｆｉｇ． １９ Ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ＮＡＲＸ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

图 ２０　 ＮＡＲＸ 神经网络残差训练结果拟合度
Ｆｉｇ． ２０ Ｆｉｔｔｉｎｇ ｄｅｇｒｅｅ ｏｆ ｒｅｓｉｄｕａｌ ｔｒａｉｎｉｎｇ ｂｙ ＮＡＲＸ

７）ＮＡＲＸ 残差预测：由于在 ＮＡＲＸ 网络训练

过程中训练目标（Ｔａｒｇｅｔ）已知，可以向输入端提

供的是正确的历史观测值，因此可以建立 Ｏｐｅｎ⁃
Ｌｏｏｐ 模式，Ｏｐｅｎ⁃Ｌｏｏｐ 是单纯的前馈神经网络，可
以直接使用静态神经网络的建模函数． 但 Ｏｐｅｎ⁃
Ｌｏｏｐ 只能向前预测一步，为进行多步预测，网络

训练完成后将转换成 Ｃｌｏｓｅ⁃Ｌｏｏｐ 模式进行预测

（图 ２１），对残差序列进行预测． 用残差预测结果

修正 ＡＲＩＭＡ 预测结果，得到 ＡＲＩＭＡ 与 ＡＲＩＭＡ⁃
ＮＡＲＸ 组合预测模型拟合对比曲线（图 ２２）． 在
ｓｔｏｒｅ＿ｉｄ ＝ ０， ｓｋｕ＿ ｉｄ ＝ １ 的预测中，ＡＲＩＭＡ⁃ＮＡＲＸ
预测结果整体 ＭＳＥ 为 ２． ８９，ＭＡＰＥ 为 ８． ６５％，而
ＡＲＩＭＡ 两项指标分别为 ５． ３４ 和 １４． ５７％，与

ＡＲＩＭＡ 对比，可以发现组合模型能够较好地捕捉

销量变化．

图 ２１　 ＮＡＲＸ 神经网络结构（Ｃｌｏｓｅｄ⁃Ｌｏｏｐ）
Ｆｉｇ． ２１ Ｓｔｒｕｃｔｕｒｅ ｏｆ ＮＡＲＸ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ （Ｃｌｏｓｅｄ⁃Ｌｏｏｐ）

图 ２２　 ＡＲＩＭＡ 及 ＡＲＩＭＡ⁃ＮＡＲＸ 模型预测效果对比

（ ｓｔｏｒｅ＿ｉｄ ＝ ０，ｓｋｕ＿ｉｄ ＝ １）
Ｆｉｇ． ２２ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ＡＲＩＭＡ ａｎｄ

ＡＲＩＭＡ⁃ＮＡＲＸ ｍｏｄｅｌ

３． ２． ２　 预测结果分析

若在 ＮＡＲＸ 预测过程中不考虑外部因素，即
仅依据序列自身进行预测，则称为 ＮＡＲ 神经网

络，按照残差补偿思想可构建 ＡＲＩＭＡ⁃ＮＡＲ 组合

模型，将 ＡＲＩＭＡ⁃ＮＡＲＸ 预测结果与 ＡＲＩＭＡ⁃ＮＡＲ
对比，可直接反映特征矩阵的作用． 同时，为说明

ＡＲＩＭＡ⁃ＮＡＲＸ 组合模型的预测水平，采用 ＳＶＭ
和回归决策树（ ｒｅｇｒｅｓｓｉｏｎ ｔｒｅｅ， ＲＴ）进行对比，二
者在生鲜商品销量预测或时间序列预测方面有不

少应用，其中前者在小样本训练集上具有较好的
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泛化能力，但核函数求解困难，后者预测结果可解

释性高，但容易造成过拟合． 图 ２３ 呈现了 ＡＲＩ⁃
ＭＡ⁃ＮＡＲＸ 与 ＡＲＩＭＡ、ＮＡＲＸ、ＡＲＩＭＡ⁃ＮＡＲ、ＳＶＭ

以及 ＲＴ 等预测方法的预测结果，预测目标包括

香蕉品类（ ｓｋｕ＿ｉｄ ＝ １ ～ ２）未来 ７ 天在各个门店

（ ｓｔｏｒｅ＿ｉｄ ＝ ０ ～ ６）的每日销量．

图 ２３　 香蕉各 ＳＫＵ 在各门店的销量预测结果对比

Ｆｉｇ． ２３ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｓａｌｅｓ ｔｒｅｎｄ ｆｏｒ ｅａｃｈ ｂａｎａｎａ ＳＫＵ ｉｎ ｅａｃｈ ｓｔｏｒｅ
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续图 ２３
Ｆｉｇ． ２３ Ｃｏｎｔｉｎｕｅｓ

　 　 １）不同预测方法预测效果对比

利用 ＭＳＥ 和 ＭＡＰＥ 两个指标对模型预测误

差进行评价 （表 ７），并基于上述两个指标对

ＡＲＩＭＡ⁃ＮＡＲＸ与其他模型两两进行 ＤＭ 检验

（表 ８），发现检验结果均显著拒绝原假设，即
ＡＲＩＭＡ⁃ＮＡＲＸ 预测能力优于其他五种模型． 按照

ＭＳＥ 平均值对ＡＲＩＭＡ⁃ＮＡＲＸ、ＡＲＩＭＡ⁃ＮＡＲ、ＡＲＩＭＡ、
ＳＶＭ 及 ＲＴ 等五种模型预测效果从优到劣进行排

序，得到 ＡＲＩＭＡ⁃ＮＡＲＸ ＞ＡＲＩＭＡ⁃ＮＡＲ ＞ ＡＲＩＭＡ ＞
ＳＶＭ ＞ ＮＡＲＸ ＞ ＲＴ；按照 ＭＡＰＥ 平均值排序，得到

ＡＲＩＭＡ⁃ＮＡＲＸ ＞ ＡＲＩＭＡ⁃ＮＡＲ ＞ ＳＶＭ ＞ ＡＲＩＭＡ ＞
ＮＡＲＸ ＞ ＲＴ． 相比其他方法，ＡＲＩＭＡ⁃ＮＡＲＸ 模型

在 ＭＳＥ 和 ＭＡＰＥ 的表现均有较大优势． 其中，对
比 ＡＲＩＭＡ 及 ＮＡＲＸ 模 型 预 测 结 果，
ＡＲＩＭＡ⁃ＮＡＲＸ预 测 精 度 得 到 大 幅 提 升， 说 明

ＮＡＲＸ 神经网络能够较好地解释销量数据序列中

的非线性关系，ＮＡＲＸ 与 ＡＲＩＭＡ 模型存在互补

性． 对比 ＡＲＩＭＡ⁃ＮＡＲ，ＡＲＩＭＡ⁃ＮＡＲＸ 平均 ＭＡＰＥ
降低了 ４． ５１ 个百分点，表明特征矩阵的加入对于

提高 ＮＡＲＸ 的预测精度具有明显的作用．
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表 ７　 模型预测误差评价

Ｔａｂｌｅ ７ Ｅｖａｌｕａｔｉｏｎ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ

ｓｋｕ ｓｔｏｒｅ 评价指标
预测方法

ＡＲＩＭＡ⁃ＮＡＲＸ ＡＲＩＭＡ ＮＡＲＸ ＡＲＩＭＡ⁃ＮＡＲ ＳＶＭ ＲＴ

１

０

１

２

３

４

５

６

ＭＳＥ ２． ８９ ５． ３４ １５． ９０ ４． ８７ ７． ３８ １７． ２７

ＭＡＰＥ ／％ ８． ６５ １４． ５７ ４５． ８８ １２． ７８ ２１． ３９ ５３． ７０

ＭＳＥ ４． １０ ７． ４２ ７． ９３ ６． ８３ １０． ８７ １８． ８３

ＭＡＰＥ ／％ ７． ４５ １３． ２９ １４． ５０ １１． ６７ １４． ７３ ３５． １３

ＭＳＥ １． ２６ ９． ４０ ６． ４１ ８． ５３ ６． ０１ １２． １９

ＭＡＰＥ ／％ ８． ９９ ３１． ９４ ４０． ３７ ２７． ８０ ３１． ０１ ５４． ０２

ＭＳＥ ５． ４３ ７． ２８ ７． ８２ ７． ０４ ７． ４８ １３． ２４

ＭＡＰＥ ／％ １４． ８５ １７． ７２ ２６． ２５ １７． １９ ２６． ５２ ３７． ０１

ＭＳＥ ３． ６４ ４． ４７ ６． ６９ ３． ８３ ５． １３ １３． ５７

ＭＡＰＥ ／％ １３． ０６ １５． ３７ ２０． ８２ １３． ２０ １６． ２２ ４３． ２１

ＭＳＥ ２． ２７ ３． ５９ ５． ２０ ３． ０９ ６． ５１ １４． ９８

ＭＡＰＥ ／％ １０． ９１ １８． ７０ ３４． ７５ １５． ３８ ３９． ３２ ８３． ４３

ＭＳＥ ２． ５５ ２． １１ ９． ０９ １． ８２ ５． ０５ １３． ０３

ＭＡＰＥ ／％ ５． ５７ ６． ２３ ２１． ３９ ５． １６ １６． ７９ ４２． ９８

２

０

１

２

３

４

５

６

ＭＳＥ ２． ２７ ３． ２１ ７． ３６ ２． ７０ ６． １３ １０． ０９

ＭＡＰＥ ／％ １０． ４３ １７． ５９ ３４． ４２ １３． ９３ ３２． １９ ５５． ８１

ＭＳＥ ２． ９２ ４． １７ ４． ２７ ３． ４１ ２． ５３ ７． ０６

ＭＡＰＥ ／％ １４． ５１ ２０． ７５ ２０． ００ １６． ９８ １４． １８ ３９． ８６

ＭＳＥ ２． ６４ ５． ９１ ３． ９６ ４． ０３ ２． ８２ ５． ５７

ＭＡＰＥ ／％ １８． ６７ ８４． ０２ ３７． ９５ ２４． ５４ ２３． ６９ ５２． ２４

ＭＳＥ ０． ５３ ２． ２６ ２． １４ ０． ５４ ０． ８３ ２． ４０

ＭＡＰＥ ／％ １１． ８１ ６２． ０４ ４４． ７５ １３． ３８ １７． ７４ ５１． ８４

ＭＳＥ １． ６９ ２． ８０ ２． ４９ ２． ３８ ３． ３８ ３． ９２

ＭＡＰＥ ／％ １０． ９４ ２３． ８１ １９． ３７ １９． ４４ ２５． ３２ ３１． ０５

ＭＳＥ ０． ９４ １． １３ １． ８９ １． １３ １． ４７ ４． ５８

ＭＡＰＥ ／％ １０． １７ １２． ８５ ２０． ７４ １３． ６０ １８． １６ ４９． ２３

ＭＳＥ ３． ４８ ５． １９ ８． ２１ ４． ５２ ６． １５ １２． ０４

ＭＡＰＥ ／％ １１． ２８ １８． ０１ ２３． ２２ １５． ５１ １７． ６４ ３５． ５９

Ｍｉｎ
ＭＳＥ ０． ５３ １． １３ ０． １５ ０． ５４ ０． ８３ ２． ４０

ＭＡＰＥ ／％ ５． ５７ ６． ２３ １４． ５０ ５． １６ １４． １８ ３１． ０５

Ｍａｘ
ＭＳＥ ５． ４３ ９． ４０ １５． ９０ ８． ５３ １０． ８７ １８． ８３

ＭＡＰＥ ／％ １８． ６７ ８４． ０２ ４４． ７５ ２７． ８０ ３９． ３２ ８３． ４３

Ａｖｅｒａｇｅ
ＭＳＥ ２． ６２ ４． ５９ ６． ３８ ３． ９１ ５． １２ １０． ６３

ＭＡＰＥ ／％ １１． ２４ ２５． ４９ ２８． ８９ １５． ７５ ２２． ４９ ４７． ５１

表 ８　 ＡＲＩＭＡ⁃ＮＡＲＸ 与其他 ５ 种模型的 ＤＭ 检验（ＤＭ 统计量）
Ｔａｂｌｅ ８ ＤＭ ｔｅｓｔ ｏｆ ＡＲＩＭＡ⁃ＮＡＲＸ ｗｉｔｈ ｔｈｅ ｏｔｈｅｒ ５ ｍｏｄｅｌｓ（ＤＭ ｓｔａｔｉｓｔｉｃｓ）

ＡＲＩＭＡ ＮＡＲＸ ＡＲＩＭＡ⁃ＮＡＲ ＳＶＭ ＲＴ

ＭＳＥ ２． ８９５ ４∗∗∗ ２． ７０２ ７∗∗∗ ２． ２８３ ２∗∗ ３． ４１０ ９∗∗ ４． ６２７∗∗

ＭＡＰＥ １． ８４０ ９∗∗ ４． ５９５ ２∗∗ ２． ９２０ ７∗∗∗ ３． ９７８ ７∗∗ ５． ７４３ ２∗

　 　 　 　 注： ∗∗∗为 １％显著，∗∗为 ５％显著，∗为 １０％显著．

　 　 ２）细分预测目标预测效果对比

综合 ６ 种预测模型共 ５８８ 个预测点，进一步

分析不同预测目标下的预测效果．
①在不同 ＳＫＵ 的预测效果：如图 ２４ 所示，观
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察两种香蕉 ＳＫＵ 的预测结果，发现模型对普通等

级（ ｓｋｕ＿ ｉｄ ＝ １）的预测效果普遍优于精品等级

（ ｓｋｕ＿ｉｄ ＝ ２），结合前文数据探索可知普通等级

的销量规模显著大于精品等级，规律性更稳定可

能是使得其预测效果更优的原因．

图 ２４　 不同 ＳＫＵ 预测效果对比（ＭＡＰＥ）

Ｆｉｇ． ２４ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ＳＫＵｓ （ＭＡＰＥ）

②在不同门店的预测效果：如图 ２５ 所示，观察

不同门店的预测结果，发现模型对 ｓｔｏｒｅ＿１ 和 ｓｔｏｒｅ＿
６ 的预测效果普遍更优，而对 ｓｔｏｒｅ＿２ 和 ｓｔｏｒｅ＿５ 的

预测效果普遍欠佳． 结合前文数据探索可知，
ｓｔｏｒｅ＿１和 ｓｔｏｒｅ＿６ 销量规模属于 Ｈ 类，而 ｓｔｏｒｅ＿２ 和

ｓｔｏｒｅ＿５ 属于 Ｌ 类，Ｈ 类顾客流大，总体销量更稳

定，可能是使得其预测效果更优的原因． 而 ｓｔｏｒｅ＿０
属于线上销量，尽管销量规模较大，但面向人群随

机性更大，购买行为不确定性较线下大，使得其销

量预测误差相对较大．

图 ２５　 不同门店的预测效果（ＭＡＰＥ）

Ｆｉｇ． ２５ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｓｔｏｒｅｓ（ＭＡＰＥ）

③预测周期内不同日期的预测效果：如图 ２６
所示，观察模型对一个周期（２０１８ 年 ５ 月 ２１ 日 ～
２００８ 年 ５月 ２７ 日）的预测效果，发现所有模型在

该周期星期三（２０１８ 年 ５ 月 ２３ 日）的平均预测精

确度偏高，而对该周期内星期六（２０１８ 年 ５ 月 ２６ 日）
的平均预测精度偏低，结合前文数据探索可知

（图 １２），该预测结果与香蕉销量的分布在历史

周期内当天的集中或分散程度相关． 例如，历史

星期三的香蕉销量相对稳定集中，则预测周期

内周三的预测精度较高，历史数据中星期六的

销量相对随机分散，则该预测周期内的周六预

测精度较低． 该结果说明历史销售数据中蕴含

的规律参考性更高的日期，使得其未来的预测

效果也更优．

图 ２６　 以星期为周期的预测效果对比（ＭＡＰＥ）

Ｆｉｇ． ２６ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｂａｓｅｄ ｏｎ ｔｈｅ ｗｅｅｋ ｃｙｃｌｅ（ＭＡＰＥ）

４　 结束语

由于生鲜农产品具有易腐性、易损性等特性，
且呈现出小批量、高频次的销售特点，使得销量趋

势伴随更多不确定性． 本研究以影响因素挖掘和

预测模型改进为切入点，提出生鲜商品短期销量

的预测方案． 主要结论如下．
第一，基于时间周期性因素、商品自身的营销

策略、可替代品的营销策略及商品自身特性等方

面提取影响因子，通过特征衍生、筛选和降维处

理，能够获得有效的特征矩阵，帮助模型理解数据

关系，提高模型预测效果．
第二，ＡＲＩＭＡ 和 ＮＡＲＸ 模型在预测线性和非

线性关系上优势互补， ＤＭ 检验结果显示，与

ＡＲＩＭＡ、ＮＡＲＸ、ＡＲＩＭＡ⁃ＮＡＲ、ＳＶＭ 及 ＲＴ 等相比，
通过残差补偿思想构建的 ＡＲＩＭＡ⁃ＮＡＲＸ 组合模

型在生鲜商品短期销量预测中表现出更优的预测

精度．
第三，生鲜商品短期销量预测的精准度与销

售数据的规模、离散程度有关． 比如客流量较大的

门店、需求较大的商品以及一周中销量较为稳定
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的时间，顾客群整体的购买行为较平稳，反映在销

量上异常值较少，预测的准确度也相应较高．
当然，本研究分析仍存在一些不足的地方，比

如在新鲜度等部分影响因子指标刻画上不够精

细，模型在实际应用中的可操作性需进一步提高，
希望在下一步研究中继续关注改进．
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