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摘要： 考虑风险度量中常见的分位数回归模型，给出在超大容量数据且复杂数据类型下的几

类快速分布式算法． 虽然仅考虑分位数回归模型，但本文提供的算法大多数可以应用到其它

更一般的模型中． 由于分位数回归模型的目标函数为非光滑函数，通常的分块集成法和光滑函

数高效通讯算法并不适用． 本文首先针对完整观测数据，给出了分位数回归模型参数估计的等

度连续法，光滑函数逼近法和改进的数萃 （Ｍｅｔａ） 方法三种分布式通讯有效算法． 进一步，考
虑了非平衡半监督数据，分别针对无标签数据样本量较小和较大两种情形，提出了加权损失函

数法和改进的数萃方法两种数据融合方法． 所提出的方法可以把分散在不同机器上的半监督

数据进行数据融合，从而实现不同数据类型和不同样本量情形下的高效通讯分布式计算，
提高算法的精度和参数估计的效率． 本文通过大量仿真模拟研究了所提出的算法在有限样

本下的表现，并将其应用到了洛杉矶流浪人口数的实际数据分析中，发现其均具有较好的

准确性．
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０　 引　 言

近年来，“大数据”已成为互联网、新闻媒体、
学术机构、政府企业管理人员等多方关注的热点．
随着现代科学技术———尤其是计算机、网络信息、
生物工程等技术的发展，海量数据出现在许多不

同的自然科学和人文科学领域，包括生物学、医
学、信息技术、经济学、金融学、环境科学等，并以

前所未有的速度产生和积累． 大数据涵盖的数据

量大、包罗万象、变化速度快、存储的形式多种多

样，可以是包括文字、图片、视频等多种信息的集

合． 在新一轮科技和产业竞争中，大数据资源已

经是与自然资源、人力资源一样重要的战略资源，

将推动整个人类社会的创新发展，促进社会生产

力的发展，改善人们的生活方式、企业的决策流程

和国家的治理模式．
大数据的分析与应用，关键是发展出大数据

分析的理论方法和技术，特别是高效算法、大数据

金融计量模型及决策模型，同时应用这些理论方

法解决金融大数据中的重要问题． 从理论上取得

金融大数据分析方法的创新突破，是目前大数据

分析理论与应用中亟需解决的问题． 此外，除了

金融大数据，大数据分析在系统控制、数据安全等

领域也有着迫切的需求与广泛的应用前景，并且

已经形成了一些算法基础［１，２］ ．
目前主流的三大分布式计算系统 Ｈａｄｏｏｐ、
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Ｓｔｏｒｍ、Ｓｐａｒｋ 被广泛运用于大数据领域，但是这些

系统无法处理带复杂数据结构类型的大数据计

算，例如带有缺失的非平衡数据和半监督数据等．
因此，本文对不同类型的数据进行信息挖掘，同时

也考虑并行计算，在统计学环境下构建模型，发展

出可行的分布式计算算法．
在大数据环境下，如何进行统计学的计算实

现是目前研究的一大难点． 传统统计学理论和统

计计算是分不开的，很多传统统计学的理论与方

法从提出到在实际中应用，都需要算法上的实现．
这些传统算法在很多情况下不再适用于分布式计

算，同时大数据分析的实时性与高效性使得统计

学理论在大数据应用与国家大数据战略制定中面

临新的挑战． 事实是，统计学家们正在为解决大

数据分析中的主要挑战———大数据分析理论与方

法，与实现大数据应用而努力着，并逐渐形成大数

据背景下统计学理论研究的新视角与新方向． 面
对复杂的超大容量数据，其主要障碍可以概括为

以下四点：１）大数据的海量特点使得数据不能够

被一台计算机内存一次读入； ２）计算过程太过缓

慢，无法在有限的时间内得出结果； ３）数据结构

复杂，例如，在不同机器存放的数据是非平衡的数

据或是部分无标签的数据； ４）所建立模型的目标

函数不是光滑函数，使得通常基于求导的算法不

再适用，更谈不上不同机器上结果的传输． 这些障

碍对传统的统计方法带来了挑战，需要发展新的

统计理论和计算方法，特别是新的分布式算法． 而
经济、管理与金融大数据相比于传统数据具有大

量化、多样化和低值化等显著特点． 面对这些复

杂特征，原有的计量模型理论和计算方法有诸多

局限性而难以实现，需要创建有针对性的灵活建

模方法，发展能高效稳定地进行数据处理和分析

的算法．
在统计学应用中，大数据的出现为更有效的

统计推断提供了契机． 但是与此同时，大数据的

高样本量和高生成速度限制了传统统计方法的实

际应用． 这主要是因为大数据分析通常伴随着极

高的计算代价、通讯成本和内存需求． 目前大数据

计算的研究重点是并行化的分布式计算，包括分

布式架构以及算法上采用分而治之的方法，这对

统计推断和应用具有重要意义． 对于分布式环境

下的参数估计，一个简单直观的分治方法（以下

简称 ｎａｉｖｅ 分布式方法）是，首先把数据随机分成

若干子数据集并分配到不同的子计算机上，在所

有子计算机上并行计算出相应的估计量，其中每

个估计量都通过基于子集的目标函数或估计方程

获得． 然后，所有子计算机将它们的估计量发送回

核心计算机，核心计算机再通过这些基于子机器

的估计量的简单平均来获得一个聚合的估计量．
尽管这种 ｎａｉｖｅ 分布式方法可以应用于各种参数

估计问题，但此方法通常会给估计的有效性带来

损失． 特别是，Ｚｈａｎｇ 等［３］ 在经验风险最小化的

背景下研究了这种基于简单平均的 ｎａｉｖｅ 估计

量． 其中，未知参数是通过最小化一个由所有单样

本损失函数的平均值定义的目标函数来估计的．
他们说明，如果要使得聚合后的估计量的收敛速

度达到最优，划分的子计算机的数量应远小于每

台计算机数据子集的大小． 这是一个相当严格的

条件，限制了此方法的应用场景．
在传统问题中，整个数据集是存储在单台计

算机中的，如果将整个数据集进行简单划分并基

于传统统计方法直接进行并行计算，将会产生过

高的通讯成本． 除此之外，在许多实际情况下，海
量数据集本身就存储在分布式的环境中，而不是

集中式地存储在一台机器中． 例如，一家公司可

能会从处于不同位置的传感器中收集数据，并将

收集到的各个子数据集存储在不同的局域服务器

中． 而且，不同位置的传感器每天产生的数据量

可能很大． 为了在一台计算机上实现统计方法，需
要将所有这些存储在不同服务器中的数据发送到

同一台核心计算机中，这可能导致难以承受的通

讯成本． 即使将分布在不同机器上的数据分别在

本地服务器上进行计算，然后再将各个机器上的

结果送回到一台主机器进行合并，目前设计的传

统算法通常需要传递二阶导数矩阵，例如牛顿迭

代法，这样也会带来极大的通讯成本． 此外，Ｊａｇｇｉ
等［４］指出，在不同计算机之间进行数据通讯可能

比在一台计算机上进行复杂的内部计算还要消耗

更多的时间成本．
在传统的统计学和计量经济学中，分位数回

归模型是一类应用广泛的基础性模型． 例如，分位

数回归模型可以应用到在险价值（ ｖａｌｕｅ ａｔ ｒｉｓｋ，
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ＶａＲ）的度量中，其作为一类强有力的风险度量模

型，在金融风险度量领域有着重要的应用，文献众

多在此不一一列出． 考虑带复杂因素的条件 ＶａＲ
（ｃｏｎｄｉｔｉｏｎａｌ ＶａＲ，ＣＶａＲ，也即分位数回归），目前

也已有一些研究． Ｃａｉ 和 Ｗａｎｇ［５］在考虑包括宏观

经济因素、市场风险暴露因素和过去收益的各种

风险因素下，提出了 ＣＶａＲ 和条件期损 （ ｃｏｎｄｉ⁃
ｔｉｏｎａｌ ｅｘｐｅｃｔｅｄ ｓｈｏｒｔｆａｌｌ，ＣＥＳ） 两个风险度量，并研

究了其统计性质． 刘晓倩和周勇［６］ 研究了一类类

似于 ＶａＲ 模型的 ＣＥＳ 风险度量模型，王子剑等［７］

将其扩展到了相依时间序列的框架． 本文的方法

可以推广到 ＣＥＳ 风险度量模型． 针对现实应用背

景较强的管理学数据，例如伏红勇等［８］ 通过

ＣＶａＲ 准则评估了农户天气看跌期权契约的相关

管理模式，黄潇和黄守军［９］ 利用类似的分位数回

归模型，评估了流动人口自雇问题的不同决定机

制与其收入差异的相关关系． 这些都是 ＶａＲ 模型

或者其同源的分位数回归模型在近年来被频繁采

用的典型案例．
通常，分位数回归模型的参数估计是基于核

验 （ｃｈｅｃｋ） 损失函数的优化问题，或可从由其一

阶条件导出的一组估计方程获得参数估计量． 它
们的计算过程都需要一次性地对整个数据集进行

集中式的处理． 当数据量很大时，这往往难以实

现． 现有的针对分位回归模型的大数据分析算法

大多都是基于“分块集成” （ ｄｉｖｉｄｅ ａｎｄ ｃｏｎｑｕｅｒ，
ＤＣ） 的加权平均方法，参见 Ｃｈｅｎ 等［１０］，Ｃｈｅｎ 和

Ｚｈｏｕ［１１］ ． 这些方法仅需一次传输，估计效率便可

以很高． 但是由于需要传输权重矩阵，就对传输

带宽提出了较高的要求，因此具有进一步改进算

法的需要． 分块集成算法是一类迭代算法，此外

还有基于数萃 （Ｍｅｔａ） 方法的非迭代算法，参见

Ｓｉｎｇｈ 等［１２］ ． 但是这类算法也需要传输协方差矩

阵，具有较高的通讯成本． 图 １ 给出了分块集成

迭代算法和数萃算法的算法示意图． 潘莹丽等［１３］

通过构造全局损失函数的替代损失函数，设计了

Ｐｒｏｘｉｍａｌ⁃ＡＤＭＭ 算法进行参数估计，然而这种算

法在变量维数较高的情形并不适用． 还有一类算

法是基于梯度信息传输的通讯有效算法，参见

Ｊｏｒｄａｎ 等［１４］和 Ｆａｎ 等［１５］，它们在降低通讯成本方

面具有巨大的优势，但是无法直接用于分位数回

归模型等具有非光滑目标函数的模型． 后来有例

如 Ｗａｎｇ 和 Ｌｉａｎ ［１６］的工作将此通讯有效算法推

广至分位数回归． 但他们的文章缺少对算法相关

统计性质的讨论，比如推广后的通讯有效算法的

效率如何等问题没有明确解答，也没有进一步深

入讨论对于不同源数据存在异质性的场景，算法

是否仍然适用． 而 Ｄｕａｎ 等［１７］ 的文章专门研究了

通讯有效算法在异质性数据下如何做统计推断，
但并没有针对分位数回归模型做进一步展开． 就

此，本文提出了新的分布式并行计算方法，同时也

考虑了非平衡半监督数据等复杂数据，其中最重

要的是大数据下分位回归模型的通讯有效算法的

设计． 本文将围绕这个问题展开，给出几种有效的

分位数回归模型的分布式计算方法，同时针对非

平衡半监督数据提出了两种新的通讯有效算法．
同时，本文将给出算法的伪代码，以便可以方便地

应用到实际问题中． 虽然仅考虑分位数回归模

型，但本文提供的大多数算法可以应用到其它更

一般的模型中． 特别是改进的数萃（Ｍｅｔａ）方法，
可以应用到更一般的基于最小损失或最小风险的

估计中．

图 １　 分块集成算法（上）与数萃算法（下）的算法示意图

Ｆｉｇ． １ Ｄｉａｇｒａｍ ｏｆ ＤＣ ａｌｇｏｒｉｔｈｍ （ ｔｏｐ） ａｎｄ Ｍｅｔａ ａｌｇｏｒｉｔｈｍ （ｂｏｔｔｏｍ）
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１　 模型及数据

下面介绍分位数回归的基本方法与本文的问

题框架． 设 （ＸＴ
１，Ｙ１） Ｔ，（ＸＴ

２，Ｙ２） Ｔ，…，（ＸＴ
Ｎ，ＹＮ） Ｔ 为

随机向量 （ＸＴ，Ｙ） Ｔ 的 Ｎ 个独立同分布观测样本，
其中 Ｘｉ ∈ ＲＲ ｐ 为第 ｉ 个观测的 ｐ 维协变量， Ｙｉ 为

第 ｉ 个观测的响应变量． 假设样本量 Ｎ 非常大，以
致不能在一台机器上用传统方法计算得到结果．

令 Ｘ
→

＝ （１，ＸＴ） Ｔ ． 对于给定的分位数水平 τ∈（０，
１），线性分位数回归模型假设数据（ＸＴ，Ｙ）Ｔ 满足

Ｙ ＝ θ（τ） Ｔ Ｘ
→

＋ ετ，Ｐ（ετ ≤０ ｜ Ｘ） ＝ τ （１）
其中 θ（τ） 为未知参数， ετ 为不可观测的误差项．
这等价于认为在给定 Ｘ 的条件下，Ｙ 的 τ 条件分

位数为 Ｑτ（Ｙ ｜ Ｘ） ＝ θ（τ） Ｔ Ｘ
→

，即真实的条件分位

数与协变量 Ｘ 具有线性关系． 更一般的情形则假

定 Ｙ 在给定 Ｘ 的条件下的 τ 条件分位数不一定

与协变量 Ｘ 具有线性关系． 这可以描述为以下模

型，对 于 可 测 函 数 ｇ（·；τ）： ＲＲ ｐ → ＲＲ ， 变 量

（ＸＴ，Ｙ） Ｔ 满足

Ｙ ＝ ｇ（Ｘ；τ） ＋ ετ，Ｐ（ετ ≤０ ｜ Ｘ） ＝ τ （２）
此时，在给定 Ｘ 的条件下，Ｙ 的 τ 条件分位数为

Ｑτ（Ｙ ｜ Ｘ） ＝ ｇ（Ｘ；τ） ． 经典分位数回归估计定义为

θ� Ｎ ＝ ａｒｇｍｉｎ
θ∈Θ

ｌＮ（θ）

ｌＮ（θ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ρτ（Ｙｉ － θＴ Ｘ

→
ｉ） （３）

其中 ρτ（ｘ） ＝ ｘ｛τ － Ｉ（ｘ≤０）｝ 称为核验 （ｃｈｅｃｋ）
函数， Ｉ（·） 为示性函数． θ� Ｎ 称为非对称最小二乘

（Ａｓｙｍｍｅｔｒｉｃ Ｌｅａｓｔ Ｓｑｕａｒｅ， ＡＬＳ） 估计． 由经典的

分位数估计的理论可知，若数据满足线性模型

（１），则 θ� Ｎ
Ｐ
→θ（τ） ． 若线性模型 （１）不满足，则

需要考虑更一般的风险度量模型（２） ． 此时定义

θ０（τ） 为平均损失函数 Ｅ｛ρτ（Ｙ － θＴ Ｘ
→
）｝ 的极小

值点，即

θ０（τ） ＝ ａｒｇｍｉｎ
θ∈Θ

Ｅ｛ρτ（Ｙ － θＴ Ｘ
→
）｝ （４）

则按照式（３）定义的 θ� Ｎ 为其样本类似． 在一些一

般性条件成立的情况下， θ� Ｎ
Ｐ
→ θ０（τ） ． 注意到，

在线 性 模 型 （ １ ） 成 立 时， θ（τ） ＝ θ０（τ） ＝

ａｒｇｍｉｎ
θ∈Θ

Ｅ｛ρτ（Ｙ － θＴ Ｘ
→
）｝ ． 故不论对于线性模型

（１），还是更一般的模型（２），总可以从式（４）出

发定义真值 θ０（τ），且能够保证式（３） 中的θ� Ｎ 为

θ０（τ） 的一致估计 （也称为相合估计） ． 故本文将

不假设线性模型（１） 成立，而是在模型（２）的基

础上进行展开，待估参数的真值定义由式（４）给

出． 值得注意的是，利用式（４）的方式定义参数真

值等价于用线性模型逼近真实模型． 在实际应用

中，真实模型可能不具有线性形式，此时包含更广

泛情况的模型（２）显然对数据的描述更加精确，
但是由于线性模型具有良好的解释性，往往仍然

选择用模型（１）作为模型（２）的近似． 虽然这不会

影响参数估计量的值，但需要对估计量的收敛值

θ０（τ） 有更加谨慎的解读．
更一般地，可以从损失函数的角度来理解式

（４） ． 在人工智能和大数据分析中，人们往往更关

心损失，而预报对应于某类损失函数下的最小风

险． 具体而言，通常会考虑一个损失函数 Ｌ｛Ｙ，
ｆ（Ｘ；θ）｝ ，其中 ｛ ｆ（Ｘ；θ）：θ ∈ Θ｝ 为一族感兴趣

的参数模型，考虑在该损失下参数的最小风险真

值 θ０ ＝ ａｒｇｍｉｎ
θ∈Θ

Ｅ［Ｌ｛Ｙ，ｆ（Ｘ；θ）｝］ ， 以及预报

ｆ（Ｘ；θ０） ． 而分位数损失 ρτ（·） 就是其中的一个

非光滑非对称损失函数，这么做的目的是在分位

数损失下求最小风险线性预报 θＴ Ｘ
→
． 因此，真值

与预报的定义本质上不依赖于真实模型，而是在

感兴趣的模型族下最小化风险得到，即无论真实

的条件分位数与协变量之间是否符合线性关系，
都可以计算出一个最小风险线性预报． 若与条件

分位数模型相对应，那么当真实模型是线性的，则
最小化分位数风险就等价于通常的分位数回归； 当

真实模型是非线性的，则通过最小化线性分位数风

险可以得到真实条件分位数的一阶线性逼近．
基于损失函数的最小风险预报相比于传统分

位数回归具有巨大优势． 传统分位数回归是从模

型出发定义真实参数与预报，需要条件分位数满

足线性假设，然而这一假设在实际应用中显得过

于苛刻，从模型出发所得结果往往与实际存在一

定差距，使其在人工智能与大数据分析中存在很

大的局限性． 最小风险预报恰好可以解决这一问

题． 从损失函数的角度出发，最小风险预报不需

要对真实模型做任何假设，从而具有更大的模型

灵活性和稳健性，这也是无模型 （ｍｏｄｅｌ⁃ｆｒｅｅ） 方
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法相比于有模型 （ｍｏｄｅｌ⁃ｂａｓｅｄ） 方法的优势所

在． 基于损失函数，将搜索范围限制在线性模型族

中，又可以降低计算复杂度并提高预报的可解释

性． 这相当于对真实条件分位数进行一阶泰勒展

开，所得最小风险预报为真实条件分位数的最优

线性逼近． 进一步，还可以推广到二阶或更高阶

多项式逼近． 此时，预报误差由模型逼近误差与

估计误差两部分组成，其中模型逼近误差是无法

从传统分位数回归中体现的． 特别地，最小风险预

报可以归为统计学 Ｍ 估计的框架中，从而具有更

多理论工具与方法来进行统计分析．
在数据量过大或者数据分布式存储于不同子

机器上时，对 θ０（τ） 的估计量往往无法直接得到．
分布式计算假设 Ｎ 个样本分布于 Ｋ 个子机器上，
或者将全样本分成 Ｋ 个子数据集． 一般的做法

是，在每台机器上利用本地数据进行建模和估计，
然后将信息返回到中央机器上进行整合． 设第

ｋ 台机器上的样本量为 ｎｋ ，则 ∑
Ｋ

ｋ ＝ １
ｎｋ ＝ Ｎ ． 在第

２ 节至第 ４ 节中，记第 ｋ 个子机器或者第 ｋ 个子数

据集为 Ｕｋ ＝ ｛（ＸＴ
ｋ，ｉ，Ｙｋ，ｉ） Ｔ：ｉ ＝ １，２，…，ｎｋ｝ ． 在

第 ５ 节中，由于考虑了更为复杂的非平衡半监督

数据，因而记号有所改变，详见第 ５ 节的内容． 由
于总是对给定的分位数水平 τ 进行分析，即 τ 是

固定的，因而在不致产生歧义的前提下，为了记号

简便，下文将统一用 θ０ 来简记真值 θ０（τ） ．

２　 基于等度连续的通讯有效算法

在“分块集成”的设定下，假设针对第 ｋ 个子

机器或者第 ｋ 个子数据集，有相同结构的目标函

数 ｌｎｋ（θ） 以及基于子机器上样本的估计 θ� ｋ ，那么

由分位数回归理论可知

θ� ｋ ＝ ａｒｇｍｉｎ
θ∈Θ

ｌｎｋ（θ）

ｌｎｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
ρτ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ） （５）

由于目标函数 ρτ（·） 并非光滑函数，不存在二阶

以上的导数，因而不能直接使用泰勒展开的方式

来获得高效通讯的分布式算法． 但是可以通过等

度连续变换把目标函数转化为期望函数，此期望函

数通常是高阶可导的，因而通过高阶泰勒展开其期

望函数可以获得分位数回归的分布式高效通讯算

法．通过目标函数 ｌｎｋ（θ） 求解 θ� ｋ 等价于极小化

Ｕｎｋ（θ） ＝ ｌｎｋ（θ） － ｌｎｋ（θ
�
ｋ）

＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
［Ｅ｛ρτ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ）｝ －

　 Ｅ｛ρτ（Ｙｋ，ｉ － θ� Ｔ
ｋ Ｘ

→
ｋ，ｉ）｝］ ＋

　 Ｒｋ
１（θ） － Ｒｋ

１（θ
�
ｋ）

其中，余项 Ｒｋ
１（θ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝ １
［ρτ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ） －

Ｅ｛ρτ（Ｙｋ，ｉ － θＴ Ｘ
→

ｋ，ｉ）｝］ ． 类似地，求解全样本最优

解 θ� Ｎ 等价于极小化

ＵＮ（θ） ＝ ｌＮ（θ） － ｌＮ（θ
�
Ｎ）

＝ １
Ｎ∑

Ｎ

ｉ ＝１
［Ｅ｛ρτ（Ｙｉ － θＴ Ｘ

→
ｉ）｝ －

　 Ｅ｛ρτ（Ｙｉ －θ
� Ｔ
Ｎ Ｘ

→
ｉ）｝］ ＋Ｒ１（θ） －Ｒ１（θ

�
Ｎ）

其中 Ｒ１（θ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
［ρτ（Ｙｉ － θＴ Ｘ

→
ｉ） － Ｅ｛ρτ（Ｙｉ －

θＴ Ｘ
→

ｉ）｝］ ．
直观上看，基于经验过程理论中等度连续的

性质，不难想到在 Ｎ 和ｎｋ 都充分大时，Ｒ１ （ θ），
Ｒｋ

１（θ）将变得足够的小． 事实上，可以给出余项

Ｒ１（θ） 和 Ｒｋ
１（θ） 的收敛速度． 由经验过程理论，

可以得到 ｓｕｐ
θ∈Θδ

｜ Ｒ１（θ） － Ｒ１（θ
�
Ｎ） ｜ ＝ ｏｐ（Ｎ －１） 和

ｓｕｐ
θ∈Θｋ

｜ Ｒｋ
１（θ）－Ｒｋ

１（θ
�
ｋ） ｜ ＝ ｏｐ（ｎ －１

ｋ ） ，其中 Θδ ＝｛θ∈

Θ： θ － θ� Ｎ ＜ ＣＮ －１ ／ ２｝，Θｋ ＝ ｛θ∈Θ： ｜ θ － θ� ｋ ｜ ＜

Ｃ ｎ －１ ／ ２
ｋ ｝ ． 注意到，这个收敛速度关于 θ是一致的，

所以 Ｒ１（θ
�
Ｎ），Ｒｋ

１（θ
�
ｋ） 都将随 Ｎ 和 ｎｋ 的增大而依

概率收敛到零． 因此，优化 ＵＮ（θ），Ｕｎｋ（θ） 的问

题，可以近似等价于优化

ＬＮ（θ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｅ｛ρτ（Ｙｉ － θＴ Ｘ

→
ｉ）｝

Ｌｎｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｅ｛ρτ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ）｝ （６）

注意到，虽然 ρτ（Ｙｉ － θＴ Ｘ
→

ｉ） 关于 ρτ（Ｙｉ － θＴ Ｘ
→

ｉ）
并不可微，但因为 Ｙ 给定 Ｘ 的条件下的条件分布

函数 ＦＹ｜ Ｘ（ｙ ｜ Ｘ） 往 往 可 微， 因 此 可 以 认 为

Ｅ｛ ρτ（ Ｙｉ － θＴ Ｘ
→

ｉ）｝ 关于 θ 可微， 即 ＬＮ（θ），
Ｌｎｋ（θ） 关于 θ 可微．
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给定 θ０ 的初值，即某一种初始化估计 θ
－
，例如

θ
－
＝ θ� １，意味着初值定为基于第一块子数据集极

小化目标函数ｌｎ１（θ） 得到的估计，由ＬＮ（θ） 的泰

勒展开可得

ＬＮ（θ） ＝ ＬＮ（θ
－
） ＋ 〈∇ＬＮ（θ

－
），θ － θ

－
〉 ＋

∑
∞

ｊ ＝ ２

１
ｊ！ ∇

ｊ ＬＮ（θ
－
） （θ － θ

－
）⊗ ｊ （７）

当 Ｎ 和 ｎｋ 都充分大时，上述展开中 ｊ ≥ ２ 的高阶

项 ∇
ｊ ＬＮ（θ） 与对应子块的高阶项 ∇

ｊ Ｌｎ１（θ） 之

间的差别也将是充分小的． 更精确地说，两者差的

范数可控制在 Ｏｐ（ｎ －１
１ ） 内． 又因为 θ

－
＝ θ� １ 是利用

子块数据集得到的一致估计，所以展开式又可以

近似地等价于

Ｌ�Ｎ（θ） ＝ＬＮ（θ
－
） ＋ 〈∇ＬＮ（θ

－
），θ － θ

－
〉 ＋

∑
∞

ｊ ＝ ２

１
ｊ！ ∇

ｊ Ｌｎ１（θ
－
） （θ － θ

－
）⊗ ｊ （８）

另一方面，由 Ｌｎ１（θ） 的泰勒展开，又有

Ｌｎ１（θ） ＝Ｌｎ１（θ
－
） ＋ 〈∇Ｌｎ１（θ

－
），θ － θ

－
〉 ＋

∑
∞

ｊ ＝ ２

１
ｊ！ ∇

ｊ Ｌｎ１（θ
－
） （θ － θ

－
）⊗ ｊ （９）

上述式（８）和式（９）作差，并忽略常数项，则可以

将式（８）中的近似目标函数 Ｌ�Ｎ（θ） 等价地写为

新的目标函数

Ｌ�Ｎ（θ） ＝ Ｌｎ１（θ） － 〈θ，∇Ｌｎ１（θ
－
） － ∇ＬＮ（θ

－
）〉

（１０）
这种方法受到了 Ｊｏｒｄａｎ 等［１４］ 基于线性回归问题

所讨论的代理损失函数思想的启发． 然而，Ｊｏｒｄａｎ
等［１４］要求目标函数具有足够阶数的光滑性，而在

分位数回归中，由于目标函数不可导，须利用经验

过程中的等度连续理论，对目标函数进行近似．
进一 步， 下 面 给 出 Ｌｎ１（θ）， ∇Ｌｎ１（θ） 与

∇ＬＮ（θ） 的具体表达式． 由大数定律可知，当 Ｎ，
ｎ１ 都足够大时，可以用相应的样本近似去代替式

（１０）中目标函数对应的项，即
Ｌｎ１（θ） ≈ ｌｎ１（θ）
∇Ｌｎ１（θ） ≈ Ｄｌｎ１（θ），∇ＬＮ（θ） ≈ Ｄ ｌＮ（θ）

其中 Ｄ ｌＮ（θ） 和 Ｄ ｌｎ１（θ） 分别表示 ｌＮ（θ） 和

ｌｎ１（θ） 在 θ 处的一阶次导数，即

ｌｎｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
ρτ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ）

Ｄ ｌｎｋ（θ） ＝ － １
ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ
→

ｋ，ｉψτ（Ｙｋ，ｉ － θＴ Ｘ
→

ｋ，ｉ）

Ｄ ｌＮ（θ） ＝ １
Ｎ∑

Ｋ

ｋ ＝ １
ｎｋＤ ｌｎｋ（θ）

而 ψτ（ｘ） ＝ τ － Ｉ（ｘ≤０） 为核验函数 ρτ（ｘ） 的次

导数． 注意到，直接采用次导数来近似 ∇ＬＮ（θ），

避免了对条件分布ＦＹ｜ Ｘ（θＴＸ
→
｜ Ｘ） 进行非参数估

计，从而可以降低计算复杂度． 由此，最终的优化

目标函数可写为

Ｌ�１
Ｎ（θ） ＝ ｌｎ１（θ） － 〈θ，Ｄ ｌｎ１（θ

－
） － Ｄ ｌＮ（θ

－
）〉

（１１）
表 １　 基于等度连续的通讯有效算法

Ｔａｂｌｅ １ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｅｑｕｉｃｏｎｔｉｎｕｉｔｙ

算法 １ 基于等度连续的通讯有效算法

１ 初始化 θ（０） ＝ θ
－
和迭代循环次数 Ｔ；

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３ 　 　 传输当前迭代循环的 θ（ ｔ） 到 Ｋ 个机器 ｛Ｍｋ｝ Ｋ
ｋ ＝ １

４ 　 　 ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

５ 　 　 　 　 在子机器 Ｍｋ 上计算 Ｄ ｌｎｋ（θ
（ ｔ） ） ；

６ 　 　 　 　 将 （Ｄ ｌｎｋ（θ
（ ｔ） ），ｎｋ） 传输到主机器 Ｍ１ ；

７ 　 　 ｅｎｄ ｆｏｒ

８

　 　 在主机器 Ｍ１ 上计算 Ｄ ｌＮ（θ（ ｔ） ） ＝ １
Ｎ ∑

Ｋ

ｋ ＝ １
ｎｋ ×

Ｄｌｎｋ（θ
（ ｔ） ），构建目标函数

　 　 　 　 Ｌ� １，（ ｔ）
Ｎ （θ） ＝ ｌｎ１（θ） － 〈θ，Ｄｌｎ１（ θ（ ｔ） ） －

ＤｌＮ（θ（ ｔ） ）〉；

９ 求解 θ（ ｔ＋１） ＝ ａｒｇｍｉｎ
θ∈Θ

Ｌ� １，（ ｔ）
Ｎ （θ） ；

１０ ｅｎｄ ｆｏｒ

１１ 返回最终结果 θ� ＥＣ ＝ θ（Ｔ） ．

则 θ０ 的估计量可以定义为 θ� ＥＣ ＝ ａｒｇｍｉｎ
θ∈Θ

Ｌ�１
Ｎ（θ） ．

观察式（１１）不难发现，如果该核心步骤的计算在

第一台机器上运行，仅需要从第 ｋ 台子机器传给

第一台机器相应的梯度向量 Ｄ ｌｎｋ（θ
－
） ，这将大大

减少通讯交互的必要信息量． 基于此，可以提出

第一种基于等度连续的通讯有效算法，见算法 １．
在算法 １ 中，因为 θ 为 ｐ ＋ １ 维向量，传输
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（Ｄｌｎｋ（θ
（ ｔ）），ｎｋ） 相当于传输 ｐ ＋ ２ 个数值． 而采用

一般“分块集成”的加权平均方法 （参见 Ｃｈｅｎ
等［１０］，Ｃｈｅｎ 和 Ｚｈｏｕ［１１］），除了传输基于子数据集

的估计 θ� ｋ ，即一个 ｐ ＋ １ 维向量，还需传输相应的

ｐ ＋ １ 维对称权重矩阵． 因此，每台子机器至少需

要向主机器传输 ｐ ＋ １ ＋ （ｐ ＋ １）（ｐ ＋ ２） ／ ２ 个数

值． 可见，新提出的算法确实能大大降低通讯成

本． 特别地，与 Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ 的方法相比，新算

法避免了估计条件密度函数 Ｅ｛Ｘ
→

Ｘ
→Ｔ ｆＹ｜ Ｘ（θＴ

０Ｘ
→

｜
Ｘ）｝ 这个积分式，也不需要传输此矩阵，因此计

算复杂度与通讯成本得以进一步降低． 同时还注

意到，在算法 １ 中取 Ｔ ＝ １ 时， θ（Ｔ） 对应了参数的

一步 （ｏｎｅ⁃ｓｈｏｔ） 估计； 而取 Ｋ ＝ １ 时，则自然地

退化为不分块数据对应的直接估计．
理论上，要求 Ｎ 和 ｎｋ 需要满足如下假设： 存

在常数 α ≥１ 使得 Ｎ ＝ Ｏ｛（ｍｉｎｋ ｎｋ） α｝ ． 此条件

与 Ｃｈｅｎ 等［１０］ 的条件类似，但是 Ｃｈｅｎ 等［１０］ 仅考
虑了 ｎ１ ＝ … ＝ ｎｋ ＝ ｎ 的情形，且涉及窗宽估计，
因此需要的条件更强． 本文给出的关于 Ｎ 和 ｎｋ

的假设比很多分布式算法的条件要弱． 比如，“分

块集成法” 一般要求 ｎｋ ／ Ｎ →∞ ，即每台机器上
的样本量 ｎｋ 相比机器数 Ｋ 要足够大． Ｃｈｅｎ 和

Ｚｈｏｕ［１１］ 要求存在常数 γ ∈ ［０，１ ／ ３） 使得 Ｋ ＝
Ｏ｛（ｍｉｎｋ ｎｋ） γ｝ ． 这个条件显然也比本文所需的

条件更强．
在实际应用中，合适的样本量 ｎｋ 需要实现统

计估计效率与计算复杂度之间的平衡，同时需要

考虑实际的内存限制、通讯成本、计算时限等，因
此确定 ｎｋ 并非易事． 一个基本的原则是 ｎｋ 不能过

小． 事实上，虽然机器数量 Ｋ 越大，所得估计量的

方差越小，但是当每台机器上的样本量 ｎｋ 过少

时，会出现不可忽略偏差，从而导致估计量的一致

性 （也称为相合性） 无法保证． 此外，为了保证

对式 （１０） 的近似达到足够的精度，实际中要求

ｎｋ 不能过小． 进一步，可以给出如下的样本量 ｎｋ

的选择策略： 在固定的计算时限、内存限制、通讯成

本的基础上，在满足一定的统计推断效率的前提下

最小化计算时间，从而实现数据驱动的 ｎｋ 选择．

３　 基于光滑逼近的通讯有效算法

再次关注到求解式 （１１ ） 的优化问题，式

（１１） 的前半部分为第一台机器上的非光滑核验

函数，后半部分为关于 θ 的线性函数，这使得式

（１１） 可以利用传统分位数回归的线性优化算法

求解． 但是，利用线性优化算法求解，对内存空间

的要求较高． 同时本文的方法希望在优化算法这

个关键的步骤上有更高的计算效率． 因此，本节

将提出一种光滑化的方式进一步改良式 （１１） 对

应的优化问题． 从第 ２ 节的初步推导中，可知求

解通讯有效算法的关键是目标函数的可微性． 而
由于示性函数 Ｉ（·） 不可微，使得分位数回归模型

的目标函数中的核验函数 ρτ（ｘ） ＝ ｘ｛τ － Ｉ（ｘ ≤
０）｝ 不可微． 第 ２ 节的解决方案是用次导数代替

导数，本节提出另一种方法，采用可微函数对

ρτ（ｘ） 进行逼近，类似想法可参见 Ｃｈｅｎ 和 Ｈａｌｌ［１８］ ．
令 ϕｈ（ｘ） ＝ ｘ｛Ｈ（ｘ ／ ｈ） ＋ τ － １｝，其中 ｈ ＞ ０

为窗宽． 通过选取适当的函数 Ｈ（ｘ），可以使得当

ｈ →０ 时ϕｈ（ｘ） → ρτ（ｘ），例如，

Ｈ（ｘ） ＝

０， ｘ ≤－ １
１
２ ＋１５１６（ｘ－

２
３ ｘ３ ＋ １

５ ｘ５）， －１＜ ｘ ＜１

１， ｘ ≥１

■

■

■

|
||

|
||

（１２）

则ｌｎｋ（θ） 可用 ｌｎｋ，ｈｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
ϕｈｋ（Ｙｋ，ｉ －θＴ Ｘ

→
ｋ，ｉ）

来近似． 这里依旧采用同样的估计方法给出 θ 的

初始化估计 θ
－
． 例如，基于第一块子数据集的估计

θ
－
＝ θ� ｈ１

１ ，即

θ
－
＝ θ� ｈ１

１ ＝ ａｒｇｍｉｎ
θ∈Θ

ｌｎ１，ｈ１（θ）

重复第 ２ 节中基于泰勒展开的推导，类似地可以

得到近似的优化目标函数

Ｌ� ２
Ｎ（θ） ＝ ｌｎ１，ｈ１（θ） － 〈θ，∇ｌｎ１，ｈ１（θ

－
） －

∇ｌＮ，ｈ（θ
－
）〉 （１３）

其中

∇ｌｎｋ，ｈｋ（θ） ＝ － １
ｎｋ
∑
ｎｋ

ｉ ＝ １
ζｈｋ（Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ） Ｘ

→
ｋ，ｉ

∇ｌＮ，ｈ（θ） ＝ １
Ｎ∑

Ｋ

ｋ ＝ １
ｎｋ ∇ｌｎｋ，ｈｋ（θ）

ζｈ（ｘ） ＝ Ｈ（ｘ ／ ｈ） ＋ τ － １ ＋ （ｘ ／ ｈ）Ｈ′（ｘ ／ ｈ）
Ｈ′（·） 为 Ｈ（·） 的导数． 由此可见，近似后可微的
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目标函数，已经具有了显式的微分表达． 因此可以

运用传统的牛顿迭代法求解相应的优化问题，所

得估计量为 θ� ＳＪ１ ＝ ａｒｇｍｉｎ
θ∈Θ

Ｌ� ２
Ｎ（θ） ．

表 ２　 基于光滑逼近的通讯有效算法

Ｔａｂｌｅ ２ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ
ｓｍｏｏｔｈ ａｐｐｒｏｘｉｍａｔｉｏｎ

算法 ２ 基于光滑逼近的通讯有效算法

１ 初始化 θ（０） ＝ θ
－
，迭代循环次数 Ｔ 和每台子机器的窗宽

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３ 　 　 传输当前迭代循环的 θ（ ｔ） 到 Ｋ 个机器 ｛Ｍｋ｝ Ｋ
ｋ ＝ １

４ 　 　 ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

５ 　 　 　 　 在子机器 Ｍｋ 上计算 ∇ｌｎｋ，ｈｋ（θ
（ ｔ） ） ；

６ 　 　 　 　 将 （∇ｌｎｋ，ｈｋ（θ
（ ｔ） ），ｎｋ） 传输到主机器 Ｍ１ ；

７ 　 　 ｅｎｄ ｆｏｒ

８

　 　 方法一： 在主机器 Ｍ１ 上计算 ∇ｌＮ，ｈ（ θ（ ｔ） ） ＝

１
Ｎ ∑

Ｋ

ｋ ＝ １
ｎｋ ∇ｌｎｋ，ｈｋ（θ

（ ｔ） ） ，构建目标函数

Ｌ� ２，（ ｔ）
Ｎ （θ） ＝ ｌｎ１，ｈ１（θ）－〈θ，∇ｌｎ１，ｈ１（θ

（ ｔ） ）－∇ｌＮ，ｈ（θ（ ｔ） ）〉；

９ 　 　 求解并更新θ（ ｔ＋１） ＝ ａｒｇｍｉｎ
θ∈Θ

Ｌ�２，（ ｔ）
Ｎ （θ） ；

１０
　 　 方法二： 在主机器 Ｍ１ 上更新

　 　 　 θ（ ｔ＋１） ＝ θ（ ｔ） － ∇２ ｌｎ１，ｈ１（θ
（ ｔ） ） －１·∇ｌＮ，ｈ（θ（ ｔ） ）；

１１ ｅｎｄ ｆｏｒ

１２
返回最终结果 θ� ＳＪ ＝ θ（Ｔ） ； 记方法一所得估计为 θ� ＳＪ１ ，

方法二所得估计为 θ� ＳＪ２ ．

　 　 进一步，此优化问题可以通过一种更简洁的

近似迭代来求解． 考虑式（１３） 的泰勒展开，若仅

取其中二阶及其以下的项有

Ｌ� ２
Ｎ（θ） ＝ Ｌ�２

Ｎ（θ
－
） ＋ 〈∇Ｌ� ２

Ｎ（θ
－
），θ － θ

－
〉 ＋

　 　 １
２ （θ － θ

－
） Ｔ

∇
２ Ｌ� ２

Ｎ（θ
－
）（θ － θ

－
） （１４）

注意到 ∇Ｌ� ２
Ｎ（θ

－
） ＝ ∇ｌＮ，ｈ（θ

－
） 和∇

２ Ｌ� ２
Ｎ（ θ

－
） ＝

∇
２ ｌｎ１，ｈ１（θ

－
）， 其中

∇
２ ｌｎｋ，ｈｋ（θ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝１
ηｈｋ（ Ｙｋ，ｉ － θＴ Ｘ

→
ｋ，ｉ）

Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉ

ηｈ（ｘ） ＝ １
ｈ ｛２Ｈ′（ｘ ／ ｈ） ＋ （ｘ ／ ｈ）Ｈ″（ｘ ／ ｈ）｝

在式（１４） 中省去与优化不相关的常数项，可得新

的近似目标函数

Ｌ� Ｈ
Ｎ（θ） ＝ 〈∇ｌＮ，ｈ（θ

－
），θ － θ

－
〉 ＋

　 １
２ （θ － θ

－
） Ｔ

∇
２ ｌｎ１，ｈ１（θ

－
）（θ － θ

－
） （１５）

那么关于式（１３） 的优化问题可近似转化为关于

θ 的二次函数，即式 （１５） 的 Ｌ� Ｈ
Ｎ（θ） 的优化问

题． 而这个问题的解存在显式表达式

θ� ＳＪ２ ＝ ａｒｇｍｉｎ
θ∈Θ

Ｌ� Ｈ
Ｎ（θ）

＝ θ
－
－ ∇

２ ｌｎ１，ｈ１（θ
－
） －１·∇ｌＮ，ｈ（θ

－
）

由于分位数回归中的原始目标函数并不光滑，以

上显式解中的 ∇
２ ｌｎ１，ｈ１（θ

－
） 矩阵并不存在，所以无

法直接套用此简化算法． 但现在已经对目标函数

进行了光滑化处理，就能克服这个困难．
综上， θ０ 的估计量可由两种方式得到，一种为

直接优化求解出 θ� ＳＪ１ ．另一种为显式解 θ� ＳＪ２ ．基于此，
可以提出基于光滑逼近的通讯有效算法，见算法 ２．

这里还有个关键问题是如何选择窗宽． 窗宽

有两种选择方式，一种是所有子机器使用相同的

窗宽 （ ｈ１ ＝ ｈ２ ＝ … ＝ ｈＫ ），另一种是分别使用自

己特定的窗宽． 在典型的光滑函数方法中，类似

的窗宽选取并不像一些非参数估计那样，依据最

小化均方误差来得出最优窗宽． 在光滑方法中仅

需要考虑使得光滑化之后的函数与原函数之间的

偏差能足够小，从而不影响到估计结果的统计性

质． 换言之，只要能保证光滑函数合理工作的窗宽

都是合适的窗宽． 这里采用拇指法则来获得光滑

窗宽的选取方法，参见 Ｃｈｅｎ 等［１０］，Ｌｉ 和 Ｐｅｎｇ［１９］ ．
特别是 Ｃｈｅｎ 等［１０］同样也研究了分位数回归的分

块光滑方法，其中对窗宽的选择给出了讨论． 但其

提出的方法要求每一次迭代都更新窗宽，计算量

较大． 基于这些相关工作，本文在模拟与实证部分

会优先考虑 Ｏ（（ｐ ／ ｎｋ） １ ／ ４） 量级的窗宽．
算法 ２ 通过光滑逼近使得目标函数更易优

化，且通过代理损失进一步近似目标函数，从而实

现高效通讯． Ｃｈｅｎ 等［１０］ 提出了基于“分块集成”
思想的光滑逼近算法，该算法涉及到 ｐ ＋ １ 维权重

矩阵的传输，会产生较高的通讯成本． 与基于“分
块集成”思想的方法相比，本节提出的算法 ２ 在

光滑逼近的基础上进一步通过高阶泰勒展开对光

滑化的目标函数进行简化，构造代理损失函数，使
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得优化步骤只需在第一台机器上运行． 相比于

Ｃｈｅｎ 等［１０］的方法，本节由于不需要传输目标函

数二阶导数矩阵，因而将不同机器间的通讯成本

由 Ｏ（Ｋｐ２） 降为 Ｏ（Ｋｐ） ，从而在降低计算复杂度

和提高通讯效率方面更具有优势． 值得一提的

是，虽然本文中给出的算法是针对分布式系统设

计的，但是可以很容易地推广到流数据的情形． 此
时，通讯有效算法可以大大降低数据的存储成本．

４　 改进的数萃 （Ｍｅｔａ） 方法

除了第 ２ 节和第 ３ 节中提出的算法之外，还
有一种可以整合不同机器上的数据进行总体分析

的方法，称为数萃 （Ｍｅｔａ） 方法． 数萃 （Ｍｅｔａ） 方

法是将不同来源的信息进行综合而对总体参数进

行统计推断的一类方法． 其中，基于置信分布

（ｃｏｎｆｉｄｅｎｃｅ ｄｉｓｔｒｉｂｕｔｉｏｎ，ＣＤ） 函数的数萃方法在

分布式计算中是一种高效的分析手段． 但是，在统

计学上考虑的数萃方法的分块数 Ｋ 通常是有限的，
而对于分布式系统， Ｋ 可以随样本量趋于无穷．

在本节中，基于估计方程的思想，将提出一种

改进的数萃方法． 该方法给出了分布式计算的一

般框架，可以将经典数萃方法和许多现有的分布

式算法涵盖在内． 首先，在第 ｋ 台机器上，求解

Ｄ ｌｎｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝１
ψτ（Ｙｋ，ｉ －θＴ Ｘ

→
ｋ，ｉ） Ｘ

→
ｋ，ｉ ＝０ （１６）

得到估计量 θ� ｋ ，此估计量称为 ＡＬＳ 估计． 一般

地，可以把 ｛θ� ｋ｝ Ｋ
ｋ ＝ １ 作为 Ｋ 个观察值，但可能具有

不同的分布 （通常有不同的方差）． 这里采用估计

方程的思想来组合不同机器上获得的估计值

｛θ� ｋ｝ Ｋ
ｋ ＝ １ ，以获得最终结果． 在估计方程的思想

中，最重要的是寻找到一个合适的无偏 （或渐近

无偏） 的估计函数，具体可以见周勇［２０］ 的第一章

和第九章的内容． 考虑一类 ｐ 维渐近无偏估计函

数 ξｋ（θ
�
ｋ，θ） 满足 Ｅ ξｋ（θ

�
ｋ，θ０） ≈ ０ ． 由广义矩方

法 （ｇｅｎｅｒａｌｉｚｅｄ ｍｅｔｈｏｄ ｏｆ ｍｏｍｅｎｔｓ，ＧＭＭ） 可得如

下 ＧＭＭ 估计

θ� Ｍ ＝ａｒｇｍｉｎ
θ∈Θ

{∑
Ｋ

ｍ
ξ� ｋ（θ

�
ｋ，θ）Ｔ Ｗｋ（θ

�
ｋ） ξ

�
ｋ（θ

�
ｋ，θ） }
（１７）

　 ＝ ａｒｇｍｉｎ
θ∈Θ

Ψ（θ，Ξ� ）Ｔ ＷＷ （Ξ� ）Ψ（θ，Ξ� ） （１８）

其中 Ｗｋ（θ
�
ｋ） 是正定矩阵，通常依赖于第 ｋ 组子

样本． 为保证估计的一致性，一般要求 Ｗｋ（θ
�
ｋ） 依

概率收敛到样本无关的正定矩阵 Ｗｋ（θ０） ． 此外，

Ξ� ＝ ｛θ� ｋ｝ Ｋ
ｋ ＝ １，ξ

�
ｋ（·，θ） 为ξｋ（·，θ） 在第 ｋ 台机器

上 的 估 计， Ψ（θ， Ξ� ） ＝ ｛ξ� １（θ
�
１，θ） Ｔ，…，

ξ� Ｋ （θ� Ｋ，θ） Ｔ｝ Ｔ， ＷＷ （ Ξ� ） ＝ Ｄｉａｇ｛ Ｗ１（ θ� １），…，

ＷＫ（θ
�
Ｋ）｝ 为分块对角矩阵． 此外，若直接由式

（１８）出发，还可以考虑更一般的情形，即允许 θ� ｋ

之间存在相关性，例如下一节中考虑的非平衡半

监督分布式系统． 此时，可在式 （ １８ ） 中选取

ＷＷ （Ξ� ） 为Ξ� 的协方差矩阵的逆矩阵，其不一定具

有分块对角的形式． 算法 ３ 给出了基于式（１７） 的

迭代算法．
在算法 ３ 中，初值的选取可以更加简单，例

如，可以选取由主机器 Ｍ１ 通过求解方程（１６） 得

到的估计值 θ� １ 来作为初值． 此外，如果选取的权

重矩阵与第 ｋ 台机器的样本值无关，就不需要再

进行迭代． 算法 ３ 给出了一般形式的改进的数

萃算法． 但在具体问题中，由于一般都可以选取

到一个简单可行的渐近无偏估计函数 ξ� ｋ（·，θ）
及权重矩阵 Ｗｋ（·） ，因此可以大大简化上面的

算法，具体可参见算法 ４ 和算法 ５．
在独立同分布的设定下，由经典 ＧＭＭ 方法

可考虑如下 ＧＭＭ 估计

θ� ＧＭＭ ＝ ａｒｇｍｉｎ
θ∈Θ

{∑
Ｋ

ｋ ＝１
ξ� ｋ（θ

�
ｋ，θ） }

Ｔ
Ｗ{∑

Ｋ

ｋ ＝１
ξ� ｋ（θ

�
ｋ，θ） }

＝ ａｒｇｍｉｎ
θ∈Θ

∑
Ｋ

ｋ１，ｋ２ ＝１
ξ� ｋ１（θ

�
ｋ１，θ）

ＴＷξ� ｋ２（θ
�
ｋ２，θ）

其中 Ｗ 为正定的权重矩阵 （此矩阵可以依赖于

未知参数 θ ）． 若 ξ� ｋ（θ
�
ｋ，θ），ｋ ＝ １，…，Ｋ 相互独

立，则
Ｅ｛ξ� ｋ１（θ

�
ｋ１，θ０） ＴＷ ξ� ｋ２（θ

�
ｋ２，θ０）｝ ≈ ０，ｋ１ ≠ ｋ２

因此，若令θ�ＧＭＭ ＝ ａｒｇｍｉｎ
θ∈Θ

∑
Ｋ

ｋ ＝ １
ξ� ｋ（θ

�
ｋ，θ） ＴＷ ξ� ｋ（θ

�
ｋ，

θ），则θ� ＧＭＭ 与θ�ＧＭＭ 渐近等价． 本质上，经典 ＧＭＭ

方法要求 ξ� ｋ（θ
�
ｋ，θ） 同分布，因此才可以对不同 ｋ

选取一致的权重矩阵 Ｗ． 而本节提出的方法允许

ξ� ｋ（θ
�
ｋ，θ） 具有不同的渐近分布，即允许不同机器

上的数据存在异质性，因此需要考虑权重矩阵

Ｗｋ（θ
�
ｋ） 与 ｋ 相关． 由此可知，本节所提出的方法

—８７— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月



比经典 ＧＭＭ 方法具有更一般的适用性，可以适

用于独立不同分布数据 （式 （１７）） 乃至不独立

不同分布数据 （式 （１８）） 的情形． 下面先关注独

立数据的分布式系统，而存在相关性的情形留在

下一节半监督数据进行讨论． 对于独立数据的分

布式系统，只需考虑式（１７）．
表 ３　 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

Ｔａｂｌｅ ３ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ ｉｍｐｒｏｖｅｄ

Ｍｅｔａ ｍｅｔｈｏｄ

算法 ３ 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

１ 选取适当的估计函数 ξ� ｋ（·，θ） 和权重矩阵函数Ｗｋ（·） ；

２ ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

３

　 　 在机器 Ｍｋ 上计算 ＡＬＳ 估计量 θ� Ｋ ，即解方程

　 　 　 　 Ｄ ｌｎｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
ψτ（Ｙｋ，ｉ － θＴ Ｘ→ｋ，ｉ） Ｘ→ｋ，ｉ ＝ ０；

４ 计算Ｗｋ（θ
�
ｋ） ，并将 θ� ｋ，Ｗｋ（θ

�
ｋ） 传输到主机器 Ｍ１ 上；

５ ｅｎｄ ｆｏｒ

６

在主机器 Ｍ１ 上计算

θ
－
＝ ａｒｇｍｉｎ

θ∈Θ
{∑

Ｋ

ｋ ＝ １
ξ� ｋ（θ

�
ｋ，θ） Ｔ Ｗｋ（θ

�
ｋ） ξ� ｋ（θ

�
ｋ，θ） } ；

７ 初始化 θ（０） ＝ θ
－
和迭代循环次数 Ｔ；

８ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

９ 传输当前迭代循环的 θ（ ｔ） 到 Ｋ 个机器 ｛Ｍｋ｝ Ｋ
ｋ ＝ １ ；

１０ ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

１１ 计算 Ｗｋ（θ（ ｔ） ） ，将 Ｗｋ（θ（ ｔ） ） 传输到主机器 Ｍ１ ；

１２ ｅｎｄ ｆｏｒ

１３

在主机器 Ｍ１ 上计算

θ（ｔ＋１） ＝ ａｒｇｍｉｎ
θ∈Θ

{∑
Ｋ

ｋ ＝１
ξ� ｋ（θ（ｔ），θ）Ｔ Ｗｋ（θ（ｔ）） ξ� ｋ（θ（ｔ），θ）} ；

１４ ｅｎｄ ｆｏｒ

１５ 返回最终结果 θ� Ｍ ＝ θ（Ｔ） ．

　 　 另外，可以寻找到更简单的渐近无偏估计函

数，例如，可选取渐近无偏估计函数 ξｋ（θ
�
ｋ，θ） ＝

θ － θ� ｋ ，就满足假设 Ｅ ξｋ（θ
�
ｋ， θ０） ≈ ０ ． 则由式

（１７）的一阶条件，可得如下更简单的加权估计

方程

∑
Ｋ

ｋ ＝ １
∇θ ξ

�
ｋ（θ

�
ｋ，θ） Ｔ Ｗｋ（θ

�
ｋ） ξ� ｋ（θ

�
ｋ，θ）

　 　 ＝ ∑
Ｋ

ｋ ＝ １
Ｗｋ（θ

�
ｋ） ξ� ｋ（θ

�
ｋ，θ） ＝ ０ （１９）

其中 Ｗｋ（θ
�
ｋ） 是一正定矩阵． 直接从式（１９）出发，

便可得到 θ 的有效估计． 以上基于估计方程的思

想给出了子机器估计量的一般融合方法，这些方

法不仅对分位数回归成立，而且对一般损失下的

最优解问题仍然成立． 下面分析在线性分位数损

失下的具体应用．
对分位数回归，基于第 ３ 节中的光滑逼近法，考

虑光滑化的目标函数 ｌｎｋ，ｈｋ（θ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝１
ϕｈｋ（Ｙｋ，ｉ －

θＴ Ｘ
→

ｋ，ｉ），其中，ϕｈ（ｘ） ＝ ｘ｛Ｈ（ｘ ／ ｈ） ＋ τ － １｝，ｈ ＞ ０
为窗宽， Ｈ（·） 为第 ３ 节定义的光滑函数． 在一定

条件下，可得 θ� ｋ 与 θ�ｋ ＝ ａｒｇｍｉｎ
θ∈Θ

ｌｎｋ，ｈｋ（θ） 渐近等

价，即可以等价地将对估计 θ� ｋ 和 θ�ｋ 的整理相

融合．
若考 虑 一 阶 条 件， 可 得 ｄ ϕｈ（ｘ） ／ ｄｘ ＝

Ｈ（ｘ ／ ｈ） ＋ τ － １ ＋ （ｘ ／ ｈ）Ｈ′（ｘ ／ ｈ） ． 在估计式 （１７）
或式 （１９） 中，权重矩阵可以根据算法的需要来

选取． 选择不同的权重矩阵不会影响估计的一致

性 （也称为相合性） 和渐近正态性． 这些性质仍

然成立，而仅会影响其渐近方差． 根据估计方程中

的 ＧＭＭ 估计理论，如果 Ｗｋ 选取为渐近无偏估计

函数的协方差矩阵的逆，则所获得的估计是有效

估计． 但通常此 ＧＭＭ 估计的渐近方差具有较复

杂的三明治形式，需要重抽样的方法来估计． 在

允许一些估计效率损失的情况下，可以选取方便

计算的权重函数．
在式（１９） 中，选取估计函数

ξ� ｋ（θ
�
ｋ，θ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ
→

ｋ，ｉ［Ｈ｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝＋τ－１ ＋

Δｋ，ｉ（θ；ｈ）Ｈ′｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝］ （２０）

其中 Δｋ，ｉ（θ；ｈ） ＝ （Ｙｋ，ｉ － θＴ Ｘ
→

ｋ，ｉ） ／ ｈ，ｈ ＞ ０ 为窗

宽， Ｈ（·） 为第 ３ 节定义的光滑函数． 令

Ｕｋ（θ
�
ｋ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝１
Ｘ
→

ｋ，ｉ［Ｈ｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ ＋ τ － １ ＋

　 Ｙｋ，ｉＨ′｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ ／ ｈ］

Ｖｋ（θ
�
ｋ） ＝ １

ｎｋｈ
∑
ｎｋ

ｉ ＝１
Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉ Ｈ′｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ （２１）

则ξ� ｋ（θ
�
ｋ，θ）＝Ｕｋ（θ

�
ｋ）－Ｖｋ（θ

�
ｋ）θ ．注意到 ξ� ｋ（θ

�
ｋ，θ０）≈

０，因此由式（１７） 可得估计量

—９７—第 ５ 期 周　 勇等： 大数据下分位数回归通讯有效算法及其应用



θ� ＭＳ ＝ {∑
Ｋ

ｋ ＝１
ＶＴ

ｋ（θ
�
ｋ） Ｗｋ（θ

�
ｋ） Ｖｋ（θ

�
ｋ） }

－１
×

{∑
Ｋ

ｋ ＝１
ＶＴ

ｋ（θ
�
ｋ） Ｗｋ（θ

�
ｋ） Ｕｋ（θ

�
ｋ） } （２２）

表４　 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

Ｔａｂｌｅ ４ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ
ｉｍｐｒｏｖｅｄ Ｍｅｔａ ｍｅｔｈｏｄ

算法４ 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

１ 输入权重矩阵Ｗｋ（·），初始化 θ（０） ＝ θ
－
和迭代循环次数 Ｔ；

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３ 　 　 传输当前迭代循环的 θ（ ｔ） 到 Ｋ 个机器 ｛Ｍｋ｝ Ｋ
ｋ ＝ １ ；

４ 　 　 ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

５

在机器 Ｍｋ 上计算 Ｗｋ（θ（ ｔ） ） 及

Ｕｋ（θ（ ｔ） ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ→ｋ，ｉ［Ｈ｛ Δｋ，ｉ（ θ（ ｔ） ；ｈ）｝ ＋ τ － １ ＋

Ｙｋ，ｉＨ′｛ Δｋ，ｉ（ θ（ ｔ） ；ｈ）｝ ／ ｈ］， Ｖｋ（ θ（ ｔ） ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ→ｋ，ｉ

Ｘ→Ｔ
ｋ，ｉＨ′｛Δｋ，ｉ（θ（ ｔ） ；ｈ）｝；

６ 将 Ｗｋ（θ（ ｔ） ），Ｕｋ（θ（ ｔ） ），Ｖｋ（θ（ ｔ） ） 传输到主机器 Ｍ１ ；

７ 　 　 ｅｎｄ ｆｏｒ

８

　 　 在主机器 Ｍ１ 上计算

θ（ ｔ＋１） ＝ {∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ（ ｔ） ） Ｗｋ（θ（ ｔ） ） Ｖｋ（θ（ ｔ） ） }
－１

{ ∑
Ｋ

ｋ ＝ １

ＶＴ
ｋ （θ（ ｔ） ） Ｗｋ（θ（ ｔ） ） Ｕｋ（θ（ ｔ） ） } ；

９ ｅｎｄ ｆｏｒ

１０ 返回最终结果 θ� ＭＳ ＝ θ（Ｔ） ．

算法 ４ 给出了此估计的迭代算法．
在算法 ４ 中，如果选取 Ｗｋ（θ

�
ｋ） ＝ Ｖ －１

ｋ （θ� ｋ） ，
则可得如下估计量

θ� ＭＬ ＝ {∑
Ｋ

ｋ ＝ １
Ｖｋ（θ

�
ｋ） }

－１

{∑
Ｋ

ｋ ＝ １
Ｕｋ（θ

�
ｋ） } （２３）

事实上，Ｃｈｅｎ 等［１０］中的估计就具有式（２３） 的形

式． 因此，Ｃｈｅｎ 等［１０］的方法可以看作本文提出的

改进的数萃方法的特例． 此外，由式 （１９） 出发，
还可以选取估计函数为 ξ� ｋ（θ

�
ｋ，θ） ＝ Ｕｋ（θ

�
ｋ） －

ＶＤｋ（θ
�
ｋ）θ ，且选取权重矩阵 Ｗｋ（θ

�
ｋ） 为单位阵，

也能得式 （２３） 中的估计量．
若由式（１７） 出发，且选取估计函数 ξ� ｋ（θ

�
ｋ，

θ） ＝ Ｕｋ（θ
�
ｋ） － Ｖｋ（θ

�
ｋ）θ ，上述算法 ４ 所选取的权

重矩阵 Ｗｋ（θ
�
ｋ） ＝ Ｖ －１

ｋ （θ� ｋ） 有时会增加计算复杂

度． 为了快速计算，一种方便的取法是选取权重矩

阵 Ｗｋ（θ
�
ｋ） 为单位阵 Ｉｐ＋１ ，很容易得到 θ� Ｍ 的另一

种显式估计表达式

θ� ＭＶ ＝ {∑
Ｋ

ｋ ＝１
ＶＴ

ｋ（θ
�
ｋ） Ｖｋ（θ

�
ｋ） }

－１
×

{∑
Ｋ

ｋ ＝１
ＶＴ

ｋ（θ
�
ｋ） Ｕｋ（θ

�
ｋ） } （２４）

这个估计由于选取了简单的单位矩阵作为权重，
根据估计方程理论，其估计效率将有一定损失②，
但可以大大降低计算复杂度． 这个结论在数值模

拟中也可以看出，且当不同机器的数据存在异质

性时，其表现与已有文献中的方法相比并不差．

进一步，令 ε� ｋ，ｉ ＝ Ｙｋ，ｉ － θ� Ｔ
ｋ Ｘ

→
ｋ，ｉ 和

Ａｋ（θ
�
ｋ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ
→

ｋ，ｉ［Ｈ｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ ＋

τ － １ ＋ ε� ｋ，ｉＨ′｛εｋ，ｉ（θ
�
ｋ；ｈ）｝ ／ ｈ］ （２５）

则可得 θ� ＭＶ － θ０ ≈ {∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ
�
ｋ） Ｖｋ（θ

�
ｋ） }

－１
×

{∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ
�
ｋ） Ａｋ（θ

�
ｋ） } ． 由此出发可以得到其渐

近协方差矩阵的估计

Σ�ＭＶ ＝ {∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ
�
ｋ） Ｖｋ（θ

�
ｋ） }

－１
×

{∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ
�
ｋ） Ｄ�０ｋ（θ

�
ｋ） Ｖｋ（θ

�
ｋ） } ×

{∑
Ｋ

ｋ ＝ １
ＶＴ

ｋ （θ
�
ｋ） Ｖｋ（θ

�
ｋ） }

－１

其中 Ｄ�０ｋ（θ
�
ｋ） 由 Ａｋ（θ

�
ｋ） 的渐近协方差矩阵导出，

定义为

Ｄ�０ｋ（θ
�
ｋ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝ １
（Ｘ
→

ｋ，ｉ［Ｈ｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ ＋

　 　 　 τ － １ ＋ ε� ｋ，ｉＨ′｛Δｋ，ｉ（θ
�
ｋ；ｈ）｝ ／ ｈ］）⊗２ （２６）

其中对于一个向量 ａ，定义ａ⊗２ ＝ ａａＴ ．
下面给出基于上述算法导出的一种通讯有效

算法． 注意到，以上方法需要从第 ｋ 台机器传输

ｐ ＋ １ 维矩阵 Ｖｋ和向量 Ｕｋ到第一台机器，通讯成

本较高． 当不同机器上的数据分布相同，即数据同

质时，可以对以上算法提出改进，使之具有通讯有

效性． 特别地，为了降低通讯成本，可以分别利用

第一台机器的数据和第 ｋ 台机器的估计量 θ� ｋ，通

—０８— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月
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过 Ｖ１（θ
�
ｋ） 对 Ｖｋ （θ

�
ｋ） 进行近似逼近，直接由 Ｖ１

（θ� ｋ） 代替 Ｖｋ（θ
�
ｋ）， 以此节约不同机器向主机器

传输矩阵的通讯成本． 虽然由于使用的信息少了

很多，因此估计效率将会降低，但此种方法可以大

大节约通讯成本． 因此在不太注重估计效率的情

况下，此种方法仍然有较大的价值，特别在协变量

维数较高的同质数据下，是一种非常有效的方法．
类似地，在式（１９） 中，只需要 Ｗｋ（θ

�
ｋ） 正定，

就能保证估计 θ� Ｍ是一致估计（也称为相合估计）．
为了提高通讯效率与计算效率，可以允许损失一些

估计效率，通过简单且易于计算的 Ｗｋ（θ
�
ｋ） 获得一

个快速估计． 特别地， 只要 θ� ｋ 是θ０ 的一致估计

（相合估计），那么总是可以构造估计函数 ξ� ｋ（θ
�
ｋ，

θ） ＝ θ － θ� ｋ，则可得显式表达式

θ� ＭＷ ＝ {∑
Ｋ

ｋ ＝１
Ｗｋ（θ

�
ｋ） }

－１

{∑
Ｋ

ｋ ＝１
Ｗｋ（θ

�
ｋ） θ� ｋ }

（２７）
式中，若选取权重矩阵 Ｗｋ （θ

�
ｋ） 为与参数无关的

ｐ ＋ １ 维单位矩阵 Ｉｐ ＋ １和 ｎｋ的乘积时 （注意到此时

允许每台机器上的样本量是不等的，第 ｋ 台机器

的样本量为 ｎｋ），则

θ� ＡＭ ≈ (∑
Ｋ

ｋ ＝ １
ｎｋ Ｉｐ＋１ )

－１

(∑
Ｋ

ｋ ＝ １
ｎｋ Ｉｐ＋１ θ

�
ｋ )

＝ (∑
Ｋ

ｋ ＝ １
ｎｋ )

－１

(∑
Ｋ

ｋ ＝ １
ｎｋ θ

�
ｋ ) （２８）

如果每台机器上的样本量相等，即 ｎ１ ＝… ＝ ｎＫ，

则 θ� ＡＭ为简单平均估计量． 如果每台机器的权重

矩阵 Ｗｋ（θ
�
ｋ） 满足，存在与 ｋ 无关的常矩阵 Ｗ０使

得 Ｗｋ（θ
�
ｋ）≈ｎｋＷ０，例如当 Ｗｋ （θ

�
ｋ） ／ ｎｋ的收敛值

与 ｋ 无关时，不同的Ｗｋ（θ
�
ｋ） 所得的估计均与以上估

计渐近等价．特别地，若 θ� ｋ的渐近分布相同，则以上

估计就是有效估计．此时，就可以选取Ｗｋ（θ
�
ｋ） ＝ Ｉｐ ＋１

或者 Ｗｋ （θ
�
ｋ ） ＝ ｎｋ Ｅ

�
ｋ （Ｘ

→
Ｘ
→Ｔ） ＝ ∑

ｎｋ

ｉ ＝１
Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉ， 假如

Ｗａｎｇ 等［２１］，在 θ� ｋ 渐近独立同分布时均可得有效

估计．
然而，若 θ� ｋ的渐近分布不同，最优权重矩阵

应选取为 θ� ｋ的协方差矩阵的逆矩阵． 在分位数回

归中，这等价于设定 θ� ｋ有相同的渐近均值和不同

的渐近协方差矩阵，即 ｎｋ （θ
�
ｋ － θ０ ）

ｄ
→Ｎ（０，

Ｑｋ（θ０）） ， 其中渐近协方 差 矩 阵 Ｑｋ （ θ０ ） ＝
Ｄ － １

１ｋ （θ０）Ｄ０ｋ（θ０）Ｄ － １
１ｋ （θ０），而Ｄ０ｋ （θ） ＝ Ｅ［｛τ２ ＋

（１ － ２τ） ＦＹｋ ｜Ｘｋ
（ θＴ Ｘ

→
ｋ ｜ Ｘｋ ）｝ Ｘ

→
ｋ Ｘ
→Ｔ

ｋ ］，Ｄ１ｋ （ θ） ＝

Ｅ｛Ｘ
→

ｋＸ
→Ｔ

ｋ ｆＹｋ ｜Ｘｋ
（θＴＸ

→
ｋ ｜ Ｘｋ）｝ ，并且 ＦＹｋ ｜Ｘｋ

（ｙ ｜ Ｘｋ） 与

ｆＹｋ ｜Ｘｋ
（ｙ ｜Ｘｋ） 分别表示在给定 Ｘｋ的条件下 Ｙｋ的条

件分布函数与条件密度函数． 实际中，这类数据

分块的形式广泛存在． 特别地，在多中心大数据

获取中，由于数据来源不同、数据收集方式不同等

原因，不同机器上数据的协变量 Ｘ 的分布常常具

有不同程度的差异性，就会出现以上所述的 θ� ｋ有

相同的渐近均值和不同的协方差矩阵的情况． 进

一步，若考虑不同机器上的模型也可以不相同，则
Ｙ 的分布也可能存在差异，此时数据的异质性会

更加明显，从而将协方差矩阵的逆矩阵作为权重

矩阵所具有的估计效率优势得以体现．
此时，一个关键的问题是如何得到协方差矩

阵的估计Ｑ� ｋ（θ
�
ｋ） ． 这并非易事，尤其还需考虑分

布式系统下的通讯成本与计算成本． 一种方法是

对 Ｄ０ｋ（ θ０） 和 Ｄ１ｋ（ θ０） 进 行 直 接 估 计． 对 于

Ｄ１ｋ（θ０） 的表达式中所涉及的条件密度函数

ｆＹｋ｜ Ｘｋ
（·｜ Ｘｋ） ，可以采用非参数核平滑方法进行

估计，具体可以参见 Ｈａｌｌ 等［２２］ ． 然而，这种方法需

要的计算量较大． 另一种方法是利用第 ３ 节中提

出的光滑化方法，直接对 θ� ｋ 的渐近协方差矩阵进

行等价表示． 令 θ�ｋ ＝ ａｒｇｍｉｎ
θ∈Θ

ｌｎｋ，ｈｋ（θ） 为第 ｋ 台机

器上的光滑化估计． 则基于第 ３ 节中的光滑逼近

法，在一定条件下，可得 θ� ｋ 与 θ�ｋ 渐近等价． 则 θ� ｋ

满足展开 θ� ｋ － θ０ ≈ Ｖ －１
ｋ （ θ� ｋ） Ａｋ（ θ

�
ｋ） ，其中，

Ｖｋ（θ
�
ｋ） 与Ａｋ（θ

�
ｋ） 分别由式 （２１） 与式 （２５） 定义．

则 θ� ｋ 的渐近协方差矩阵的一个估计可以选取为

Ｑ� ｋ（θ
�
ｋ） ＝ Ｖ －１

ｋ （θ� ｋ） Ｄ�０ｋ（θ
�
ｋ） Ｖ －１

ｋ （θ� ｋ）

其中Ｄ�０ｋ（θ
�
ｋ） 由式 （２６） 定义． 为了减少矩阵求逆

运算的次数，可直接计算最优权重矩阵

Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｑ

� －１
ｋ （θ� ｋ） ＝ ｎｋ Ｖｋ（θ

�
ｋ） Ｄ�－１

０ｋ （θ
�
ｋ） Ｖｋ（θ

�
ｋ）

为了便于比较，记基于此权重矩阵和渐近无偏估

计函数ξ� ｋ（θ
�
ｋ，θ） ＝ θ － θ� ｋ 的估计量为 θ� ＳＰ，相应的

迭代算法 ３ 可以简化为算法 ５．
由于涉及矩阵传输，以上方法的通讯成本较

高． 与算法 ４ 同理，当数据同质时，为了降低通讯
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成本，还可以基于第 ｋ 台机器的估计 θ� ｋ 与第一台

机器上的数据来计算估计， 选取 Ｗｋ（ θ
�
ｋ） ＝

ｎｋ Ｄ
�

１１（θ
�
ｋ） Ｄ�－１

０１ （θ
�
ｋ） Ｄ�１１（θ

�
ｋ） ，其中

Ｄ�０１（θ
�
ｋ） ＝ １

ｎ１
∑
ｎ１

ｉ ＝１
Ｘ
→

１，ｉ Ｈ（
Ｙ１，ｉ － θ� Ｔ

ｋ Ｘ
→

１，ｉ

ｈ ）{[ ＋

　 　 τ － １ ＋
ε� １，ｉ

ｈ Ｈ′（
Ｙ１，ｉ － θ� Ｔ

ｋ Ｘ
→

１，ｉ

ｈ ）} ]
⊗２

　 　 Ｄ�１１（θ
�
ｋ） ＝ １

ｎ１ｈ
∑
ｎ１

ｉ ＝１
Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉＨ′（
ε� １，ｉ

ｈ ）

且ε＾ １，ｉ ＝ Ｙ１，ｉ － θ� Ｔ
ｋ Ｘ
→

１，ｉ ．从而获得一个不需要传输矩

阵的权重矩阵定义

Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｑ

� －１
１ （θ� ｋ） ＝ ｎｋ Ｖ１（θ

�
ｋ） Ｄ

�－１
０１ （θ

�
ｋ） Ｖ１（θ

�
ｋ）．

估计量由式（２７） 给出． 记基于上述方法得到的估

计为 θ� ＳＰ－Ｌｏｃａｌ ．
另外，估计权重矩阵还可以采用重抽样的方

法，使用 Ｚｅｎｇ 和 Ｌｉｎ［２３］ 中的 ＬＳ 方法来估计

Ｄ０ｋ（θ０） 以及 Ｄ１ｋ（ θ０） ，在第 ｋ 台机器上计算

Ｄ� １ｋ（θ
�
ｋ）， Ｄ� ０ｋ（ θ

�
ｋ） 与渐近协方差矩阵的估计

Ｑ� ｋ（θ
�
ｋ） ＝ Ｄ� －１

１ｋ （θ
�
ｋ） Ｄ� ０ｋ（θ

�
ｋ） Ｄ� －１

１ｋ （θ
�
ｋ） ． 然而，这种

方法需要传输 ｐ ＋ １ 维矩阵 Ｑ� ｋ（θ
�
ｋ），包含（ｐ ＋

１）（ｐ ＋ ２） ／ ２ 个参数，如果把所有 ｋ ≥２ 台子机器

上的协方差矩阵都传输到第一台机器将涉及

Ｏ（Ｋ ｐ２） 个参数，当维数 ｐ 较高时，这将大大增加

通讯成本． 因此，当不同机器上的数据分布相同

时，可以利用第一台机器上的数据和第 ｋ 台机器

上的参数估计对协方差矩阵进行近似． 将第 ｋ 台

子机器上的参数估计 θ� ｋ 传输到第一台机器，基于

第一台机器上的数据与 θ� ｋ ，估计 Ｄ� １１（ θ
�
ｋ） 和

Ｄ� ０１（θ
�
ｋ） 分别代替　 Ｄ� １ｋ（θ

�
ｋ） 和 Ｄ� ０ｋ（θ

�
ｋ） ． 具体而

言，令 Ｓ１，ｉ（θ） ＝ ｛ Ｉ（Ｙ１，ｉ ≤ θＴ Ｘ
→

１，ｉ） － τ｝ Ｘ
→

１，ｉ ． 对

ｋ ＝１，…，Ｋ，令Ｄ� ０１（θ
�
ｋ） ＝ ｎ－１

１ ∑
ｎ１

ｉ ＝１
Ｓ１，ｉ（θ

�
ｋ） ＳＴ

１，ｉ（θ
�
ｋ）．

生成 Ｂ 个独立同分布随机向量 ｛Ｚｋ，ｂ｝Ｂ
ｂ ＝１ （这里 Ｂ 的

取值可以根据实际情况来选取，一般在 ２００ 以上效

果就很好），使得 Ｚｋ，ｂ ～ Ｎ（０，Ｄ� －１
０１ （θ

�
ｋ）） ． 基于式

（１６），计算 ｛ｎ１ ／ ２
１ Ｄ ｌｎ１（θ� ｋ＋ｎ －１ ／ ２１ Ｚｋ，ｂ）｝

Ｂ
ｂ ＝ １ 并将其作为响

应变量对 ｛Ｚｋ，ｂ｝ Ｂ
ｂ ＝ １ 做回归，由此得到的回归系数

即为 Ｄ� １１（ θ� ｋ） ． 选 取 Ｗｋ（ θ� ｋ） ＝ ｎｋ Ｄ� １１（ θ� ｋ）

Ｄ� －１
０１ （θ

�
ｋ） Ｄ１１（θ

�
ｋ） ． 需要指出的是，虽然此方法的

计算成本仅是线性的，但是由于需要进行重抽样，
且当维数 ｐ 较大时，涉及多个高维矩阵的逆运算，
仍然具有较大的计算复杂度． 但其可以保证在数据

不同分布时仍能得到有效估计． 因此，这里还是将

此方法列出，作为一种可行的估计方法． 将基于重

抽样方法获得权重矩阵估计并应用算法 ５ 获得的

参数 θ０ 的估计量记为 θ� ＭＢ ，将仅传输参数估计量 θ� ｋ

到第一台主机器，并在主机器上得出近似的

Ｑ� １（θ
�
ｋ） ，而得到的估计量记为 θ� ＭＢ－Ｌｏｃａｌ ．
表 ５　 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

Ｔａｂｌｅ ５ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ
ｏｎ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｍｅｔａ ｍｅｔｈｏｄ

算法 ５ 基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法

１ 输入权重矩阵Ｗｋ（·） ，初始化 θ（０） ＝ θ－ 和迭代循环次数 Ｔ；

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３ 　 　 传输当前迭代循环的 θ（ ｔ） 到 Ｋ 个机器｛Ｍｋ｝ Ｋ
ｋ ＝ １ ；

４ 　 　 ｆｏｒ　ｋ ＝ １，…，Ｋ ｄｏ

５

在机器 Ｍｋ 上计算

Ｖｋ（θ（ ｔ） ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
Ｘ→ｋ，ｉ Ｘ

→Ｔ
ｋ，ｉＨ′｛Δｋ，ｉ（θ（ ｔ） ；ｈ）｝，

Ｄ�０ｋ（θ（ ｔ） ） ＝ １
ｎｋ
∑
ｎｋ

ｉ ＝ １
（Ｘ→１，ｉ［Ｈ｛Δｋ，ｉ（θ（ ｔ） ；ｈ）｝ ＋ τ － １ ＋

ε� １，ｉＨ′｛Δｋ，ｉ（θ（ ｔ） ；ｈ）｝］）⊗２，

Ｗｋ（θ（ ｔ） ） ＝ ｎｋ Ｖｋ（θ（ ｔ） ） Ｄ�－１
０ｋ （θ（ ｔ） ） Ｖｋ（θ（ ｔ） ） ．

６ 将 Ｗｋ（θ（ ｔ） ），Ｕｋ（θ（ ｔ） ），Ｖｋ（θ（ ｔ） ） 传输到主机器 Ｍ１ ；

７ ｅｎｄ ｆｏｒ

８

在主机器 Ｍ１ 上计算

θ（ ｔ＋１） ＝ {∑
Ｋ

ｋ ＝ １
Ｗｋ（θ（ ｔ） ） }

－１

{∑
Ｋ

ｋ ＝ １
Ｗｋ（θ（ ｔ） ） θ（ ｔ） } ；

９ ｅｎｄ ｆｏｒ

１０ 返回最终结果 θ� ＳＰ ＝ θ（Ｔ） ．

　 　 事实上，改进的数萃方法可以统一许多现有

的方法． 例如，在不同机器上的数据独立同分布的

设定 下， Ｃｈｅｎ 等［１０］ 的 光 滑 化 方 法， Ｃｈｅｎ 和

Ｚｈｏｕ［１１］的分块集成法，Ｗａｎｇ 等［２０］的针对线性分位

数回归模型的方法等． 虽然切入点不同，但是最终都

可以化为式（１７） 的形式． 在式（１７） 的框架下，
Ｃｈｅｎ 等［１０］ 对应选取了估计函数 ξ� ｋ（ θ

�
ｋ，θ） ＝

Ｕｋ（θ
�
ｋ） － Ｖｋ（ θ� ｋ）θ 和 权 重 矩 阵 Ｗｋ（ θ� ｋ） ＝

Ｖ －１
ｋ （θ� ｋ）， Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ 与 Ｗａｎｇ 等［２１］ 都可视

为选取了估计函数 ξｋ（θ
�
ｋ，θ） ＝ θ － θ� ｋ ，不同之处
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仅在于两种方法的权重矩阵 Ｗｋ（θ
�
ｋ） 不同． 具体

而言，当Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｄ

�
１ｋ（θ

�
ｋ） 时，则估计 θ� Ｍ 化为

Ｃｈｅｎ 和 Ｚｈｏｕ［１１］的分块集成法估计． 若考虑线性

分位数回归模型，并假定误差与自变量 Ｘ 独立

（特别地，此时没有异方差），可以得到 Ｄ０（θ０） ＝

τ（１ － τ）Ｅ（Ｘ
→
Ｘ
→Ｔ），Ｄ１（θ０） ＝ ｆε（０）Ｅ（Ｘ

→
Ｘ
→Ｔ） ． 因

为未知的密度函数 ｆε（０） 与参数且与 ｋ 无关，此

时若选取权重矩阵 Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｅ

�
ｋ（Ｘ

→
Ｘ
→Ｔ） ＝ ∑

ｎｋ

ｉ ＝ １

Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉ， 并代入式（１７）就得到

θ� ＷＷ ＝ ａｒｇｍｉｎ
θ∈Θ

{ ｎｋ∑
Ｋ

ｋ ＝１
（θ－θ� ｋ）Ｔ Ｅ� ｋ（Ｘ

→
Ｘ
→Ｔ）（θ－θ� ｋ） }

＝{∑
Ｋ

ｋ ＝１
ｎｋＥ

�
ｋ（Ｘ

→
Ｘ
→Ｔ） }

－１

{∑
Ｋ

ｋ ＝１
ｎｋ Ｅ

�
ｋ（Ｘ

→
Ｘ
→Ｔ） θ� ｋ } （２９）

这与 Ｗａｎｇ 等［２１］所提出的估计一致． 以上两种方

法都可认为是本节提出的改进的数萃方法，即算

法 ３ 的特例．
因此，本节提出的改进数萃方法式（１７）是实

际上可视为此类估计的一般框架，该框架包含了

一批现有算法． 有时为了提高计算效率和通讯效

率，可以允许损失一定估计效率，通过选择简单且

易于计算的 Ｗｋ（θ
�
ｋ） 就可得到快捷的方法． 例如，

当 Ｗｋ（θ
�
ｋ） 选取为 ｐ ＋ １ 维单位阵时就是平均估

计． 当选取 Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｅ

�
ｋ（Ｘ

→
Ｘ
→Ｔ） ＝ ∑

ｎｋ

ｉ ＝ １
Ｘ
→

ｋ，ｉ Ｘ
→Ｔ

ｋ，ｉ

时，也可以大大提高运算速度． 因此，在允许估计

效率损失的情况下，上面的方法可以更方便快捷

地计算估计量． 但是在非同分布数据下，估计效

率的损失可能较大．
最后还要指出，经典的数萃方法同样可以看

作改进的数萃方法的特例． 对于分位数回归，在

一般性条件下， 　 ｎｋ （θ
�
ｋ－θ０）

ｄ
→Ｎ（０，Ｑｋ（θ０）） ．

记第 ｋ 台子机器上的估计量 θ� ｋ 的渐近置信密度

函数为 ｈｋ（θ；Ｕｋ） ． 则对 ｋ ＝ １，…，Ｋ，

ｈｋ（θ；Ｕｋ） ∝ １
（２π）ｐ ／ ２ ｜ Ｑ� ｋ（θ

�
ｋ） ｜ １ ／ ２

×

　 　 ｅｘｐ{－ｎｋ

２ （θ－θ� ｋ）Ｔ Ｑ� －１
ｋ （θ� ｋ）（θ－θ

�
ｋ） } （３０）

其中Ｑ� ｋ（θ
�
ｋ） 为Ｑ� ｋ（θ０） 的一致估计 （相合估计）．

Ｓｉｎｇｈ 等［１２］提出了按照乘积的方式来整合置信密

度函数的方法，是一种十分高效的处理手段． 这种

想法与似然函数的构造不谋而合． 此时，可以获得

关于 θ０ 的一个估计量，记为 ＣＤ （置信分布，ｃｏｎｆｉ⁃
ｄｅｎｃｅ ｄｉｓｔｒｉｂｕｔｉｏｎ）估计量，定义为

θ� ＣＤ＝ ａｒｇｍａｘ
θ∈Θ

∏
Ｋ

ｋ ＝１
ｈｋ（θ；Ｕｋ）

＝ ａｒｇｍｉｎ
θ∈Θ

{∑
Ｋ

ｋ ＝１
ｎｋ（θ－θ

�
ｋ）Ｔ Ｑ� －１

ｋ （θ� ｋ）（θ－θ
�
ｋ） } （３１）

这就是经典的数萃方法． 可以看到，经典的数萃方

法等价于在式（１７） 中选取ξｋ（θ
�
ｋ，θ） ＝ θ － θ� ｋ 和

Ｗｋ（θ
�
ｋ） ＝ ｎｋ Ｑ

� －１
ｋ （θ� ｋ） ．

值得注意的是，改进的数萃方法的关键是找

到渐近无偏估计函数 ξｋ（θ
�
ｋ，θ） ，使其满足正则方

程 Ｅ ξｋ（θ
�
ｋ，θ０） ≈ ０ ，以及选取合适的正定的权重

矩阵Ｗｋ（θ
�
ｋ） ，而与 θ� ｋ 的估计方法并非直接相关．

事实上，无论在每台机器上用何种估计方法得到

θ� ｋ，只要θ� ｋ 是θ０ 的渐近无偏估计，即有 Ｅ（θ� ｋ） ≈

θ０，就可以选取估计函数ξｋ（θ
�
ｋ，θ） ＝θ－θ� ｋ ，则对于

任意的权重矩阵 Ｗｋ（θ
�
ｋ），都可以保证θ� Ｍ 是θ０ 的

相合估计，而当Ｗｋ（θ
�
ｋ） 选取为θ� ｋ 的渐近协方差阵

时，θ� Ｍ 是θ０ 的有效估计． 当然，估计函数的取法不

是唯一的，只要满足正则条件 Ｅξｋ（θ
�
ｋ，θ０） ≈ ０ 的

函数 ξｋ（θ
�
ｋ，θ） 都可以作为估计函数． 因此， θ� ｋ 的

具体估计方法并非决定改进的数萃方法是否适用

的关键条件，即不论是分位数回归，还是更一般的

Ｍ 估计，还是其他估计方法，只要存在渐近无偏估

计函数 ξｋ（θ
�
ｋ，θ），就可以利用改进的数萃方法进

行数据融合．
在实际中，如何选取估计方程ξｋ（θ

�
ｋ，θ） 和权

重矩阵Ｗｋ（θ
�
ｋ）， 并选择哪些参数进行传输决定

了算法的计算复杂度与通讯成本． 这里，本节所

给出的算法 ４，算法 ５ 以及重抽样算法，在同分布

数据下的通讯成本均可达到 Ｏ（Ｋｐ） （若考虑迭

代，则为 Ｏ（ＴＫｐ） ），不涉及高维矩阵的传输，因
此均为通讯有效的． 其中，算法 ４ 和算法 ５ 均基

于光滑化估计方程的思想导出，其优势在于其具

有较低的通讯成本与计算复杂度，但是需要进行

窗宽选择． 重抽样方法相比其他两种方案不需要

进行窗宽选择，收敛速度更快，但是由于需要进行
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重抽样，因此计算复杂度较高． 值得注意的是，这
里给出的三种算法在同分布数据下均为通讯有效

的，而不论数据的分布是否相同，算法 ５ 和重抽

样算法总可以得到有效估计． 对于所有算法，若
考虑用第一台机器上的样本对相应矩阵进行局部

近似，还需要第一台机器上具有充足的样本量．
在实际应用中，应当根据不同的数据分布式结构、
通讯成本阈值、计算复杂度阈值，从中选择合适的

方法． 表 ６ 给出了以上三种算法与现有算法的

比较．
表 ６　 改进的数萃方法与几种现有方法的比较

Ｔａｂｌｅ ６ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｍｅｔａ ｍｅｔｈｏｄ ｏｖｅｒ ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｓ

估计方法 ξ� ｋ（θ
�
ｋ，θ） Ｗｋ（θ

�
ｋ，θ） 重抽样 最优通信成本 异质数据 选窗宽

算法 ４ Ｕｋ（θ
�
ｋ） － Ｖｋ（θ

�
ｋ）θ Ｉｐ＋１ 否 Ｏ（ＴＫｐ） 不一定有效 需要

算法 ５ θ － θ� ｋ ｎｋ Ｖｋ（θ
�
ｋ） Ｄ�－１

０１ Ｖｋ（θ
�
ｋ） 否 Ｏ（ＴＫｐ） 有效估计 需要

重抽样方法 θ － θ� ｋ ｎｋ Ｄ
�
１１（θ

�
ｋ） Ｄ� －１

０１ Ｄ� １１（θ
�
ｋ） 是 Ｏ（ＴＫｐ） 有效估计 不需要

经典 Ｍｅｔａ θ － θ� ｋ ｎｋ Ｑ
� －１
ｋ （θ� ｋ） 是 Ｏ（ＴＫｐ２） 有效估计 不需要

Ｃｈｅｎ 等［１０］ Ｕｋ（θ
�
ｋ） － Ｖｋ（θ

�
ｋ）θ Ｖ －１

ｋ （θ� ｋ） 否 Ｏ（ＴＫｐ２） 不一定有效 需要

Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ θ － θ� ｋ ｎｋ Ｄ
�
１１（θ

�
ｋ） 否 Ｏ（Ｋｐ２） 不一定有效 不需要

Ｗａｎｇ 等［２１］ θ － θ� ｋ ｎｋ Ｅ
�
ｋ（Ｘ
→Ｘ→Ｔ） 否 Ｏ（Ｋｐ２） 不一定有效 不需要

　 　 与现有的方法相比，本节所提出的改进的数

萃方法主要具有以下三点优势． １） 从更一般的损

失函数的角度出发，本质上对模型没有假设和要

求，因此适用范围更广． 此时，估计量 θ� ｋ 的渐近协

方差矩阵依赖于条件密度 ＦＹ｜ Ｘ（·｜ Ｘ） ，渐近协方

差矩阵的形式更复杂，且估计难度更大． ２） 从估

计方程的角度出发，提出了一般性框架，可以将经

典数萃方法以及其他很多现有方法涵盖其中． 通
过选择不同的估计方程与权重矩阵，可以将经典

数萃方法、 Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ 分块集成法、 Ｃｈｅｎ

等［１０］的光滑化方法、Ｗａｎｇ 等［２１］ 的对线性分位数

回归模型的方法都视为本节所提出的方法的特

例． 因此，本节的改进的数萃方法更具有一般性．
３） 现有的考虑数萃方法的算法大多要求 Ｋ 固定

或者是针对流数据所设计的，因此未考虑不同机

器间的通讯成本． 然而，在分布式系统下，如何提

高算法的通讯有效性，却正是本文的出发点和侧

重点． 若将现有的针对流数据的方法直接应用于

分布式系统，需要在每台机器上估计 ｐ ＋ １ 维渐近

协方差矩阵，并将其传输到第一台机器，这会带来

不可接受的通讯成本． 而在本节提出的改进的数

萃算法中，整个过程不涉及矩阵的传输，从而通讯

成本得以大大降低．
此外，改进的算法除了不需要子机器上的任

何原始数据外，甚至协方差阵的估计都不需要，因
此可以大大提高通讯效率． 这里也说明，即使在子

机器上 （或数据中心） 仅有以前的研究获得的参

数估计而原始数据缺失的情况下，也可以使用改

进的数萃方法来得到分布式计算结果． 这种情况

在实际中广泛存在，即只要有摘要数据，就可以通

过改进的数萃方法来得到数据融合的估计． 下一

节考虑更为一般的非平衡半监督数据，并基于本

节中给出的改进的数萃方法的思想提出一种新的

通讯有效算法．

５　 非平衡半监督数据的通讯有效算法

前面几节考虑了数据完全观测的情况，即每

台机器上都可以完整地观测到响应变量和所有协

变量． 而在实际应用中，不同机器上的数据，无论

协变量或是响应变量都可能存在不同形式的缺

失，对应着非平衡半监督数据． 这就要求发展新的

大数据分布式计算方法来处理这种复杂的数据类

型． 本节将针对非平衡半监督数据的问题，分别在
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两种情形下提出不同的通讯有效算法．
回忆前面的记号 Ｙ ∈ ＲＲ 表示响应变量， Ｘ ∈

ＲＲ ｐ 表示 ｐ 维协变量． 本节中关于变量的记号将与

前面几节有所不同． 在半监督学习的框架下，数据

由两部分组成： （ ｉ） 有标签数据 Ｕ１ ＝ ｛（ＸＴ
ｉ ，

Ｙｉ） Ｔ：ｉ ＝ １，２，…，ｎ｝ 为来自总体分布ＰＰ 的独立同

分布样本，存放在第一台机器上； （ ｉｉ） 对 ｋ ＝ ２，
３，…，Ｋ ，第 ｋ 台子机器上没有响应变量的数据，
只存放了部分观测的协变量信息． 这里所提到的

部分观测的具体含义如下． 对向量 Ｚ ＝ （ Ｚ１，
Ｚ２，…， Ｚｐ） Ｔ 和指标集 Ａ ⊂ ｛１，２，…，ｐ｝，令ＺＡ ＝
｛Ｚ ｊ：ｊ∈ Ａ｝ 表示指标属于集合 Ａ 的 Ｚ 的分量组成

的向量． 对 ｋ ＝ ２，３，…，Ｋ ，设第 ｋ 台子机器上观

测到的协变量的指标集为 Ａｋ ⊂ ｛１，２，…，ｐ｝ ． 记
ｐｋ ＝ ｜ Ａｋ ｜ ≤ ｐ 表示指标集 Ａｋ 中元素个数． 则第

ｋ 台子 机 器 上 存 放 的 数 据 可 以 表 示 为

Ｕｋ ＝ ｛ＸＡｋ，ｉ：ｉ ＝ １，２，…， ｎｋ｝， 其中 ｛ＸＡｋ，１，…，
ＸＡｋ，ｎｋ｝ 为来自分布 ＰＰ ＸＡｋ

的独立同分布样本． 图 ２

给出了非平衡数据的数据结构示意图． 在实际应

用中，标签的获取往往成本较高，这导致有标签的

样本量 ｎ 相对较小． 此时，在不同机器间传输有标

签数据并不会造成过高的通讯成本． 本节正是在

这种情形下展开讨论的．
表７　 在非平衡半监督数据下， 基于加权损失函数的通讯有效算法

Ｔａｂｌｅ ７ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ ｗｅｉｇｈｔｅｄ ｌｏｓｓ

ｆｕｎｃｔｉｏｎ ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ

算法 ６ 在非平衡半监督数据下，基于加权损失函数的通讯有效算法

１ 初始化 θ（０） ＝ θ
－
和迭代循环次数 Ｔ；

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３ 在主机器Ｍ１ 上计算 α（ｔ）
ｋ 和Ｍ（ｔ）

ｋ ，并将 α（ｔ）
ｋ 传到子机器Ｍｋ；

４ ｆｏｒ　ｋ ＝ ２，…，Ｋ ｄｏ

５
在子机器 Ｍｋ 上计算 ＸＴ

Ａ ｋ，１ α（ ｔ）
ｋ ，…，ＸＴ

Ａ ｋ，ｎ ｋ
α（ ｔ）

ｋ ，并将 ＸＴ
Ａ ｋ，１ α

（ ｔ）
ｋ ，

…，ＸＴ
Ａ ｋ，ｎ ｋ

α（ ｔ）
ｋ 传回主机器 Ｍ１；

６ ｅｎｄ ｆｏｒ

７

在主机器 Ｍ１ 上计算如下目标函数：

φ（ ｔ） （θ） ＝
λ１

ｎ ∑
ｎ

ｉ ＝ １
ρτ（Ｙｉ － θＴ Ｘ→ｉ） ＋∑

Ｋ

ｋ ＝ ２

λｋ

ｎｋ
∑

ｎ ｋ

ｉ ＝ １
ｍ� ｋ（ＸＴ

Ａ ｋ，ｉ α
（ ｔ）
ｋ ，θ）；

８ 更新 θ（ ｔ ＋ １） ＝ ａｒｇ ｍｉｎ
θ∈Θ

φ（ ｔ） （θ） ；

９ ｅｎｄ ｆｏｒ

１０ 返回 θ� ＷＥ ＝ θ（Ｔ） ．

图 ２　 非平衡数据的数据结构示意图 （实心深色方框与虚线

浅色方框分别表示可观测与不可观测分量）

Ｆｉｇ． ２ Ｄｉａｇｒａｍ ｏｆ ｄａｔａ ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｏｖａｒｉａｔｅｓ ｕｎｄｅｒ ｉｍｂａｌａｎｃｅｄ

ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

注意到，对任意 αｋ ∈ ＲＲ ｐｋ，ｋ ＝ ２，…，Ｋ ，

Ｅ｛ρτ（Ｙ － θＴＸ
→
）｝ ＝ Ｅ［Ｅ｛ρτ（Ｙ － θＴＸ

→
） ｜ αＴ

ｋＸＡｋ｝］．

令 ｍｋ（ ｓ，θ） ＝ Ｅ｛ρτ（Ｙ － θＴＸ
→
） ｜ αＴ

ｋＸＡｋ ＝ ｓ｝ ． 当 θ

给定时，可以利用数据 Ｕ１ ＝ ｛（ＸＴ
ｉ ，Ｙｉ） Ｔ：ｉ ＝ １，

２，…，ｎ｝ 来估计 ｍｋ（ ｓ，θ） 和 αｋ，且ｍｋ（ ｓ，θ） 可以

将条件变量的维数由 ｐｋ 降到 １． 为了模型的可识

别性，假设 αｋ ＝ １ ． 为了估计 αｋ 和 ｈ，首先，在
第一台机器上计算

θ� １ ＝ ａｒｇｍｉｎ
θ∈Θ

∑
ｎ

ｉ ＝ １
ρτ（Ｙｉ － θＴ Ｘ

→
ｉ） （３２）

将 θ� １ 作为初始值并记为 θ－ ，利用非线性最小二乘

的方法，可以通过最小化如下残差平方和对 αｋ 和

ｈ 进行估计，

（α� ｋ，ｈｋ） ＝ ａｒｇｍｉｎ
αｋ ＝ １，

ｈｋ ＞ ０

１
ｎ∑

ｎ

ｉ ＝ １
｛ρτ（Ｙｉ －

　 　 θ
－
Ｔ Ｘ

→
ｉ） － ｍ�ｋ，ｈ（αＴ

ｋＸｋ，ｉ，θ
－
，αｋ）｝ ２ （３３）

其中

ｍ�ｋ，ｈ（ｓ，θ，αｋ）＝
∑

ｎ

ｉ ＝１
Ｋｈ（αＴ

ｋＸｋ，ｉ －ｓ） ρτ（Ｙｉ－θＴ Ｘ
→

ｉ）

∑
ｎ

ｉ ＝１
Ｋｈ（αＴ

ｋＸｋ，ｉ －ｓ）
（３４）

为ｍｋ（ ｓ，θ） 的非参数核平滑 （ ｋｅｒｎｅｌ ｓｍｏｏｔｈｉｎｇ）

估计． 令 ｍ� ｋ（ ｓ，θ） ＝ ｍ�ｋ，ｈｋ（ ｓ，θ，αｋ） ． 然后，将α� ｋ 传

到第 ｋ 台子机器上，并在第 ｋ 台子机器上计算　
α� Ｔ

ｋＸＡｋ，１，…，α� Ｔ
ｋＸＡｋ，ｎｋ ．

下面，针对两种不同的情形，分别提出两种方

法来估计 θ０ ． １） 情形一： 相对于协变量的维数

ｐ，每一台机器上的样本量 ｎｋ 都比较小． ２） 情形

二： 相对于协变量的维数 ｐ，存在某一台机器，其
上的样本量 ｎｋ 比较大． 首先来考虑情形一． 将
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α� Ｔ
ｋＸＡｋ，１，…，α� Ｔ

ｋＸＡｋ，ｎｋ 由第 ｋ 台子机器传回到第一

台机器． 然后，在第一台机器上，构造目标函数
表 ８　 在非平衡半监督数据下，基于改进的数萃 （Ｍｅｔａ）

方法的通讯有效算法

Ｔａｂｌｅ ８ Ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ ｉｍｐｒｏｖｅｄ

Ｍｅｔａ ｍｅｔｈｏｄ ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ

算法 ７ 在非平衡半监督数据下，基于改进的数萃 （Ｍｅｔａ） 方法的

通讯有效算法

１ 初始化 θ（０） ＝ θ
－
和迭代循环次数 Ｔ；

２ ｆｏｒ　 ｔ ＝ ０，１，…，Ｔ － １ ｄｏ

３
在主机器 Ｍ１ 上估计算α（ ｔ）

ｋ 和ｈ（ ｔ）
ｋ ，

并将 θ（ｔ），α（ｔ）
ｋ ，ｈ（ｔ）

ｋ 和主机器Ｍ１ 上的数据Ｕ１ 传到子机器Ｍｋ；

４ ｆｏｒ　ｋ ＝ ２，…，Ｋ ｄｏ

５

在子机器 Ｍｋ 上构造目标函数：

φ（ ｔ）
ｋ （θ） ＝ １

ｎｋ
∑
ｎｋ

ｉ ＝ １
ｍ� ｋ（ＸＴ

Ａｋ，ｉ α
（ ｔ）
ｋ ，θ）；

６ 计算 θ（ｔ＋１）
ｋ ＝ ａｒｇ ｍｉｎ

θ∈Θ
φ（ｔ）
ｋ （θ） ，并将 θ（ｔ＋１）

ｋ 传回主机器Ｍ１；

７ ｅｎｄ ｆｏｒ

８

在主机器 Ｍ１ 上计算 Ｑ（ ｔ＋１）
ｋ ，更新：

θ（ ｔ＋１） ＝ (∑
Ｋ

ｋ ＝ １
（Ｑ（ ｔ＋１）

ｋ ） －１ )
－１

(∑
Ｋ

ｋ ＝ １
（Ｑ（ ｔ＋１）

ｋ ） －１ θ（ ｔ＋１）
ｋ ) ；

９ ｅｎｄ ｆｏｒ

１０ 返回 θ� ＣＤ ＝ θ（Ｔ） ．

　 　 φ（θ） ＝
λ１

ｎ∑
ｎ

ｉ ＝１
ρτ（Ｙｉ － θＴ Ｘ

→
ｉ） ＋

∑
Ｋ

ｋ ＝２

λｋ

ｎｋ
∑
ｎｋ

ｉ ＝１
ｍ� ｋ，ｈ（αＴ

ｋＸＡｋ，ｉ，θ） （３５）

其中 λｋ ∈［０，１］，ｋ ＝ １，２，…，Ｋ，满足∑
Ｋ

ｋ ＝１
λｋ ＝ １．进

一步，通过下式估计 θ０ ，

θ� ＷＥ ＝ ａｒｇｍｉｎ
θ∈Θ

φ（θ） （３６）

算法 ６ 给出了基于估计量 θ� ＷＥ 的迭代算法．
再看情形二，当每台机器上的样本量 ｎｋ 比较

大时，上述方法需要在不同机器之间传输的参数

个数为 Ｏ（Ｎ） ，而这显然不是通讯有效的． 为了降

低通讯成本，这里提出了一种基于伪置信分布

（ｐｓｅｕｄｏ ｃｏｎｆｉｄｅｎｃｅ ｄｉｓｔｒｉｂｕｔｉｏｎ，ＰＣＤ） 的方法． 首
先，如式 （３２） 和式 （３３） 所示，得到 θ� １，α

�
ｋ，ｈｋ 并

将其与第一台机器上的数据传到第 ｋ 台子机器．
在第 ｋ 台子机器上，基于下式估计 θ０ ，

θ� ｋ ＝ ａｒｇｍｉｎ
θ∈Θ

１
ｎｋ
∑
ｎｋ

ｉ ＝ １
ｍ� ｋ，ｈ（αＴ

ｋＸＡｋ，ｉ，θ）

并将估计量 θ� ｋ 传回第一台机器． 在一般性条件

下，当 ｍｉｎ（ｎ，ｎｋ） → ∞ 时，θ� ｋ 往往近似服从正态

分布． 记 ｎ（θ� ｋ － θ０） 的渐近方差为 Ｑｋ，Ｑ
�

ｋ 表示

Ｑｋ 的相合估计量． 则可以基于θ� ｋ 和Ｑ�ｋ 构造如下伪

渐近置信密度函数，

ｈｋ（θ；Ｕｋ） ∝ １
（２π） ｐ ／ ２ Ｑ�ｋ

１ ／ ２
×

　 　 ｅｘｐ { － ｎ
２ （θ － θ� ｋ） Ｔ Ｑ�－１

ｋ （θ － θ� ｋ） }
进一步，通过乘积形式构造联合密度函数，并得到

θ０ 的置信分布 （ＣＤ） 估计量，定义为

θ�ＣＤ ＝ (∑
Ｋ

ｋ ＝ １
Ｑ�－１

ｋ )
－１

(∑
Ｋ

ｋ ＝ １
Ｑ�－１

ｋ θ� ｋ )

然而，若在每台机器上都估计 Ｑ�ｋ 并将其传回

第一台机器，就要涉及矩阵的传输． 为了提高通讯

效率，允许对矩阵 Ｑｋ 的估计不那么精确，即用估

计量 Ｑ� ｋ 代替 Ｑ�ｋ ，使得 Ｑ�ｋ 可以基于第一台机器上

的数据和 θ� ｋ 得到． 估计量 Ｑ�ｋ 可通过 Ｚｅｎｇ 和

Ｌｉｎ［２２］中提出的 ＬＳ 算法或 ＳＶ 算法得到． 第 ４ 节

已经给出了 ＬＳ 算法的步骤，此处给出基于 ＳＶ 算

法的高效通讯算法步骤． 具体而言，令 Ｓｉ（θ） ＝

｛ Ｉ（Ｙｉ≤θＴ Ｘ
→

ｉ） －τ｝ Ｘ
→

ｉ ． 对 ｋ ＝ １，…，Ｋ ，计算 Ｖ� ｋ ＝

ｎ －１∑
ｎ

ｉ ＝ １
Ｓｉ（θ

�
ｋ） ＳＴ

ｉ （θ
�
ｋ） ． 生成 Ｂ 个独立同分布随机

向量 ｛Ｚｋ，ｂ｝ Ｂ
ｂ ＝ １，使得Ｚｋ，ｂ ～Ｎ（０，Ｖ� －１

ｋ ） ． 令θ�ｋ，ｂ ＝θ
�
ｋ ＋

ｎ －１ ／ ２Ｚｋ，ｂ 以 及 Ｕｋ，ｂ ＝ ∑
ｎ

ｉ ＝ １
Ｓｉ（ θ�ｋ，ｂ） ． 计 算

｛ｎ －１ ／ ２
１ Ｕｋ，ｂ｝ Ｂ

ｂ ＝ １ 的样本协方差矩阵记为Σ� ｋ，取Ｑｋ

的估计为Ｑ� ｋ ＝ Σ� －１
ｋ ． 相应地 ＣＤ 估计量为

θ� ＣＤ ＝ (∑
Ｋ

ｋ ＝ １
Ｑ� －１

ｋ )
－１

(∑
Ｋ

ｋ ＝ １
Ｑ� －１

ｋ θ� ｋ ) （３７）

这里Ｑ� ｋ 不一定与 Ｑｋ 相合，但并不会影响 θ� ＣＤ 的相

合性，只影响其估计效率． 相应迭代算法呈现为

算法 ７． 图 ３ 给出了算法 ６ 和算法 ７ 的示意图．
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图 ３　 非平衡半监督数据的通讯有效算法示意图

Ｆｉｇ． ３ Ｄｉａｇｒａｍ ｏｆ ｃｏｍｍｕｎｉｃａｔｉｏｎ⁃ｅｆｆｉｃｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｆｏｒ

ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ

６　 数值模拟分析

本节将通过大量数值模拟对第 ２ 节至第 ５ 节

中提出的算法验证其在有限样本下的表现． 模拟

将分为两个部分呈现，第一部分包括本文所有可

用于完全观测数据的分布式算法，以及其它相关

研究工作中提出的算法． 这里将展示所有这些方

法的估计效果并做出对照分析． 第二部分包括本

文可应用于非平衡半监督数据的高效通讯算法相

关结果．
第一部分考虑有完全观测数据的分布式算

法． 不失一般性地，可以选择不同机器数据等分的

简洁设定，同时选用充分大的样本量以较好地贴

合大数据算法的现实背景． 模拟采用十万级别的

数据规模，在计算中采用十二核的 ＣＰＵ 进行并行

计算，以模仿类似多台计算机的实现效果． 实际

计算过程中占用计算空间约 １６ ＧｉＢ．
具体而言，总机器的个数设为 Ｋ ＝ ５０，每台

机器上的样本量 ｎ１ ＝ … ＝ ｎＫ ＝ ２ ０００，则总样本

量 Ｎ ＝ １００ ０００． 模拟的重复次数为 ２００ 次． 作为

对比，也在附录中给出了总机器数Ｋ ＝ １０，每台机

器上的样本量ｎ１ ＝ … ＝ ｎＫ ＝ １ ０００，总样本量

Ｎ ＝ １０ ０００的模拟结果． 对于需要迭代的算法，固
定迭代步数为 Ｔ ＝ ５ 步． 对于光滑化算法 （ＳＪ 算

法，对应于改进的数萃方法中的算法 ４ 与算法

５），选择 Ｈ（ｘ） 为式 （１２） 中的形式，同时设定不

同机器上的窗宽相等，等于 ｈｋ ＝ （ｐ ／ ｎｋ） １ ／ ４ ． 对于

需要进行重抽样的方法，选取重抽样样本的样本

量为 Ｂ ＝ ２００ ． 模拟时，结果主要关注两组分位数

水平 τ ＝ ０． ５ 和 τ ＝ ０． ２５ ，其它分位数下的结果

类似，为节省篇幅在此不再列出． 每一种算法都将

呈现以下结果指标： 基于 ２００ 次模拟得到的估计

量相对于参数真值的平均偏差 （Ｂｉａｓ） 和标准误

差 （ｓｔａｎｄａｒｄ ｅｒｒｏｒ，ＳＥ）． 同时，将集中所有数据在

一台假设有无限算力的超级计算机上，通过传统

分位数回归的线性优化方法得到的估计量 θ� Ｎ ＝

ａｒｇｍｉｎ
θ∈Θ

１
Ｎ∑

Ｎ

ｉ ＝ １
ρτ（Ｙｉ － θＴ Ｘ

→
ｉ） 作为基准估计，称为

Ｏｒａｃｌｅ 估计． 通过计算各方法得到的估计量的平

均平方误差 （ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒ，ＭＳＥ） 与 Ｏｒａｃｌｅ
估计的 ＭＳＥ 的比值，得出各种算法所得估计相对

基准估计的估计效率． 估计效率越大表明估计越

有效，特别地，若估计效率接近 １ （当不同机器数

据分布不同时，可以大于 １），表明估计是渐近有

效估计． 此外，计算中也会测量计算时长对标算法

的计算复杂程度，这里定义为在分布式计算中，每
台机器运算 ２００ 次模拟中，单次运算花费的平均

时长，并定义通讯成本为在核心计算步骤中，机器

之间的数据传输量，由传输量的主阶数表示．
考虑线性模型与平方模型的两种设定，并在

线性模型下，进一步考虑异方差结构，且允许不同

机器上的数据分布相同或不同． 首先，考虑如下线
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性数据生成模型

Ｙｋ，ｉ ＝ θ�Ｔ
０ Ｘ

→
ｋ，ｉ ＋ αＴ

０ Ｘ
→

ｋ，ｉ εｋ，ｉ

εｋ，ｉ ～ＩＩＤＮ （０，１），εｋ，ｉ ⊥ Ｘｋ，ｉ

（３８）

其中 Ａ ⊥ Ｂ 表示随机向量 Ａ 和 Ｂ 独立， Ｘ
→

＝

（１，ＸＴ） Ｔ ＝ （１，Ｘ１，…，Ｘｐ） Ｔ 包含截距项， θ�０ ＝

｛（ － １） ｌ，ｌ ＝ ０，…，ｐ｝ 为 ｐ ＋ １ 维线性系数， αＴ
０Ｘ
→

决定了模型的异方差结构，可以通过设定系数 α０

来对是否存在条件异方差与条件异方差的形式进

行控制． 特别地，当 αＴ
０ Ｘ

→
ｋ，ｉ 恒取正值时，待估参数

的真值 θ０ ＝ θ�０ ＋ ｃτ α０ ，其中 ｃτ 为标准正态分布的

τ 分位数． 设定协变量维数 ｐ ＝ ２ ． 在线性模型

（３８） 下，将分别考虑不存在条件异方差与条件异

方差具有线性结构两种情形，并在线性条件异方

差下，考虑不同机器上的数据分布不相同的情况．
为此，考虑如下四种设定．

（ａ） 同 方 差 模 型， 每 台 机 器 上 的 变 量

（ＸＴ
ｋ，ｉ，Ｙｋ，ｉ） Ｔ 分布相同． 设协变量 Ｘｋ，ｉ 的各个分量

相互独立，服从（０，１） 上的均匀分布 Ｕ（０，１） ． 设
α０ ＝ （１，０，…，０） Ｔ，即除截距项以外，其它维度系

数为零，则此时总体噪声ε� ＝ αＴ
０Ｘ
→
ε，ε 与 Ｘ 独立，

即不存在条件异方差． 待估的参数真值为 θ０ ＝

θ�０ ＋ ｃτｅ１，其中ｅｋ表示第 ｋ 个分量为 １，其他分量均

为 ０ 的单位向量．
（ｂ） 异 方 差 模 型， 每 台 机 器 上 的 变 量

（ＸＴ
ｋ，ｉ，Ｙｋ，ｉ） Ｔ分布相同． 协变量 Ｘｋ，ｉ与 （ａ） 的设定

相同． 设 α０ ＝ （１，０． ５，０，…，０） Ｔ，则总体噪声 ε�在

给定 Ｘ 的条件下的条件分布为 ε� ｜ Ｘ ～ Ｎ （０，

（１ ＋ ０． ５Ｘ１） ２） ． 待估参数的真值为 θ０ ＝ θ�０ ＋ ｃτ
（ｅ１ ＋ ０． ５ ｅ２） ．

（ｃ）异方差模型，每台机器上的协变量 Ｘｋ，ｉ 分

布不同． 令 Ｘｋ，ｉ ＝ （Ｘｋ，ｉ，１，…，Ｘｋ，ｉ，ｐ） Ｔ ． 在第 ｋ 台

机器上，设 Ｘｋ，ｉ，ｐ ～ＩＩＤＵ（ｋ ／ １０，ｋ ／ ５） ，即不同机器上

协变 量 的 第 一 个 分 量 Ｘ１ 的 分 布 不 同， 而

Ｘ －１ ＝ （Ｘ２，…，Ｘｐ） Ｔ 在不同机器上的分布相同，

各个分量相互独立且服从 Ｕ（０，１） 分布． 设 α０ ＝

（０，０． ５，０，…，０） Ｔ ，则异方差项由 Ｘ１ 决定，总体

噪声 ε�在给定 Ｘ 的条件下的条件分布为ε� ｜ Ｘ ～

Ｎ（０，（０． ５Ｘ１） ２） ． 待估参数的真值为 θ０ ＝ θ�０ ＋
０. ５ ｃτ ｅ２ ．

（ ｄ ） 平 方 模 型， 每 台 机 器 上 的 变 量

（ＸＴ
ｋ，ｉ，Ｙｋ，ｉ） Ｔ 分布相同． 考虑如下数据生成模型

Ｙｋ，ｉ ＝ （θ�Ｔ
０ Ｘ

→
ｋ，ｉ） ２ ＋ εｋ，ｉ

Ｘｋ，ｉ ～
ＩＩＤ
Ｎ（０，Σ）

εｋ，ｉ ～
ＩＩＤ
Ｎ（０，１），εｋ，ｉ ⊥ Ｘｋ，ｉ

（３９）

其中，协方差矩阵 Σ ＝ （σｉｊ） ｐ×ｐ 满足当 ｉ ＝ ｊ 时
σｉｉ ＝ １，当 ｉ ≠ ｊ 时σｉｊ ＝ ０． ５ ． 此时，Ｙ 在给定 Ｘ 的

条件下的 τ 条件分位数为 Ｑτ（Ｙ ｜ Ｘ） ＝ （θ�Ｔ
０Ｘ
→
） ２ ＋

ｃτ ． 选取 θ�０ ＝ １ｐ，并考虑维数 ｐ ＝ ２ 的情况． 通过

蒙特卡洛模拟得到待估参数的真值如下

θ０ ＝
（２． ６４３，１． ９９９，２． ００１） Ｔ， τ ＝ ０． ５

（１． ３５９，１． ９９９，２． ００１） Ｔ， τ ＝ ０. ２５
{

注意到，在此情况下线性分位数回归模型不成立．
表 ９ 至表 １２ 给出了不同模型下算法的估计

效率，计算复杂度和通讯成本． 其中，ＥＣ 表示基于

等度连续的通讯有效算法； ＳＪ 表示基于光滑逼近

的通讯有效算法，ＳＪ１ 和 ＳＪ２ 分别表示结合替代似

然和牛顿算法的两种优化方法； 在改进的数萃方

法中，ＭＶ 和 ＳＰ 分别对应算法 ４ 和算法 ５，ＭＢ 表

示基于重抽样方法估计权重矩阵的算法． 特别地，
在 ＭＶ 算法中，可选取权重矩阵为单位阵，得到一

个可以进行快速计算的算法． 当不同机器上的数

据同分布时，ＳＰ 和 ＭＢ 可以通过第一台机器的数

据进行相应的矩阵近似，得到对应的高效通讯算

法，分别记为 ＳＰ⁃Ｌｏｃａｌ 和 ＭＢ⁃Ｌｏｃａｌ． 作为对照，记
基于式（２８） 的朴素平均算法为 ＡＭ，以及 Ｃｈｅｎ
等［１０］，Ｃｈｅｎ 和 Ｚｈｏｕ［１１］，Ｗａｎｇ 等［２０］的方法分别为

ＭＬ，ＤＣ，ＷＷ． 为了简洁，在不致产生混淆的前提

下，下文中均用以上简写表示相应算法所得估

计量．
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表 ９ 与表 １０ 展示了在线性模型下，不同机器

数据同分布时的模拟结果． 首先，从标准误差

（ＳＥ） 的量级上看，本文所给出的方法均可以得

到真值的一致估计，只是在不同的场景下，各种估

计的效率有一定的差别． 大部分算法所得估计量

的估计效率都接近为 １，除了 ＭＶ 算法和基于等

度连续的 ＥＣ 算法所得估计量的估计效率略低于

其他几种方法． 其中，若将 ＭＬ 算法在 ＧＭＭ 估计

的框架下看作两步估计，则 ＭＶ 算法可以看作其

第一步估计后得到的结果，是在对估计效率要求

不高时的一种加速算法，在此给出仅作为比较．
ＥＣ 算法因为进行了大量高阶梯度近似，用估计效

率的降低换取了通讯效率的提升，因此在给定的

迭代步数下估计效率略低于其他算法． 事实上，
通过增加迭代步数，其所得估计量的估计效率可

以进一步提升．
表 ９　 同质性分布式系统下线性同方差模型（ａ）的模拟结果

Ｔａｂｌｅ ９ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｏｍｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ａ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数

水平
算法

Ｂｉａｓ０

（１０ － ３）

Ｂｉａｓ１

（１０ － ３）

Ｂｉａｓ２

（１０ － ３）

ＳＥ０

（１０ － ２）

ＳＥ１

（１０ － ２）

ＳＥ２

（１０ － ２）
估计效率

计算时长

（秒）
通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ １． ０８ － １． ４２ － １． １３ １． ０２ １． ３５ １． ３７ １． ００ ３． ５５ －

ＥＣ ０． ６０ － ２． ０３ ０． ５８ １． ５５ ２． ２６ ２． ２０ ０． ６２ ８． ７６ Ｏ（ＴＫｐ）

ＳＪ１ １． ０１ － １． ３４ － １． ００ １． ０３ １． ３５ １． ３８ １． ００ １． １５ Ｏ（ＴＫｐ）

ＳＪ２ １． ００ － １． ３４ － １． ００ １． ０３ １． ３５ １． ３８ １． ００ ０． ４８ Ｏ（ＴＫｐ）

ＭＶ － ０． ０３ － ０． ５８ ０． ２５ １． ６８ １． ９８ ２． １２ ０． ６５ ０． ４２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ １． １１ － １． ５６ － １． ０８ １． ０５ １． ３７ １． ３７ ０． ９９ ０． ４３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ １． １８ － １． ６９ － １． １１ １． ０５ １． ３９ １． ３９ ０． ９７ １． ３３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ １． ３７ － ２． １１ － １． ０１ １． １３ １． ４６ １． ４４ ０． ９３ ０． ４６ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ １． ３０ － １． ９３ － １． ０４ １． ２４ １． ５９ １． ５７ ０． ８５ １． ４８ Ｏ（Ｋｐ）

ＡＭ １． １０ － １． ５４ － １． ０３ １． ０５ １． ３７ １． ３４ １． ００ ０． ２５ Ｏ（Ｋｐ）

ＭＬ ０． ９９ － １． ３３ － ０． ９９ １． ０３ １． ３５ １． ３７ １． ００ ０． ６５ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ １． １０ － １． ５９ － １． ０４ １． ０５ １． ３６ １． ３６ ０． ９９ １． ５３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ １． ０９ － １． ５７ － １． ００ １． ０５ １． ３６ １． ３３ １． ００ ０． ２７ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ － ０． ４４ ０． ７７ ０． ８６ １． ０９ １． ５０ １． ４５ １． ００ １． ９２ －

ＥＣ － ２． ０９ ３． ６４ １． １７ ２． ００ ２． ９１ ２． ７５ ０． ５２ ９． １６ Ｏ（ＴＫｐ）

ＳＪ１ ５． １８ １． ６０ ０． ５８ １． １２ １． ５６ １． ４９ ０． ９４ １． ３１ Ｏ（ＴＫｐ）

ＳＪ２ ５． ２９ １． ３９ ０． ５９ １． １１ １． ５４ １． ４９ ０． ９５ ０． ５３ Ｏ（ＴＫｐ）

ＭＶ ５． ５４ １． １７ ２． ８５ １． ９６ ２． ４４ ２． ２９ ０． ６０ ０． ３９ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ １． ２６ ０． ９５ ０． ８５ １． １３ １． ５２ １． ５１ ０． ９７ ０． ４１ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ １． ２２ ０． ９２ ０． ９３ １． １５ １． ５４ １． ５２ ０． ９６ １． ４６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ １． ３２ ０． ３０ １． １０ １． ２３ １． ６３ １． ７１ ０． ８８ ０． ４６ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ １． ３１ ０． ７０ １． ００ １． ３１ １． ７１ １． ８２ ０． ８３ １． ６７ Ｏ（Ｋｐ）

ＡＭ － ０． １８ ０． ７５ ０． ８６ １． ０８ １． ４８ １． ４９ １． ００ ０． ２２ Ｏ（Ｋｐ）

ＭＬ ５． ４４ １． ０２ ０． ６５ １． １１ １． ５１ １． ４８ ０． ９６ ０． ６４ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ０． ５５ ０． ８２ ０． ８５ １． １０ １． ５０ １． ５０ ０． ９８ １． ６９ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －０． １４ ０． ７１ ０． ８４ １． ０８ １． ４８ １． ４９ １． ００ ０． ２３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

—９８—第 ５ 期 周　 勇等： 大数据下分位数回归通讯有效算法及其应用



表 １０　 同质性分布式系统下线性异方差模型 （ｂ） 的模拟结果

Ｔａｂｌｅ １０ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｅｔｅｒｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ｂ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数

水平
算法

Ｂｉａｓ０

（１０ － ３）

Ｂｉａｓ１

（１０ － ３）

Ｂｉａｓ２

（１０ － ３）

ＳＥ０

（１０ － ２）

ＳＥ１

（１０ － ２）

ＳＥ２

（１０ － ２）
估计效率

计算时长

（秒）
通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ － ０． ３３ － １． ９２ １． ５９ １． ３２ １． ８４ １． ５９ １． ００ ３． ０７ －

ＥＣ － １． ４３ － ２． ２３ ４． ８３ ２． １５ ２． ７４ ２． ８１ ０． ６２ ８． ８７ Ｏ（ＴＫｐ）

ＳＪ１ － ０． ３５ － １． ９８ ２． ０４ １． ３４ １． ９８ １． ６９ ０． ９４ １． １９ Ｏ（ＴＫｐ）

ＳＪ２ － ０． ０５ － ２． ４３ １． ５５ １． ２９ １． ８８ １． ６１ ０． ９９ ０． ５０ Ｏ（ＴＫｐ）

ＭＶ － １． ６４ － ０． ９４ ３． ４２ ２． ２１ ２． ７８ ２． ７０ ０． ６２ ０． ４２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ０． ０９ － ２． ０９ １． １０ １． ２８ １． ８２ １． ５８ １． ０１ ０． ４２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ０． ０５ － ２． ０８ １． １１ １． ３２ １． ８６ １． ５９ １． ００ １． ３６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ０． ３６ － １． ８９ ０． ３２ １． ３８ ２． ０６ １． ７７ ０． ９１ ０． ４４ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ０． ６１ － １． ６７ － ０． ０６ １． ６１ ２． ３１ ２． １５ ０． ７８ １． ５１ Ｏ（Ｋｐ）

ＡＭ ０． ０６ － １． ９４ ０． ９１ １． ２７ １． ８４ １． ５８ １． ０１ ０． ２５ Ｏ（Ｋｐ）

ＭＬ － ０． １７ － １． ９９ １． ５０ １． ２９ １． ８３ １． ５９ １． ０１ ０． ６７ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ０． ０１ － １． ９５ １． ００ １． ２９ １． ８４ １． ５８ １． ０１ １． ５３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ ０． ０４ － １． ８５ ０． ８５ １． ２６ １． ８４ １． ５７ １． ０２ ０． ２６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ １． ７０ ０． ０８ － ２． ０７ １． ３５ ２． ００ １． ８１ １． ００ １． ４３ －

ＥＣ ３． ２２ － １． ６７ － ３． ７７ ２． １６ ３． ２６ ２． ９７ ０． ６１ ９． ２７ Ｏ（ＴＫｐ）

ＳＪ１ ７． ０４ － ０． ８９ － ２． １９ １． ４０ ２． ０６ １． ８５ ０． ９５ １． ３７ Ｏ（ＴＫｐ）

ＳＪ２ ７． １２ － １． ０１ － ２． ２３ １． ３９ ２． ０５ １． ８４ ０． ９６ ０． ５２ Ｏ（ＴＫｐ）

ＭＶ ５． ４４ ２． １４ ０． ８７ ２． ２３ ３． ０７ ２． ８９ ０． ６３ ０． ４０ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ３． ９０ ０． ８６ － ２． ８６ １． ３９ ２． ０５ １． ８４ ０． ９７ ０． ４２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ３． ９８ ０． ４４ － ２． ８０ １． ３９ ２． ０７ １． ８６ ０． ９６ １． ４２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ２． ３２ １． ７６ － １． ４３ １． ６２ ２． ４５ ２． ２３ ０． ８２ ０． ４５ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ２． ４１ １． １８ － ０． ９２ １． ７６ ２． ７１ ２． ４５ ０． ７５ １． ６３ Ｏ（Ｋｐ）

ＡＭ １． ６７ １． ０４ － ２． ７４ １． ４２ ２． ０３ １． ８７ ０． ９７ ０． ２２ Ｏ（Ｋｐ）

ＭＬ ７． ２４ － １． ２７ － ２． ２４ １． ３８ ２． ０３ １． ８４ ０． ９６ ０． ６９ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ３． ０４ ０． ３４ － ２． ７６ １． ３９ ２． ０４ １． ８５ ０． ９８ １． ７１ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ １． ６６ １． ０６ － ２． ７６ １． ４１ ２． ０２ １． ８７ ０． ９８ ０． ２４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

表 １１　 异质性分布式系统下线性异方差模型 （ｃ） 的模拟结果

Ｔａｂｌｅ １１ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｅｔｅｒｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ｃ） ｕｎｄｅｒ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数

水平
算法

Ｂｉａｓ０

（１０ － ３）

Ｂｉａｓ１

（１０ － ３）

Ｂｉａｓ２

（１０ － ３）

ＳＥ０

（１０ － ２）

ＳＥ１

（１０ － ２）

ＳＥ２

（１０ － ２）
估计效率

计算时长

（秒）
通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ － ０． ２０ ０． ０４ － ０． ２７ ０． ３１ ０． ２６ ０． ３５ １． ００ ４． ７２ －

ＭＶ － ０． ０８ ０． ０４ － ０． ３８ ０． ５４ ０． ３４ ０． ２７ ０． ７６ ０． ４２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ － ０． ０３ － ０． ０４ － ０． ２２ ０． １６ ０． ２２ ０． １９ １． ５９ ０． ４３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ － ０． ０１ － ０． ０３ － ０． ２３ ０． １７ ０． ２３ ０． １９ １． ５６ １． ４８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＡＭ － ６． ４１ ０． ８１ － ０． ２４ ４． ５４ １． ０４ ０． ９０ ０． １１ ０． ３３ Ｏ（Ｋｐ）

ＭＬ － ０． ２３ ０． ０６ － ０． ２７ ０． ３３ ０． ２７ ０． ３５ ０． ９７ ０． ６０ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ０． ２６ ０． ０８ － ０． ２３ ０． ３６ ０． ２８ ０． ４１ ０． ８７ １． ５０ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －１． ２０ ０． ３１ － ０． ２３ １． ３０ ０． ４７ ０． ９０ ０． ３２ ０． ２８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

—０９— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月



续表 １１

Ｔａｂｌｅ １１ Ｃｏｎｔｉｎｕｅｓ

分位数

水平
算法

Ｂｉａｓ０

（１０ － ３）

Ｂｉａｓ１

（１０ － ３）

Ｂｉａｓ２

（１０ － ３）

ＳＥ０

（１０ － ２）

ＳＥ１

（１０ － ２）

ＳＥ２

（１０ － ２）
估计效率

计算时长

（秒）
通讯成本

τ ＝ ０． ２５

Ｏｒａｃｌｅ ０． １０ － ０． ２２ ０． ３９ ０． ３６ ０． ３３ ０． ３５ １． ００ ４． ６２ －

ＭＶ ４． ４３ ０． ０９ ０． １９ ０． ５５ ０． ４２ ０． ２４ ０． ７１ ０． ４３ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ － ０． ０１ ０． ７０ ０． ００ ０． ２０ ０． ２５ ０． １８ １． ６２ ０． ４５ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ０． ０８ ０． ６６ ０． ０４ ０． ２１ ０． ２６ ０． １９ １． ５５ １． ６８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＡＭ － ５． ８１ １． ５２ １． ２９ ４． ４１ １． ０５ ０． ８８ ０． １３ ０． ３１ Ｏ（Ｋｐ）

ＭＬ ５． １１ － ０． ３４ ０． ３７ ０． ３６ ０． ３４ ０． ３３ ０． ７７ ０． ５７ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ０． ４０ ０． １３ ０． ５６ ０． ４２ ０． ３５ ０． ３７ ０． ９０ １． ６２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －０． ０３ － ０． ０６ １． ２９ １． ４０ ０． ５５ ０． ８８ ０． ３５ ０． ２８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

表 １２　 同质性分布式系统下平方模型 （ｄ） 的模拟结果

Ｔａｂｌｅ １２ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｑｕａｄｒａｔｉｃ ｍｏｄｅｌ （ｄ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数

水平
算法

Ｂｉａｓ０

（１０ － ３）

Ｂｉａｓ１

（１０ － ３）

Ｂｉａｓ２

（１０ － ３）

ＳＥ０

（１０ － ２）

ＳＥ１

（１０ － ２）

ＳＥ２

（１０ － ２）
估计效率

计算时长

（秒）
通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ ０． ５０ － ０． ８４ ０． ０２ ０． ４９ ０． ９８ １． ０２ １． ００ ５． ４８ －

ＥＣ － ０． ０６ － ０． ７８ － ０． ２１ ０． ８０ １． ４９ １． ４０ ０． ６８ ８． ８９ Ｏ（ＴＫｐ）

ＳＪ１ － １． １８ － ０． ７６ － ０． ２４ ０． ５２ １． ０８ １． １５ ０． ９０ １． １０ Ｏ（ＴＫｐ）

ＳＪ２ － １． １７ － ０． ７２ － ０． ０３ ０． ５１ １． ０１ １． ０５ ０． ９７ ０． ４６ Ｏ（ＴＫｐ）

ＭＶ － １． ３１ － ０． ７４ ０． ０３ ０． ５１ １． ０３ １． ０５ ０． ９６ ０． ４４ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ０． ２３ － ０． ６７ ０． ０７ ０． ５１ １． ０３ １． ０６ ０． ９６ ０． ４６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ０． ２１ － ０． ６６ ０． ０６ ０． ５２ １． ０４ １． ０６ ０． ９５ １． ３４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ０． ４６ － １． ６９ １． ２９ ０． ５９ １． ２４ １． ２６ ０． ８０ ０． ４９ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ０． ３２ － １． ７８ １． ３８ ０． ７６ １． ６２ １． ５８ ０． ６３ １． ４８ Ｏ（Ｋｐ）

ＡＭ ０． １３ － ０． ６４ ０． １５ ０． ４９ ０． ９９ １． ０３ ０． ９９ ０． ２９ Ｏ（Ｋｐ）

ＭＬ － １． ２１ － ０． ７４ ０． ０６ ０． ４９ ０． ９８ １． ０２ ０． ９９ ０． ５５ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ０． ６８ － ０． ６８ ０． １６ ０． ５０ １． ００ １． ０４ ０． ９８ １． ４７ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ １． １２ － ０． ６３ ０． １７ ０． ４９ ０． ９８ １． ０３ １． ００ ０． ３０ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ － ０． ０３ － １． １０ ０． ９９ ０． ４６ １． １６ １． ２１ １． ００ ３． １６ －

ＥＣ － ０． ６９ － １． ５３ １． １２ ０． ７４ １． ６６ ２． １０ ０． ６３ ８． ９７ Ｏ（ＴＫｐ）

ＳＪ１ ３． ９８ － １． １０ ０． ５０ ０． ５０ １． ３２ １． ３３ ０． ８８ １． ２４ Ｏ（ＴＫｐ）

ＳＪ２ ３． ９４ － ０． ８２ ０． ８１ ０． ４８ １． １９ １． ２２ ０． ９６ ０． ５０ Ｏ（ＴＫｐ）

ＭＶ ６． ２９ － １． ００ ０． ７７ ０． ４９ １． ３０ １． ３７ ０． ８５ ０． ４１ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ２． ２７ － １． １６ ０． ９１ ０． ４７ １． １９ １． ２５ ０． ９７ ０． ４３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ２． ２５ － １． ０１ ０． ７１ ０． ４８ １． １９ １． ２５ ０． ９６ １． ３９ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ２． ５８ － １． ４８ １． ３８ ０． ５５ １． ４５ １． ４６ ０． ８１ ０． ４６ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ２． ５７ － １． ５２ １． ３５ ０． ６４ １． ６３ １． ６２ ０． ７２ １． ５１ Ｏ（Ｋｐ）

ＡＭ － ０． １９ － １． ２７ １． ３１ ０． ４７ １． １６ １． ２０ １． ００ ０． ２５ Ｏ（Ｋｐ）

ＭＬ ３． ９８ － １． １３ ０． ９９ ０． ４７ １． １６ １． ２２ ０． ９７ ０． ５７ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ １． ６２ － １． １９ １． ０５ ０． ４７ １． １７ １． ２２ ０． ９９ １． ５３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ ０． ８１ － １． ３１ １． ２９ ０． ４７ １． １６ １． ２０ １． ００ ０． ２６ Ｏ（Ｋ（ｐ２ ＋ ｐ））
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　 　 关于 ＥＣ 算法的计算复杂度在此有一点补

充： 从结果上看，ＥＣ 算法的运算时间略高于其它

算法，这并非是 ＥＣ 算法本身的缺陷，而是由其所

采用的优化算法导致． 在本文处理关键的迭代步

骤时，针对于这个新提出的问题，求解线性优化时

采用了运算稳定且可解性更为清晰的单纯形

（ｓｉｍｐｌｅｘ） 法． 如果在此换成经典的内点 （ ｉｎｔｅｒｉｏｒ
ｐｏｉｎｔ） 法求解线性优化问题，也可以达到毫不逊

色于表中其它迭代方法的计算效率，但是解的稳

定性不如本文所采用的方法．
正如本文第 ４ 节中所讨论的一样，当已知数

据独立同分布时，改进的数萃方法所得 ＳＰ 与 ＭＢ
估计，Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ 所得 ＤＣ 估计，Ｗａｎｇ 等［２０］

所得 ＷＷ 估计，本质上都与 ＡＭ 估计渐近等价．
事实上，此时采用以上任意一种估计量都是渐近

有效的，而直接采用朴素平均就可以得到有效估

计，且计算难度也是最低的，运算时间也最短． 由

表中结果可知，以上不同方法的效率几乎都近似

为 １，都可以认为与 Ｏｒａｃｌｅ 估计之间没有本质区

别． 这也说明，如果预先已经有额外的信息，可以

确定样本不存在非同分布的情况，那么以上所有

算法均可以实现有效估计并都具有较小的计算

成本．
下面给出所提出的几种算法之间的比较． 仅

采用中心机器的本地信息进行运算的 Ｌｏｃａｌ 方

法，由于机器与机器间传输的信息量大大减少，多
少会伴随一定的估计效率损失，一般在 １０％ 左

右，但其优点是通讯成本的大大降低． 另一方面，
光滑化处理之后的方法，估计效率往往优于不做

光滑直接针对非光滑函数做优化的方法，即 ＳＰ 估

计将在估计效率上优于 ＭＢ 估计． 同理，ＳＪ 算法也

比直接对核验函数做线性优化的 ＥＣ 算法更优．
采用重抽样方法对协方差矩阵进行估计的方案，
则会因为重抽样而相对花费更多的计算时间． 由

此可见，直接代入数值的 ＳＰ 算法总体上最有优

势． 从组间对照的角度，仅看两种重抽样方法，ＭＢ
估计由于包含对方差阵的完整估计，也会在估计

效率上略优于 Ｃｈｅｎ 和 Ｚｈｏｕ［１１］ 的 ＤＣ 估计． 仅看

高效通讯算法，本地化的 ＳＰ⁃Ｌｏｃａｌ 和 ＭＢ⁃Ｌｏｃａｌ 估
计在不做迭代的情况下，估计效率表现不如做迭

代的 ＳＪ 估计． 而且 ＳＪ 算法在使用迭代的同时计

算效率也很高． 特别是直接代入光滑近似黑塞矩

阵 （Ｈｅｓｓｉａｎ ｍａｔｒｉｘ） 的 ＳＪ２ 方法运算速度很快，在
同类算法中表现得较有优势． 尽管如此，ＳＰ⁃Ｌｏｃａｌ
和 ＭＢ⁃Ｌｏｃａｌ 算法在仅从本地传输一次向量的较

低通讯成本下，能达到 ８０％ 甚至 ９０％ 的估计效

率，也较好地平衡了通讯成本与计算效率．
表 １１ 给出了异方差模型下，不同机器上的

数据分布不同时的模拟结果． 当不同机器上的数

据分布不同时，由于 ＥＣ 算法与 ＳＪ 算法都在本地

通过第一台机器上的数据进行高阶梯度近似，需
要数据同分布假设，因此在理论上并不适用，使得

在计算过程中往往出现优化问题无解的情况． 为
此，在此情形下将不考虑 ＥＣ 算法与 ＳＪ 算法． 从
表中结果可知，改进的数萃方法相比现有的 ＭＬ
算法，ＤＣ 算法和 ＷＷ 算法，所得估计量的估计效

率显著提升，且计算时间显著减小． 由第 ４ 节中的

讨论，从理论上讲，当不同机器上的数据分布不同

时，最优权重矩阵将依赖于机器指标 ｋ，此时，改
进的数萃算法，ＤＣ 算法，ＷＷ 算法所得估计与朴

素平均估计将不再渐近等价． 此时，由于本文的算

法采用了最优权重矩阵，因此不论数据是否同分

布，所得估计均为渐近有效估计． 本文的算法具有

的估计有效性以及在数据分布异质性下的稳健

性，由模拟结果得到了进一步的验证．
在平方模型下，由表 １２ 中的结果可知，改进

的数萃方法相比 ＥＣ 算法与 ＳＪ 算法，所得估计量

保持了更高的估计效率． 特别地，ＭＶ 算法的优势

在平方模型下得以体现，表现为在计算时长差不

多的情况下，相比所提出的其他算法具有并不逊

色的估计效率，特别是在分位数水平等于 ０． ５
时，在几种改进的数萃方法中表现最佳． 与此同

时，若将 ＭＶ 算法看作 ＭＬ 算法在 ＧＭＭ 估计框架

下的第一步，则可以看到，与 ＭＬ 算法相比，仅通

过一步计算得到的 ＭＶ 估计的估计效率并未有太

大降低，而算法的计算时长分别减小了 ２８． ５７％
（τ ＝ ０． ５０） 与 ２７． ２７ ％ （τ ＝ ０． ２５） ． 因此，ＭＶ
算法在平方模型下可以实现估计的有效性与计算

复杂度之间的平衡．
第二部分考虑非平衡半监督数据的通讯有效

算法． 在非平衡半监督分布式系统下，仅针对不同

机器上数据分布相同的情况进行模拟． 同时增加
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总机器的个数到 Ｋ ＝ １００ ，并允许第一台机器上

有标签数据的样本量减小到 ｎ ＝ １００ ，第 ｋ（ｋ ≥
２） 台机器上的半监督数据的样本量为 ｎｋ ＝
１ ０００，则总样本量为 Ｎ ＝ ９９ １００ ． 由于本文 提出

的算法可以适用于多维协变量，因此也将协变量

的维数增加到 ｐ ＝ ９ ． 第一台机器上为有标签数

据且协变量完整观测，第 ｋ（ｋ ≥２） 台机器上为无

标签数据，且协变量存在缺失． 表 １３ 给出了协变

量的具体缺失设置． 分位数水平设为 τ ＝ ０． ５ 和

τ ＝ ０． ２５ ． 分别考虑线性模型和平方模型两种数

据生成方式，分别对应模型 （１） 正确设定和误设

的两种情形．
表 １３　 非平衡半监督分布式系统下协变量缺失模式

Ｔａｂｌｅ １３ Ｍｉｓｓｉｎｇ ｐａｔｔｅｒｎ ｏｆ ｃｏｖａｒｉａｔｅｓ ｕｎｄｅｒ ｉｍｂａｌａｎｃｅｄ

ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

机器 Ｘ１ Ｘ２ Ｘ３ Ｘ４ Ｘ５ Ｘ６ Ｘ７ Ｘ８ Ｘ９

１ ∗ ∗ ∗ ∗ ∗ ∗ ∗ ∗ ∗
２ ∗ ∗
３ ∗ ∗
４ ∗ ∗
５ ∗ ∗ ∗
６ ∗ ∗ ∗
７ ∗ ∗ ∗
８ ∗ ∗ ∗ ∗ ∗ ∗
９ ∗ ∗ ∗ ∗ ∗ ∗ ∗
１０ ∗ ∗ ∗ ∗ ∗ ∗

　 　 注： ‘∗’表示变量可观测，否则表示变量缺失．

（ｅ）线性模型． 考虑如下数据生成模型

第 １ 台机器：

Ｙｉ ＝ θ�Ｔ
０ Ｘ

→
ｉ ＋ εｉ

Ｘｉ ～
ＩＩＤ
Ｎ（０，Σ）

εｉ ～
ＩＩＤ
Ｎ（０，１），εｉ ⊥ Ｘｉ

第 ｋ 台机器： ＸＡｋ，ｊ ～
ＩＩＤ
Ｎ（０，Σ Ａｋ） ．

其中协方差矩阵 Σ 的设定如平方模型 （ｄ）， Σ Ａｋ

表示 Σ 对应分量 Ａｋ 的子矩阵． 此时，待估参数的

真值为 θ０ ＝ θ�０ ＋ ｃτ ｅ１ ，其中 ｃτ 为标准正态分布的

τ 分位数． 这里选取了两组 θ�０ 的取值，分别为

θ１ ＝ １ｐ，θ２ ＝ （１，１，１． １，２． ２， － ３． ３，４． ４， － ５． ５，
６． ６，－ ７． ７，８． ８） Ｔ ．

（ ｆ） 平方模型． 考虑如下数据生成模型

第 １ 台机器：

Ｙｉ ＝ （θ�Ｔ
０ Ｘ

→
ｉ） ２ ＋ εｉ

Ｘｉ ～
ＩＩＤ
Ｎ（０，Σ）

εｉ ～
ＩＩＤ
Ｎ（０，１），εｉ ⊥ Ｘｉ

第 ｋ 台机器： ＸＡｋ，ｊ ～
ＩＩＤ
Ｎ（０，Σ Ａｋ）

其中协方差矩阵 Σ 的设定如平方模型 （ｄ）， Σ Ａｋ

的定义如线性模型 （ｅ） ． 此时， Ｙ在给定 Ｘ 的条件

下的 τ 条件分位数为 Ｑτ（Ｙ ｜ Ｘ） ＝ （θ�Ｔ
０Ｘ
→
） ２ ＋ ｃτ ．

这里选取 θ�０ ＝ １ｐ ，通过蒙特卡洛模拟得到待估参

数的真值如下

θ０ ＝
（２１．５０７，１．９９７，２．００８，１．９８０，２．０１０，
２．００９，２．０００，２．０１９，２．００７，１．９７６）Ｔ ， τ ＝ ０．５

（５．６３８，１．９９７，２．００８，１．９８０，２．０１０，
２．００９，２．０００，２．０１９，２．００７，１．９７６）Ｔ， τ ＝ ０．２５

■

■

■

|
||

|
|

表 １４ 与表 １５ 分别给出了非平衡半监督数据

下线性模型的模拟结果． 由表 １４ 与表 １５ 中的结

果可知，所有四种算法的偏差（Ｂｉａｓ）和标准误差

（ＳＥ）都可以控制在较小的范围． 下面，将基于加

权损失函数的通讯有效算法记为 ＷＥ 算法，将基

于改进的数萃方法的通讯有效算法记为 ＣＤ
算法．

表 １４　 线性模型 （ｅ） 在非平衡半监督数据下， 基于加权损失函数的通讯有效算法的模拟结果

Ｔａｂｌｅ １４ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｌｉｎｅａｒ ｍｏｄｅｌ （ｅ） ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ ｂｙ ｕｓｉｎｇ ｔｈｅ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｗｅｉｇｈｔｅｄ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ

参数设定 评价指标 θ０ θ１ θ２ θ３ θ４ θ５ θ６ θ７ θ８ θ９

θ ＝ θ１，τ ＝０．５０
Ｂｉａｓ ０． ０００ －０． ００２ ０． ００３ －０． ０１４ －０． ００９ ０． ００４ ０． ０１９ ０． ０００ －０． ００７ －０． ００７
ＳＥ ０． １３１ ０． ２０４ ０． １７６ ０． １７０ ０． １８２ ０． １９０ ０． １６６ ０． １７８ ０． １７６ ０． １８７

θ ＝ θ１，τ ＝０．２５
Ｂｉａｓ ０． ００７ － ０． ０１０ ０． ０３３ ０． ００７ － ０． ０１８ ０． ００５ － ０． ００３ － ０． ００２ － ０． ００２ ０． ００５
ＳＥ ０． １４５ ０． ２１６ ０． １９６ ０． １８７ ０． １９５ ０． １９１ ０． １８０ ０． １８１ ０． ２０６ ０． ２０２

θ ＝ θ２，τ ＝ ０． ５０
Ｂｉａｓ ０． ００２ － ０． ００３ ０． ００４ － ０． ００２ － ０． ００４ ０． ０２９ ０． ００３ － ０． ００３ ０． ００８ － ０． ０２５
ＳＥ ０． １１５ ０． １７０ ０． １７１ ０． １９１ ０． １７７ ０． ２０８ ０． ２０７ ０． １７２ ０． １７７ ０． １７２

θ ＝ θ２，τ ＝ ０． ２５
Ｂｉａｓ ０． ０２７ ０． ００６ ０． ００８ ０． ００８ ０． ０２６ － ０． ００７ － ０． ００６ ０． ００６ － ０． ０３５ － ０． ０１７
ＳＥ ０． １５４ ０． １９６ ０． １８３ ０． ２０７ ０． １８２ ０． ２１１ ０． １９３ ０． ２０８ ０． １９５ ０． １７９
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表 １５　 线性模型 （ｅ） 在非平衡半监督数据下，基于改进的数萃 （Ｍｅｔａ） 方法的通讯有效算法的模拟结果

Ｔａｂｌｅ １５ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｌｉｎｅａｒ ｍｏｄｅｌ （ｅ） ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ ｂｙ ｕｓｉｎｇ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｍｅｔａ ｍｅｔｈｏｄ

参数设定 评价指标 θ０ θ１ θ２ θ３ θ４ θ５ θ６ θ７ θ８ θ９

θ ＝ θ１，τ ＝ ０． ５０
Ｂｉａｓ ０． ０１７ ０． ０００ ０． ０１６ ０． ０２１ － ０． ００３ － ０． ００３ － ０． ００１ ０． ００１ ０． ０１２ － ０． ０２５

ＳＥ ０． １３７ ０． １６９ ０． １７０ ０． １８９ ０． １６７ ０． １７６ ０． １５５ ０． １６１ ０． １７３ ０． １７１

θ ＝ θ１，τ ＝ ０． ２５
Ｂｉａｓ ０． ００７ － ０． ００４ － ０． ００４ － ０． ０１６ － ０． ００５ ０． ０３４ ０． ００５ － ０． ０２４ － ０． ００３ － ０． ０１０

ＳＥ ０． １４０ ０． １７４ ０． １８７ ０． １９１ ０． １８１ ０． １７６ ０． １６９ ０． １９７ ０． １８４ ０． １９０

θ ＝ θ２，τ ＝ ０． ５０
Ｂｉａｓ － ０． ０１２ ０． ０１６ ０． ０１０ ０． ００２ － ０． ０１２ ０． ０１７ ０． ０１２ － ０． ００５ － ０． ０１４ ０． ００４

ＳＥ ０． １２８ ０． １７８ ０． １７０ ０． １８３ ０． １７７ ０． １６７ ０． １６６ ０． １６４ ０． １５９ ０． １７３

θ ＝ θ２，τ ＝ ０． ２５
Ｂｉａｓ ０． ０１８ － ０． ０３７ ０． ００８ ０． ００１ ０． ０３２ － ０． ００３ － ０． ００１ ０． ０１３ － ０． ００７ ０． ００２

ＳＥ ０． １３２ ０． １７５ ０． １９６ ０． １８６ ０． １８５ ０． １８４ ０． １８９ ０． １８０ ０． １８６ ０． ２００

　 　 对于模型误设的情形，模拟主要关心的是

与有监督学习相比，利用无标签数据能使得估

计量的估计效率提高多少 ． 因为 ＣＤ 算法的估

计量的方差估计涉及到对其渐近性质的进一

步推导，因此这里只考虑 ＷＥ 算法对应的估计

量 θ� ＷＥ ． 表 １６ 给出了估计量 θ� ＷＥ 的模拟结果 ．
除了表 １４ 与表 １５ 中给出的评价指标之外，表
１６ 进一步给出了 θ� ＷＥ 的估计效率 ． 此处估计效

率的定义与数据完整观测的情况有所不同 ． 记
仅利用无标签数据得到的有监督学习下的估

计量为 θ� Ｓ ，即 θ� Ｓ ＝ ａｒｇｍｉｎ
θ∈Θ

１
ｎ ∑

ｎ

ｉ ＝ １
ρτ（ Ｙ ｉ － θＴ ×

Ｘ
→

ｉ） ． 对于θ０ 的任一估计量 θ� Ｓ ，令 ＭＥＳ（ θ� ） 表

示 θ� 的平均平方误差 ． 定义 θ� ＷＥ 相对于 θ� Ｓ 的估

计效 率 为 Ｅｆｆｉｃｉｅｎｃｙ（ θ� ＷＥ） ＝ ｛ＭＥＳ（ θ� Ｓ） －

ＭＥＳ（θ� ＷＥ） ｝ ／ＭＥＳ（θ� Ｓ） ．
由表 １６ 可知，在平方模型的设定下，截距项

估计量的偏差较线性模型有所增加，参数估计量

的标准误差也较线性模型有比较明显的增加． 进
一步， θ� ＷＥ 相比θ� Ｓ 具有更高的估计效率，且对于大

部分参数，相对效率能达到 １５％ 以上． 这说明通

过 ＷＥ 算法的方式加入无标签数据可以显著提高

估计效率．
表 １６　 平方模型 （ ｆ） 在非平衡半监督数据下，基于加权损失函数的通讯有效算法的模拟结果

Ｔａｂｌｅ １６ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｑｕａｄｒａｔｉｃ ｍｏｄｅｌ （ ｆ） ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ ｂｙ ｕｓｉｎｇ ｔｈｅ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｗｅｉｇｈｔｅｄ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ

分位数水平 评价指标 θ０ θ１ θ２ θ３ θ４ θ５ θ６ θ７ θ８ θ９

τ ＝ ０． ５０

Ｂｉａｓ ２． ５６６ ０． ６８０ ０． ０８４ ０． ０７０ － ０． ２２７ － ０． ０３１ － ０． ５６９ － ０． １７２ ０． １２３ － ０． ２６３

ＳＥ ４． ６３３ ５． ６３６ ５． ３４１ ５． ４５０ ５． ４０６ ５． ４３２ ５． ８４５ ５． ８８０ ５． ２６６ ６． ７５４

估计效率 ０． ３８９ ０． １７５ ０． ２７２ ０． １７２ ０． １３７ ０． １５７ ０． １６４ ０． １０２ ０． ０４７ ０． １２８

τ ＝ ０． ２５

Ｂｉａｓ １． ６９９ ０． ０５１ ０． ０５２ ０． １０８ － ０． １５０ － ０． ２６５ ０． １５０ － ０． ００５ － ０． ０１９ ０． ０６８

ＳＥ ２． ００７ ２． ４５９ ２． ６５７ ２． ７４１ ２． ５７８ ２． ６２３ ２． ３３５ ２． ３９１ ２． ６１３ ２． ４１７

估计效率 ０． ２４４ ０． ２６７ ０． １３７ ０． ２０７ ０． ２０７ ０． ２２６ ０． １８７ ０． ３３１ ０． １９７ ０． ２４８
　

７　 实际数据分析

本节将本文所提出的算法运用到一个实际的

数据场景中． 数据集取自 ２００４ 年至 ２００５ 年间，
洛杉矶流浪人口服务部 （ Ｌｏｓ Ａｎｇｅｌｅｓ Ｈｏｍｅｌｅｓｓ
Ｓｅｒｖｉｃｅｓ Ａｕｔｈｏｒｉｔｙ） 关于洛杉矶城一共 ２ ０５４ 个管

理区域的流浪人口的追踪调查． 由于即时而完备

的街道考查是一项非常困难的工作，该项调查选

取了 ２４４ 个几乎依概率 １ 观察到流浪汉人群的地

区为重点区域． 这些重点区域都有比较可靠的人

口普查统计，而余下的 １ ８１０ 个区域则不一定存

在完整的追踪调查． 在这 １ ８１０ 个非重点区域中，
又随机挑选了 ２６５ 个区域抽查，同样也获得了较

可靠的人口普查统计． 所以一共有 ５０９ 个城市区

域已经完成了其中流浪人口的追踪统计，而余下

１ ５４５ 个区域则没有统计具体的流浪人口数量．
在本次的研究中，每个地区的流浪人口数量将视

为响应变量 Ｙ，那么其中 １ ５４５ 个响应变量存

在缺失．
同时，所有的区域均考查了一些被认为与流

浪人口数量相关的变量． Ｋｒｉｅｇｌｅｒ 和 Ｂｅｒｋ［２４］ 对该

—４９— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月



调查的相关变量有较详细的说明与分析，他们提

到被认为对流浪人口数量影响最大的因素有： 工

业用地占比、商业用地占比、居住区用地占比、空
置土地面积占比、非高加索人口占比、有户主房屋

占比、空置房屋占比、中位居民收入，一共八项． 其
中，由于有户主房屋占比与空置房屋占比可以认

为有强相关关系，所以仅考虑有户主房屋占比一

项即可． 因此可将上述七项重要的相关变量选取

为协变量 Ｘ ． 值得注意的是，在进行实际建模时

对数据做了标准化处理，而对应的线性模型并不

包含截距项． 本次分析考虑到了五个不同的分位

数水平 τ ＝ ０． １０，０． ２５，０． ５０，０． ７５，０． ９０， 并计算

各水平下的参数真值及其估计量．
接下来运用本文所提出的算法进行参数估

计． 首先，运用第 ２ 节和第 ３ 节给出的 ＥＣ 算法与

ＳＪ 算法． 由于 ＥＣ 算法和 ＳＪ 算法并不考虑数据缺

失的问题，所以关于这两个算法，仅针对无缺失的

５０９ 个观测样本进行分析． 分析时先对完整数据

进行分块． 由于原数据中重点区域与非重点区域

的记录比较规整，为了使得分块之间的数据更加

均匀． 在设置分块前会重新将数据集随机打乱，以
得到分布更为相似的数据分块． 将 ５０９ 条数据随

机均分为 ３ 块，分别包含 １７０ 条，１７０ 条与 １６９ 条

观测． 默认以第一分块为算法的中心机器所在的

分块，并且为了符合分块场景的设定，初值估计仅

由第一子块数据的估计产生． 而对于设定的线性

模型，为事先消除截距项与量纲的影响，对数据集

做标准化处理． 对于迭代算法，这里也采用 ５ 步迭

代． 光滑化方法中的窗宽按照第 ３ 节中所述方法

统一取为 ｈ ＝ （７ ／ １６９） １ ／ ４ ＝ ０． ４５ ． 表 １７ 给出了

不同分位数水平下，本文所提出的所有非半监督

算法的计算结果． 同时，作为对照组，结果中也列

出直接用全部数据估计的结果，并且同时也给出

朴素平均 （ＡＭ） 的结果，以及 Ｗａｎｇ 等［２１］ 的 ＷＷ
算法的结果，用以评估不同算法间的差别．

研究希望本文提出的分布式算法的估计结果

能与 Ｏｒａｃｌｅ 估计相似，即符号相同，数量级相近．
表 １７ 显示②，在同分布以及非异方差模型的模拟

中一致地有着高效率表现的 ＷＷ 算法，应用到这

个实例数据上时，无论在哪个分位数水平下，都与

Ｏｒａｃｌｅ 估计存在相当的差异． 这就表明，在真实数

据下，往往难以得到明确具有同质性且严格满足

同分布条件的场景． 而在这种现实场景中，本文

提出的估计方法则能表现出很明显的优势． 首先

是基于光滑逼近的 ＳＪ 算法，在任何一个分位数水

平下基本都能与 Ｏｒａｃｌｅ 估计保持一致，而且其仅

需要在低通讯成本下就可以完成计算． 这就大大

地优于 ＷＷ 算法的实际效果． 而各种基于改进的

数萃方法所得的估计则在各种异质性数据下有稳

健的表现． 特别地，注意到 ０． ５ 分位数水平下，
ＭＶ，ＳＰ 与 ＭＢ 算法对应的三种估计都一致地与

Ｏｒａｃｌｅ 估计保持很高的相似程度． 比较遗憾的是，
在实际数据中，子块间的数据分布存在一定的差

异，由上述方法推广出的仅运用一个子块上的信

息近似协方差矩阵的 Ｌｏｃａｌ 算法相对逊色． 但是

对于需要高效通讯的场合，本实例还是说明了 ＳＪ
算法的优势，即仍然能为如同本实例一样的现实

分布式计算场景提供降低通讯成本的可行性．
进一步，考虑加入无标签数据的信息，即考虑

非平衡半监督数据的通讯有效算法，采用第 ５ 节

中提出的 ＷＥ 算法和 ＣＤ 算法，重新进行参数估

计． 这里将所有有标签数据放在第一台机器，并将

其作为中心机器，则一号机上的样本量为 ｎ ＝
５０９． 无标签数据共有 １ ５４５ 条，它被随机均分到

３ 台子机器上，每台子机器上的样本量为 ｎｋ ＝
５１５．

表 １８ 的前 １０ 行给出了本文提出的 ＥＣ 算法

与 ＳＪ 算法的参数估计结果，作为非平衡半监督算

法的对照组． 后 １０ 行给出了 ＷＥ 算法与 ＣＤ 算法

的参数估计结果． 从中可知，由于加入了无标签

数据，模型的不确定性增大，使得此时关于不同分

位数水平的参数估计结果出现了差异，但是大部

分差异较小，即参数估计仍可以保持较好的一致

性． 个别差异稍大的参数估计结果可能是由于方

差较大导致的，需要通过进一步针对方差估计的

研究． 由此，综合分析表 １７ 与表 １８ 中的结果可
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② 在表 １７ 中，ＳＪ２ 算法在 ０． ７５ 与 ０． ９０ 分位数下的 ‘ － ’ 记号表示，在此分位数下，难以得到可逆的黑塞矩阵完成计算，故算法失效． 但

此处的失效，仅能说明光滑逼近算法在此数据集中存在算数意义上的偶然不可行性． 与 ＳＪ２ 算法同源的 ＳＪ１ 算法，因无需求解黑塞矩

阵而可以直接进行优化，可以得到很好的结果． 而在其它可以正常计算的分位数水平下，ＳＪ２ 算法表现良好．



知，对于所考虑的数据集，利用本文所提出的四种

算法均可以得到较为准确的参数估计结果，主要

表现为符号的一致性与数值的准确性．
通过对表 １７ 和表 １８ 的数据进行总结可知，

在本文所考虑的七个协变量中，居住区用地占比，
有户主房屋占比和非高加索人口占比对流浪人口

数具有负向作用，即随着这三个变量取值的增加，
流浪人口数会减少，而其他四个变量的增加则伴

随着流浪人口数的增加． 因此，在进行公共管理

政策研究时，特别是有关城区管理与资源调配的

政策制定时，若无法通过直接的大规模调查统计

流浪人口数量，则可以通过本文所考虑的七个经

济社会变量对其进行估计，或通过观察这七个协

变量的情况对不同区域的流浪人口数进行比较，
以通过较低的调查成本得到相对精确的估计，从
而实现更合理的社会资源调配．

表 １７　 完整观测的实际数据下不同算法的分析结果

Ｔａｂｌｅ １７ Ｒｅｓｕｌｔ ｏｆ ｒｅａｌ ｄａｔａ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｆｕｌｌｙ ｏｂｓｅｒｖｅ ｄａｔａ

分位数

水平
算法

工业用地

占比

居住区用

地占比

空置土地

面积占比

商业用地

占比

有户主房屋

占比

非高加索

人口占比

中位居民

收入

τ ＝ ０． １０

ＥＣ ０． ０１４ － ０． ０４５ ０． ３１７ ０． １２２ － ０． ０６２ － ０． ０１９ ０． ０２０

ＳＪ１ ０． ０３７ － ０． ０２１ ０． ２２４ ０． ０６８ － ０． ０６５ － ０． ０２１ ０． ０２１

ＳＪ２ － ０． １３２ ０． ７１０ － ２． ０８０ － ０． ３４２ － ０． ５５４ ０． ０４３ － ０． ２１７

ＭＶ －０． １１８ － ０． ０４９ ０． ０７５ ０． ３６３ ０． ０２０ ０． ０４９ ０． ０１４

ＳＰ ０． ０１２ － ０． １８８ ０． ０６９ ０． １２４ － ０． １４６ ０． ０４２ ０． ０９０

ＭＢ － ０． ０２９ ０． ００３ ０． ３９７ ０． １２１ － ０． ２３２ ０． １１６ ０． ２９７

ＳＰ⁃Ｌｏｃａｌ － ０． ０１７ ０． ３５５ ０． ０８４ － ０． ０４４ － ０． ０８５ ０． ００３ ０． ００４

ＭＢ⁃Ｌｏｃａｌ － ０． １１０ － ０． ５５３ ０． ９６９ ０． ０３２ － ０． ７１５ ０． ４４４ ０． ９３５

ＷＷ ０． ００４ ０． ０６４ ０． ０７５ － ０． ０４５ － ０． ０６９ － ０． ０１６ ０． ００１

ＡＭ ０． ００８ － ０． ３７４ ０． １２２ － ０． １３５ － ０． ０５０ － ０． ０１７ － ０． ００４

Ｏｒａｃｌｅ ０． ０４１ － ０． ０２３ ０． ２５３ ０． ０６０ － ０． ０８７ － ０． ０３８ ０． ０２０

τ ＝ ０． ２５

ＥＣ － ０． ００２ ０． ０２７ ０． １５２ ０． ０２５ － ０． １３１ － ０． ０４２ ０． ０２５

ＳＪ１ ０． ０３４ － ０． ０１１ ０． １６０ ０． ０３１ － ０． １０１ － ０． ０４２ ０． ０２６

ＳＪ２ ０． ０３６ － ０． ００５ ０． １７４ ０． ０４２ － ０． １０８ － ０． ０４０ ０． ０４６

ＭＶ －０． １１８ － ０． ０４９ ０． ０７５ ０． ３６３ ０． ０２０ ０． ０４９ ０． ０１４

ＳＰ ０． ０５４ － ０． ０５５ ０． １７０ ０． ０７８ － ０． １１８ ０． ００２ ０． ０３８

ＭＢ － ０． ０２９ ０． ００３ ０． ３９７ ０． １２１ － ０． ２３２ ０． １１６ ０． ２９７

ＳＰ⁃Ｌｏｃａｌ － ０． ０１９ ０． １９１ ０． ０７８ － ０． ０１８ － ０． １２９ － ０． ０２３ ０． ０５９

ＭＢ⁃Ｌｏｃａｌ ０． ０３２ － ０． ３２９ ０． ３５４ ０． １１４ － ０． ０７９ ０． １５５ ０． １９４

ＷＷ －０． ０１１ － ０． ０１１ ０． ０７５ － ０． ０３１ － ０． ０８７ － ０． ０２１ ０． ０１５

ＡＭ ０． ０２３ － ０． ３１７ ０． １１２ － ０． １２１ － ０． ０７５ － ０． ０２６ ０． ０１１

Ｏｒａｃｌｅ ０． ０４１ － ０． ０２３ ０． ２５３ ０． ０６０ － ０． ０８７ － ０． ０３８ ０． ０２０

τ ＝ ０． ５０

ＥＣ ０． ０１９ － ０． ０８７ ０． ２８５ ０． １１８ － ０． １７２ － ０． ０２７ ０． １４６

ＳＪ１ ０． ０３９ － ０． ０１９ ０． １８４ ０． ０４５ － ０． ０８６ － ０． ０３３ ０． ０２４

ＳＪ２ ０． ０５４ － ０． ０１９ ０． ０９６ ０． ０５２ － ０． １１１ － ０． ００６ ０． ０４２

ＭＶ ０． ００４ － ０． ０１０ ０． １００ ０． ０９４ － ０． ０６９ ０． ００４ ０． ０１５

ＳＰ ０． ０５７ － ０． ０２９ ０． １６１ ０． ０７０ － ０． １２１ － ０． ０２１ ０． ０３３

ＭＢ ０． ０４３ － ０． ０２２ ０． ２０９ ０． ０５７ － ０． １４１ － ０． ０１４ ０． １０６

ＳＰ⁃Ｌｏｃａｌ ０． ０１９ ０． １０９ ０． ０７４ － ０． ００３ － ０． １２８ ０． ００１ ０． ０３５

ＭＢ⁃Ｌｏｃａｌ ０． ０４６ － ０． ０３７ ０． １９０ － ０． ０２２ － ０． ０９７ ０． ０３４ ０． ０５５

ＷＷ ０． ０１０ ０． ０００ ０． １０１ ０． ００１ － ０． １０２ － ０． ０１６ ０． ０１４

ＡＭ ０． ０３３ － ０． １５２ ０． １６８ － ０． ０５８ － ０． ０９１ － ０． ０３２ ０． ０１８

Ｏｒａｃｌｅ ０． ０４１ － ０． ０２３ ０． ２５３ ０． ０６０ － ０． ０８７ － ０． ０３８ ０． ０２０

—６９— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月



续表 １７
Ｔａｂｌｅ １７ Ｃｏｎｔｉｎｕｅｓ

分位数

水平
算法

工业用地

占比

居住区用

地占比

空置土地

面积占比

商业用地

占比

有户主房屋

占比

非高加索

人口占比

中位居民

收入

τ ＝ ０． ７５

ＥＣ ０． ０２８ － ０． ０２９ ０． ３２９ ０． ０６９ － ０． ０４９ ０． ０２１ ０． ０５０

ＳＪ１ ０． ０４２ － ０． ０２３ ０． １９５ ０． ０４９ － ０． ０７６ － ０． ０２５ ０． ０２１

ＳＪ２ － － － － － － －

ＭＶ ０． ０９６ ０． ００８ ０． １１０ ０． ０３４ － ０． ０８７ － ０． ０５０ － ０． ０１２

ＳＰ ０． ０９８ － ０． ００７ ０． ２３７ ０． ０４２ － ０． ０５９ － ０． ０２４ ０． ０２８

ＭＢ ０． １０６ － ０． ０１４ ０． １８９ ０． ０５３ － ０． １０１ － ０． ００８ ０． ０８７

ＳＰ⁃Ｌｏｃａｌ ０． ０３９ ０． ０６７ ０． ２３９ ０． ０１４ － ０． ０８７ ０． ０２５ ０． ０６２

ＭＢ⁃Ｌｏｃａｌ ０． ０８２ ０． ０９０ ０． ２１８ － ０． ０１０ － ０． １０７ ０． ０３５ ０． ０８３

ＷＷ ０． １２８ － ０． ０３１ ０． １８８ ０． １７３ － ０． １２０ ０． ０１０ ０． １０１

ＡＭ ０． １８８ ０． ０５３ ０． ２６１ ０． ０７７ － ０． １１５ － ０． ０３１ ０． ０９３

Ｏｒａｃｌｅ ０． ０４１ － ０． ０２３ ０． ２５３ ０． ０６０ － ０． ０８７ － ０． ０３８ ０． ０２０

τ ＝ ０． ９０

ＥＣ ０． ０６８ － ０． ０１５ ０． ２２４ ０． ０３９ － ０． １３１ － ０． ０６０ ０． ０４５

ＳＪ１ ０． ０３７ － ０． ０２５ ０． １８９ ０． ０４５ － ０． ０８１ － ０． ０２７ ０． ０２２

ＳＪ２ － － － － － － －

ＭＶ －０． ０２３ － ０． １７５ － ０． ０７９ － ０． １３８ － ０． ４４６ ０． ０３４ ０． ２０８

ＳＰ ０． ００２ － ０． ０５６ ０． ０１０ ０． １０４ － ０． ０７５ － ０． ０７８ － ０． ００６

ＭＢ － ０． １７９ － ０． ０４０ ０． ０６３ ０． ０１１ － ０． ０３３ － ０． ０８８ ０． ０３６

ＳＰ⁃Ｌｏｃａｌ ０． ２１５ － ０． ３２８ － ０． １４５ ０． １３４ － ０． ３３２ － ０． １９４ ０． ２２３

ＭＢ⁃Ｌｏｃａｌ － ０． ７８５ ０． ２７７ ０． １１２ － ０． ０９７ ０． ４０２ － ０． ０２３ － ０． ４４４

ＷＷ ０． ２４３ － ０． ０３４ ０． ３７７ ０． ２３９ － ０． ０６４ ０． ０５６ ０． １４７

ＡＭ ０． ０９５ ０． ３５０ ０． ５３０ ０． １８８ － ０． ０６４ － ０． ０７８ ０． １１４

Ｏｒａｃｌｅ ０． ０４１ － ０． ０２３ ０． ２５３ ０． ０６０ － ０． ０８７ － ０． ０３８ ０． ０２０

表 １８　 非平衡半监督实际数据下不同算法的分析结果

Ｔａｂｌｅ １８ Ｒｅｓｕｌｔ ｏｆ ｒｅａｌ ｄａｔａ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｉｍｂａｌａｎｃｅｄ ｓｅｍｉ⁃ｓｕｐｅｒｖｉｓｅｄ ｄａｔａ

算法
分位数

水平

工业用地

占比

居住区

用地占比

空置土地

面积占比

商业用地

占比

有户主

房屋占比

非高加索

人口占比

中位居民

收入

ＥＣ

０． １０ ０． ０１４ － ０． ０４５ ０． ３１７ ０． １２２ － ０． ０６２ － ０． ０１９ ０． ０２０

０． ２５ － ０． ００２ ０． ０２７ ０． １５２ ０． ０２５ － ０． １３１ － ０． ０４２ ０． ０２５

０． ５０ ０． ０１９ － ０． ０８７ ０． ２８５ ０． １１８ － ０． １７２ － ０． ０２７ ０． １４６

０． ７５ ０． ０２８ － ０． ０２９ ０． ３２９ ０． ０６９ － ０． ０４９ ０． ０２１ ０． ０５０

０． ９０ ０． ０６８ － ０． ０１５ ０． ２２４ ０． ０３９ － ０． １３１ － ０． ０６０ ０． ０４５

ＳＪ１

０． １０ ０． ０３７ － ０． ０２１ ０． ２２４ ０． ０６８ － ０． ０６５ － ０． ０２１ ０． ０２１

０． ２５ ０． ０３４ － ０． ０１１ ０． １６０ ０． ０３１ － ０． １０１ － ０． ０４２ ０． ０２６

０． ５０ ０． ０３９ － ０． ０１９ ０． １８４ ０． ０４５ － ０． ０８６ － ０． ０３３ ０． ０２４

０． ７５ ０． ０４２ － ０． ０２３ ０． １９５ ０． ０４９ － ０． ０７６ － ０． ０２５ ０． ０２１

０． ９０ ０． ０３７ － ０． ０２５ ０． １８９ ０． ０４５ － ０． ０８１ － ０． ０２７ ０． ０２２

ＷＥ

０． １０ ０． ０１３ － ０． ０１５ ０． ３０３ ０． ０６１ － ０． ０７０ － ０． ０４４ ０． ０２６

０． ２５ ０． ００８ － ０． ０２７ ０． ２９９ ０． ０６７ － ０． ０６１ － ０． ０３０ ０． ０１６

０． ５０ ０． ０４８ － ０． ０２２ ０． ３０５ ０． ０４６ － ０． ０６０ － ０． ０２６ ０． ０１７

０． ７５ ０． ０４１ － ０． ０２６ ０． ２４８ ０． ０２６ － ０． ０９０ － ０． ０２４ ０． ０１０
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续表 １８
Ｔａｂｌｅ １８ Ｃｏｎｔｉｎｕｅｓ

算法
分位数

水平

工业用地

占比

居住区

用地占比

空置土地

面积占比

商业用地

占比

有户主

房屋占比

非高加索

人口占比

中位居民

收入

ＣＤ

０． １０ ０． ００７ － ０． ０１９ ０． ２９４ ０． ０６２ － ０． ０７１ － ０． ０４２ ０． ０２７

０． ２５ ０． ０１４ － ０． ０２６ ０． ２９１ ０． ０６４ － ０． ０６８ － ０． ０３３ ０． ０２２

０． ５０ ０． ０５８ － ０． ０２４ ０． ２８５ ０． ０５１ － ０． ０６９ － ０． ０３０ ０． ０２０

０． ７５ ０． ０３２ － ０． ０２８ ０． ２５７ ０． ０３２ － ０． ０９０ － ０． ０１６ ０． ０２８

０． ９０ ０． ０７８ － ０． ０３４ ０． ２４０ ０． ０２５ － ０． ０９４ － ０． ０３３ ０． ０２６

　 　 注： 在半监督问题中 ＥＣ 和 ＳＪ 算法只考虑了有标签数据． ＷＥ 和 ＣＤ 算法利用了所有有标签与无标签数据．

８　 结束语

本文针对分位回归模型提出了几种大数据下

的通讯有效算法． 从损失函数的角度出发，考虑

了分位数损失下的最小风险线性预报． 本文的方

法不对真实模型做任何假设，即为无模型 （ｍｏｄ⁃
ｅｌ⁃ｆｒｅｅ） 设定，从而可以提高算法的稳健性． 从线

性预报的角度出发，给出的最小风险预报可以看

作真实条件分位数的一阶线性逼近，具有更快的

计算效率和更好的可解释性． 换言之，本文允许分

位数回归模型存在模型误设，即真实的条件分位

数与协变量之间并不符合线性关系，而具有更一

般的形式． 在这种情况下，线性模型可以看成对真

实模型的近似． 对于近似的线性模型，仍可以定

义参数的真值和估计量．
本文针对完整观测数据和非平衡半监督数

据两种情形进行了考虑． 一方面，对完整观测数

据，本文提出了三种通讯有效的数据融合算法．
首先，利用目标函数的次导数，提出了基于等度

连续的数据融合算法． 其次，通过对非光滑的目

标函数进行光滑近似，提出了基于光滑逼近的

数据融合算法． 以上两种算法均可以将通讯成

本控制在 Ｏ（ＴＫｐ） 的阶数，从而实现了通讯有效

性． 进一步，基于广义矩估计 （ＧＭＭ） 的思想，
提出了改进的数萃 （Ｍｅｔａ） 方法． 本文将每台机

器上的估计量看作样本观测，构造估计方程和

最优化目标函数． 改进的数萃方法可以广泛应

用于数据同分布与存在异质性的分布式系统，
作为一般性框架，通过选取不同的估计函数和

权重矩阵，可以将许多现有方法涵盖在内． 不论

不同机器上的数据的分布是否相同，其均可以

得到有效估计，且在数据同分布时实现有效通

讯． 另一方面，针对非平衡半监督数据，本文根

据每台子机器上数据样本量的不同情况讨论，
提出了两种通讯有效算法． 当每台子机器上数

据的样本量较小时，利用数据插补和变量降维

的思想，将子机器上的无标签数据加入到待优

化的目标函数中，来提高总体参数的估计效率．
当存在一台子机器上数据的样本量较大时，基
于改进的数萃方法通过对协方差矩阵进行近

似，提出了另一种新的分布式算法，同样可以显

著提高通讯效率．
本文对所提出的算法进行了大量的仿真模

拟，分析结果表明这些算法都具有较好的统计推

断表现． 最后，还针对实际数据集进行了分析，验
证了所提出的算法在实际数据中的良好表现． 目

前，团队正在针对这些算法的理论性质进行研究，
如渐近正态性的理论证明和命题成立的技术性条

件等． 值得注意的是，虽然本文的出发点仅考虑分

位数损失，但所提出的大多数算法都可以应用到

其它更一般的模型中．
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附录
本附录给出了第七节数值模拟分析的补充结果， 包含了数据完整观测情形下线性同方差模型 （ａ）， 不同机器数据

同分布的线性异方差模型 （ｂ）， 不同机器数据分布不同的线性异方差模型 （ｃ）， 平方模型 （ｄ） 在总样本量 Ｎ ＝ １０ ０００
和总机器数 Ｋ ＝ １０ 设定下的模拟结果． Ｂｉａｓ 和 ＳＥ 基于参数的各个分量分别计算， 标号 ０， 标号 １， 标号 ２ 分别表示截距
项和对应协变量 Ｘ 的分量．

附表 １　 同质性分布式系统下线性同方差模型 （ａ） 的补充模拟结果
Ａｔｔａｃｈｅｄ Ｔａｂｌｅ １ Ａｄｄｉｔｉｏｎａｌ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｏｍｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ａ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数水平 算法 Ｂｉａｓ０ （１０ －３） Ｂｉａｓ１ （１０ －３） Ｂｉａｓ２ （１０ －３） ＳＥ０ （１０ －２） ＳＥ１ （１０ －２） ＳＥ２ （１０ －２） 估计效率 计算时长 ／ ｓ 通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ １． ４７ ３． ４５ １． ０９ ３． ６０ ４． ２２ ４． ８３ １． ００ ９． ４６ －

ＥＣ ３． １６ － ４． １５ － ４． ７４ ４． ４３ ５． ２２ ５． ６７ ０． ６８ ０． ４４ Ｏ（ＴＫｐ）

ＳＪ１ １． ３３ － ２． ９５ － １． ６４ ３． ６４ ４． １５ ４． ８３ １． ０１ ０． ４６ Ｏ（ＴＫｐ）

ＳＪ２ １． ５１ － ３． ２２ － １． ７７ ３． ６１ ４． １３ ４． ８２ １． ０１ ０． ４０ Ｏ（ＴＫｐ）

ＭＶ ５． ４４ － ５． ２３ － ０． ７５ ６． ０６ ６． ９５ ６． ５０ ０． ４２ ０． ４２ Ｏ（ＴＫ（ｐ２ ＋ｐ））

ＳＰ １． ５０ － ４． ５４ － ０． ６９ ３． ５４ ４． ２０ ４． ８５ １． ００ ０． ３６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ １． ７５ － ４． ７６ － ０． ７４ ３． ５７ ４． ３０ ４． ８７ ０． ９８ １． ３３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ １． １７ － ３． ７６ １． １６ ３． ５４ ４． ４７ ５． １０ ０． ９３ ０． ３６ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ １． １４ － ５． ５９ １． ７６ ３． ５２ ４． ６０ ５． ０２ ０． ９２ １． ３３ Ｏ（Ｋｐ）

ＭＬ １． ７０ － ３． ５２ － １． ５０ ３． ６２ ４． ２６ ４． ８４ ０． ９８ ０． ７０ Ｏ（ＴＫ（ｐ２ ＋ｐ））

ＤＣ ２． １１ － ５． ８５ － ０． ４５ ３． ６０ ４． ４３ ４． ８９ ０． ９５ １． ２２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ １． ４４ － ４． ９６ － ０． ７３ ３． ４５ ４． ２０ ４． ６６ １． ０５ ０． ３２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

—００１— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月



续附表 １
Ａｔｔａｃｈｅｄ Ｔａｂｌｅ １ Ｃｏｎｔｉｎｕｅｓ

分位数水平 算法 Ｂｉａｓ０ （１０ －３） Ｂｉａｓ１ （１０ －３） Ｂｉａｓ２ （１０ －３） ＳＥ０ （１０ －２） ＳＥ１ （１０ －２） ＳＥ２ （１０ －２） 估计效率 计算时长／秒 通讯成本

τ ＝ ０． ２５

Ｏｒａｃｌｅ － ２． ３７ － ２． ７０ ７． ５５ ３． ２３ ５． １５ ４． ２３ １． ００ １０． ２０ －

ＥＣ － ０． ６０ － １． ７２ １． １６ ４． ８２ ５． ６０ ６． １９ ０． ６０ ０． ４８ Ｏ（ＴＫｐ）

ＳＪ１ － ６． ６１ － ０． ６２ ６． ４７ ３． ３６ ５． １７ ４． ０８ １． ００ ０． ４９ Ｏ（ＴＫｐ）

ＳＪ２ － ７． ２０ － １． ６３ ６． ６２ ３． ３０ ５． １８ ４． １０ １． ００ ０． ４３ Ｏ（ＴＫｐ）

ＭＶ ３． ７３ － ８． ６３ ６． ４７ ５． ３１ ７． ２７ ５． ８６ ０． ４３ ０． ５５ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ １． ２４ － ３． １３ ６． ５０ ３． ４６ ５． ３３ ４． １２ ０． ９６ ０． ３９ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ １． ２３ － ２． ９７ ６． ４８ ３． ５３ ５． ３８ ４． １９ ０． ９３ １． ３４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ １． ２５ － ３． １５ ５． １９ ３． ３８ ５． ６３ ４． ５７ ０． ８６ ０． ３９ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ １． ４１ － ３． ５５ ５． ８２ ３． ６５ ５． ８３ ４． ６３ ０． ８０ １． ３３ Ｏ（Ｋｐ）

ＭＬ － ２． ３６ － ２． ７０ ７． ５５ ３． ２２ ５． １３ ４． ２２ １． ０１ ０． ７２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ０． ５１ － ２． ６０ ７． ４２ ３． ４０ ５． １８ ４． ３８ ０． ９５ １． ２６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －２． ０２ － ２． ４２ ６． ７８ ３． ２３ ４． １３ ４． ０６ １． ０２ ０． ３４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

附表 ２　 同质性分布式系统下线性异方差模型 （ｂ） 的补充模拟结果
Ａｔｔａｃｈｅｄ Ｔａｂｌｅ ２ Ａｄｄｉｔｉｏｎａｌ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｅｔｅｒｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ｂ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数水平 算法 Ｂｉａｓ０ （１０ －３） Ｂｉａｓ１ （１０ －３） Ｂｉａｓ２ （１０ －３） ＳＥ０ （１０ －２） ＳＥ１ （１０ －２） ＳＥ２ （１０ －２） 估计效率 计算时长／秒 通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ － ３． １８ － ５． ２７ ９． １６ ３． ９２ ５． １１ ５． ２０ １． ００ ９． ６７ －

ＥＣ － ５． １０ ５． ０３ ３． ８４ ４． ９８ ６． ７５ ６． ９８ ０． ５８ ０． ４４ Ｏ（ＴＫｐ）

ＳＪ１ － ２． ８９ － ２． ５８ ７． ６３ ３． ８１ ５． ７５ ５． ２０ ０． ９２ ０． ４６ Ｏ（ＴＫｐ）

ＳＪ２ － ３． ０８ － ３． ６２ ８． ５１ ３． ８１ ５． ４３ ５． ０５ ０． ９９ ０． ４１ Ｏ（ＴＫｐ）

ＭＶ － ０． ５０ － ２． ８５ ３． ２８ ６． ６９ ８． ２８ ８． ９７ ０． ３６ ０． ５２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ － ４． ４６ － ４． １２ １０． ４０ ３． ９４ ５． ４８ ５． ２６ ０． ９３ ０． ３６ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ － ４． ３０ － ４． ２６ ９． ９８ ３． ９６ ５． ６０ ５． ３５ ０． ９１ １． ３５ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ０． １８ － １１． ３０ ９． ７８ ４． ０１ ５． ９３ ５． ００ ０． ８８ ０． ３６ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ０． ８８ － １３． ３０ ８． ８６ ４． １０ ５． ８８ ５． ６６ ０． ８１ １． ３４ Ｏ（Ｋｐ）

ＭＬ － ２． ８６ － ５． ５８ ８． ７４ ３． ９４ ５． １０ ５． ２４ ０． ９９ ０． ７０ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ４． ４２ － ３． ０７ １０． ７０ ４． ０１ ５． ５６ ５． １８ ０． ９２ １． ２３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －３． ８８ － ３． ４４ １０． ４０ ３． ８２ ５． ２９ ４． ９３ １． ０２ ０． ３２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ １． ８１ ７． ３６ － ６． ５８ ４． １５ ５． ９１ ５． ５７ １． ００ ９． ８６ －

ＥＣ ３． ７２ ０． ４０ － ８． ５０ ５． ０１ ７． ６１ ７． ４５ ０． ６０ ０． ３７ Ｏ（ＴＫｐ）

ＳＪ１ １２． １０ ０． ５９ － ６． ９７ ４． ８３ ６． １４ ６． ７５ ０． ７８ ０． ４２ Ｏ（ＴＫｐ）

ＳＪ２ １２． ３０ ２． ６７ － ７． ４８ ４． １９ ５． ９２ ５． ７８ ０． ９６ ０． ３６ Ｏ（ＴＫｐ）

ＭＶ ４２． ００ － １２． ４０ － ４． ８４ ６． ７２ ８． １２ ８． ８２ ０． ４０ ０． ５４ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ５． ３６ ７． ８４ － ７． ００ ４． １５ ６． ２０ ５． ６２ ０． ９５ ０． ３８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ５． １０ ７． ７７ － ７． ０１ ４． ２１ ６． ２４ ５． ５９ ０． ９４ １． ３４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ ４． ２９ ８． ２４ － ６． ９７ ４． ５０ ６． ９４ ６． ３８ ０． ７６ ０． ３８ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ ４． ７７ ４． ９４ － ４． １２ ４． ７９ ７． １１ ６． ６０ ０． ７２ １． ３３ Ｏ（Ｋｐ）

ＭＬ １． ６２ ７． ５６ － ６． ３５ ４． １７ ５． ９４ ５． ５８ ０． ９９ ０． ７２ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ ２． ３６ ７． ２０ － ４． ９９ ４． ３８ ６． ２７ ５． ７２ ０． ９２ １． ２３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ ２． ６９ ５． ５９ － ６． ４３ ３． ９８ ５． ９９ ５． ３３ １． ０４ ０． ３４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

—１０１—第 ５ 期 周　 勇等： 大数据下分位数回归通讯有效算法及其应用



附表 ３　 异质性分布式系统下线性异方差模型（ｃ） 的补充模拟结果
Ａｔｔａｃｈｅｄ Ｔａｂｌｅ ３ Ａｄｄｉｔｉｏｎａｌ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｈｅｔｅｒｏｓｃｅｄａｓｔｉｃ ｌｉｎｅａｒ ｍｏｄｅｌ （ｃ） ｕｎｄｅｒ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数水平 算法 Ｂｉａｓ０ （１０ －３） Ｂｉａｓ１ （１０ －３） Ｂｉａｓ２ （１０ －３） ＳＥ０ （１０ －２） ＳＥ１ （１０ －２） ＳＥ２ （１０ －２） 估计效率 计算时长／秒 通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ － ０． １５ １． ４９ － ０． １４ ０． ７２ １． １７ １． ２２ １． ００ ９． ７３ －

ＭＶ － ０． ８６ １． ３１ １． ６５ ０． ７４ １． １６ １． １７ １． ０２ ０． ５４ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ － ０． ０３ ０． ６９ ０． ４６ ０． ５９ １． ０２ ０． ９４ １． ４８ ０． ３８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ － ０． ０１ ０． ６７ ０． ２８ ０． ６４ １． ０７ １． ０３ １． ２９ １． ３９ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＬ － ０． ０６ １． ５５ － ０． ３５ ０． ６８ １． ２０ １． １３ １． ０５ ０． ７６ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ０． ２１ １． ６１ － ０． １６ ０． ７３ １． ２３ １． ２５ ０． ９３ １． ２７ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －０． ９４ ３． ５８ － １． ８６ １． ２２ １． ７１ １． ９８ ０． ４０ ０． ３３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ － ０． ５１ １． ０２ ０． １６ ０． ８０ １． １９ １． ２０ １． ００ １０． ３０ －

ＭＶ － ０． ９３ ３． ５３ ０． ２４ ０． ６７ １． ０８ １． ０６ １． ２２ １． ３５ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ ３． ４１ ３． ８６ － ０． ７４ ０． ７６ １． １０ １． ２３ ０． ９８ ０． ５５ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ ０． ５４ ２． ８４ ０． ０５ ０． ６２ １． ０６ ０． ９９ １． ３６ ０． ４０ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＬ ４． ４５ ２． ２９ － ０． ３４ ０． ７９ １． １６ １． １４ ０． ９９ ０． ７６ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ０． ８２ ２． ２９ ０． ３７ ０． ８８ １． ２１ １． ２７ ０． ９０ １． ２４ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ －１． ０７ １． ８１ － ０． ９１ １． ７４ １． ７９ ２． １９ ０． ３２ ０． ３５ Ｏ（Ｋ（ｐ２ ＋ ｐ））

附表 ４　 同质性分布式系统下平方模型 （ｄ） 的补充模拟结果
Ａｔｔａｃｈｅｄ Ｔａｂｌｅ ４ Ａｄｄｉｔｉｏｎａｌ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｑｕａｄｒａｔｉｃ ｍｏｄｅｌ （ｄ） ｕｎｄｅｒ ｈｏｍｏｇｅｎｏｕｓ ｄｉｓｔｒｉｂｕｔｅｄ ｓｙｓｔｅｍ

分位数水平 算法 Ｂｉａｓ０ （１０ －３） Ｂｉａｓ１ （１０ －３） Ｂｉａｓ２ （１０ －３） ＳＥ０ （１０ －２） ＳＥ１ （１０ －２） ＳＥ２ （１０ －２） 估计效率 计算时长／秒 通讯成本

τ ＝ ０． ５０

Ｏｒａｃｌｅ － ６． ４５ － ０． ７１ － ３． ２３ ３． １９ ５． ７３ ５． ７９ １． ００ １０． １０ －

ＥＣ － １． ０５ － ０． ８６ ０． ３３ ３． ９５ ７． １６ ６． １７ ０． ７２ ０． ４５ Ｏ（ＴＫｐ）

ＳＪ１ － １． ７８ ４． ２６ － ４． ３７ ３． ８０ ６． ７４ ６． ７１ ０． ７０ ０． ４７ Ｏ（ＴＫｐ）

ＳＪ２ － １． ２２ １． ６９ － １． ３７ ３． ３１ ６． ０７ ５． ９０ ０． ９１ ０． ４０ Ｏ（ＴＫｐ）

ＭＶ － １． ９３ １． ４６ － １． ２２ ３． ３４ ５． ８３ ５． ９０ ０． ９２ ０． ５０ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ － １． ４９ ０． １６ － ４． ３９ ３． ４５ ６． ０６ ６． １１ ０． ８７ ０． ３７ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ － １． ５２ － ０． ７２ － ４． ９７ ３． ５１ ６． １０ ６． ０７ ０． ８６ １． ３３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ － １４． ７０ － ４． ０７ － ５． ３５ ３． ８６ ７． ５０ ７． ３６ ０． ６０ ０． ３７ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ － １３． １０ － ６． ７７ － ８． ９４ ４． ３２ ９． ７３ ９． ６２ ０． ３７ １． ３３ Ｏ（Ｋｐ）

ＭＬ － ６． ５０ ０． ６９ － ３． ０７ ３． １８ ５． ７３ ５． ７９ ０． ９９ ０． ７０ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ － ８． １３ ２． ３８ － ４． １７ ３． ３４ ５． ９８ ５． ８７ ０． ９３ １． ２３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ ０． ０２ ０． ５０ － ３． ７９ ３． ２５ ５． ９８ ５． ８９ ０． ９５ ０． ３２ Ｏ（Ｋ（ｐ２ ＋ ｐ））

τ ＝ ０． ２５

Ｏｒａｃｌｅ ７． ３１ ４． ６７ － ０． ３２ ２． ０２ ４． ９３ ５． ２６ １． ００ ９． ８５ －

ＥＣ ４． ５１ ６． ７２ － ３． ５７ ３． ０５ ５． ９５ ６． ０６ ０． ６９ ０． ３９ Ｏ（ＴＫｐ）

ＳＪ１ ７． ６１ ８． ８４ － ４． ３３ ２． ５５ ５． ９９ ５． ６６ ０． ７５ ０． ４３ Ｏ（ＴＫｐ）

ＳＪ２ ８． １７ ７． ５７ － ０． ５９ ２． ２０ ５． ６８ ５． ７２ ０． ８０ ０． ３６ Ｏ（ＴＫｐ）

ＭＶ １５． ２０ ５． １８ － １． ０８ ２． ０６ ５． ０５ ５． ２６ ０． ９５ ０． ４８ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＳＰ １１． ９０ ３． ２１ － ０． ６６ ２． １３ ５． ４３ ５． ５９ ０． ８５ ０． ３３ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＭＢ １１． ７０ ３． ８６ － ０． ０１ ２． １９ ５． ４５ ５． ５６ ０． ８５ １． ２８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＳＰ⁃Ｌｏｃａｌ １２． ２０ ４． １７ ０． ２４ ２． ３４ ５． ９５ ６． ４４ ０． ６８ ０． ３３ Ｏ（Ｋｐ）

ＭＢ⁃Ｌｏｃａｌ １２． ９０ ３． ９９ １． ２７ ２． ５５ ６． ９４ ７． ３４ ０． ５１ １． ２８ Ｏ（Ｋｐ）

ＭＬ ７． ３７ ４． ５０ － ０． ４６ ２． ０１ ４． ９６ ５． ２４ ０． ９９ ０． ６６ Ｏ（ＴＫ（ｐ２ ＋ ｐ））

ＤＣ １１． ５０ ６． ３１ １． ５２ ２． ２０ ５． ３１ ５． ４１ ０． ８８ １． １７ Ｏ（Ｋ（ｐ２ ＋ ｐ））

ＷＷ １０． ３０ ６． ４１ １． ９４ ２． １４ ５． ０８ ５． １８ ０． ９６ ０． ２８ Ｏ（Ｋ（ｐ２ ＋ ｐ））

—２０１— 管　 理　 科　 学　 学　 报 ２０２３ 年 ５ 月


