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基于遗忘函数和领域最近邻的混合推荐研究
①
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摘要: 基于内容过滤和协同过滤是两大最为经典的推荐算法，但基于内容过滤存在新用户问

题，没有考虑用户兴趣变化对推荐质量的影响，协同过滤则面临严峻的数据稀疏性和冷启动的

挑战．针对这些，提出混合推荐算法: 基于非线性逐步遗忘函数建立用户兴趣模型，预测用户未
评价商品评分; 引入“领域最近邻”处理方法查找目标用户的最近邻，预测未评价商品评分，以
此为基础做出推荐．实验结果表明，本文方法能有效提高推荐质量．
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0 引 言

在竞争日趋激烈的当今社会，销售环境的选

择举足轻重，良好的销售环境有助于降低产品价

格和厂商的生产规模，促进产品多样性［1］，互

联网无疑就是这样良好的销售环境． 它的迅速普
及促成了电子商务的日趋盛行，但它为消费者带

来更多商品选择的同时，信息迷航的问题也日趋

严重． 推荐系统的出现和应用极大地改善了这一
问题． 一个准确、高效的推荐系统可以根据潜在
消费者的个性化特征和需求，主动向其推荐商

品，帮助他们找到所需商品，实现交叉销售［2］，

顺利完成购买过程，增加顾客满意度的同时，获

得和维持顾客忠诚度，最终促成重复购买［3］．
因此，网络推荐已成为电子商务网站成功实施网

络营销的关键工具．
推荐系统包括基于内容过滤 ( content-based

filtering，CBF) 和协同过滤 ( collaborative filte-
ring，CF) 两大最为经典的推荐技术． 基于内容
过滤的推荐结论直观且容易解释，不存在数据稀

疏问题; 协同过滤推荐则能够处理像音乐和视频

等复杂的非文本结构化商品，发现用户的新兴

趣［4］，推荐效果随着用户数量的增加而提高．
然而，基于内容推荐受商品属性提取方法的限制

( 例如不易对音乐和视频信息进行提取) ，存在

新用户问题． 协同过滤推荐则主要存在着数据稀
疏问题 ( sparsity problem ) 和扩展性［5］两大缺
陷． 针对这些问题，一些研究结合两种算法提出
了混合推荐算法． Albadvi 和 Shahbaze［6］通过分
析用户在各产品类别中的偏好，建立用户偏好模

型，考虑用户与用户之间及用户与产品项之间的

综合相似性形成最终推荐; 张锋和常会友［7］采

用 BP 神经网络预测用户对商品项的评分，减小
候选最近邻数据集的稀疏性，极大的提高了预测

的准确度，从而显著的提高了推荐质量; Ghaza-
nfar 和 Prugel-Bennett［8］利用用户对商品项的评
分，商品的特征属性以及统计学信息进行混合推

荐; Ariyoshi和 Kamahara［9］采用基于内容及基于
协同过滤的双重奇异值分解法来缓解数据稀疏性

问题; 而王瑞琴和孔繁胜［10］则通过引入多个数

据源对评价矩阵进行平滑填充来解决数据的稀疏

性问题，并从用户和项目两方面进行联合聚类来
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提高系统的可扩展性和推荐精度． 以上研究都在
不同程度上改善了最终推荐效果，但没有一个能

够同时克服内容过滤和协同过滤的各种缺陷，尤

其在用户兴趣建模阶段，都忽略了用户兴趣随时

间漂移问题． 对此，郑先荣等［11 － 12］在协同过滤

算法中引入遗忘函数，通过不用的时间权重衡量

用户兴趣的变化; 邢春晓等［13］在基于资源的协

同过滤算法中引入基于时间和基于资源相似度的

综合数据权重，提出适应用户兴趣变化的协同过

滤推荐算法． 本文以这些研究为基础，提出一种
新的混合推荐算法，从以下两个方面进行了改进

及创新: 首先，采用基于内容的方法，考虑用户

兴趣随时间变化，基于非线性逐步遗忘函数建立

用户兴趣模型; 然后，将用户评分并集中的非目

标用户划分为有推荐能力和无推荐能力两部分，

省去无推荐能力用户与目标用户之间的相似性计

算，对有推荐能力用户则采用领域最近邻协同过

滤推荐算法，计算用户之间的综合相似性，预测

目标用户未评价项的评分并做出推荐． 从实验结
果来看，由于考虑了用户兴趣漂移问题，并进行

了领域最近邻处理，新算法的推荐质量有了明显

提高．

1 相关工作

1． 1 用户兴趣模型的建立
在电子商务网站中，虽然用户和产品属性是

隐含的，用户对商品的选择却并非是随机的［14］．
因此，无论是哪种推荐系统，它们都必须建立用

户兴趣模型，才能据此做出推荐． 用户兴趣建模
是获取和维护反映用户兴趣和知识的过程，其结

果是建立能够表示用户特有知识背景、兴趣或需
求的用户兴趣模型． 从建模时用户的参与程度来
看，用户兴趣模型可分为显式建模、隐式建模以
及显式和隐式混合建模． 显式用户兴趣建模由用
户通过输入相关信息显式地建立，而隐式用户兴

趣模型则是利用用户的隐式反馈信息来建立和改

进的［15］． 然而，这些信息并不容易获取，用户
往往不乐意付出这些额外的时间［16］，而通过观

察用户的行为进行隐式推测，则可以减少用户不

必要的负担［17 － 18］．

用户兴趣建模主要有两个步骤: 首先，观察

用户的行为，从中识别用户的兴趣． 然后，以此
为基础，确定推荐系统下一步的反应． 当用户兴
趣固定不变时，根据以上步骤就可以完成用户兴

趣建模． 但是，当用户兴趣变化时，系统无法准
确识别用户目标，严重影响推荐质量． 就现实而
言，用户的兴趣不仅多样，且会随时间动态变

化，跟踪和学习用户兴趣虽艰难但十分必要［19］．
因此在用户兴趣建模阶段，考虑用户兴趣与时间

的关联关系，有利于实现更为准确的预测，从而

实现有效推荐．
1． 2 最近邻的寻找
传统的协同过滤推荐基于用户 － 商品评分

矩阵 R( m，n) 为目标用户找寻最近邻． R( m，n)
表示 m个用户对 n个商品项的评分矩阵． 在大型
电子商务网站中，用户及商品数目极其庞大，并随

着网站的发展数目还在不断地增加，而用户评价

过的商品项又很少，通常在 1% 以下［20］，这就使
得 R( m，n) 成为高维稀疏矩阵，严重影响最终的
推荐效果．
针对这一问题，有研究利用目标用户 u 和非

目标用户 v的评分项并集 I'uv计算两者之间的相似
性［21］．对于 u，v在并集中未评价项 i，通过为各自
寻找最近邻，利用这些最近邻的商品评分，预测

u，v未评价项的评分，使得两者对并集中的所有
项均有评分，再在此基础上进行进一步的协同过

滤，并做出相应的商品推荐．该方法有效地解决了
评分矩阵的高稀疏性所导致的系列问题，提高了

推荐质量． 但可以看到，该方法在寻找最近邻时，
并未考虑到两个用户多样化的兴趣之间，有时并

不存在绝对的相关性． 这是由于，在现实生活中，
用户对于商品的效用评价，除商品本身的性能相

关外，与其人际关系网络结构存在着更为紧密的

关联［22］，两个用户在某个领域兴趣偏好相同，在

其他领域，兴趣则未必也会相同． 因此，基于全
体项目空间寻找最近邻的做法并不合适，可取

的做法是: 基于未评价项所属类别为目标用户

找寻同领域内的最近邻，以这些最近邻的商品

评分作为进一步协同过滤的基础，此即“领域最
近邻”处理方法［23］，通过该方法找到的最近邻
更能代表目标用户的相似兴趣，也更符合实际

生活情况．
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进行了以上的思考和分析，分别在推荐模型

的相应阶段，引入非线性逐步遗忘函数和领域最

近邻处理方法，从而形成新的混合推荐模型，以期

获得更佳的推荐效果，实验结果为这一期待给予

了充分的支撑．

2 基于遗忘函数的用户兴趣建模

基于用户兴趣与商品属性的密切相关性，将

用户兴趣从简单的对商品的整体印象细化到对商

品各属性的不同程度兴趣度，即对于商品的某种

属性，用户的偏好除了绝对的肯定( 值为 1) 及否
定( 值为 0) 外，其偏好程度还可表达为 0、1 之间
的某个值( 如 0． 73) ，该值计算公式如下

d( ui，pj ) =
∑r( pj ) /m

∑r( ui ) /n
( 1)

其中，d( ui，pj ) 表示用户 ui 对商品属性 pj 的偏好

程度，取值于 0 与 1 之间，函数值越接近 1 表示该
用户对于具备属性 pj 的商品的偏好程度越高;

∑r( pj ) 表示用户 ui评价过的具有属性 pj的商品

评分之和;∑r( ui ) 表示用户 ui 全部评分之和;

m、n分别为相应的商品评分项数．
用户的消费过程实际上是个动态决策的过

程，在这个决策过程中，用户除了考虑当期的效用

外，还会同时考虑当期决策对于未来决策的影

响［24］．就是说，用户的消费行为和购买决策在时
间上是相互关联的，用户近期访问的商品更能影

响用户当前的购买决策，也更能反映用户当前的

兴趣，早期访问的商品对于用户未来可能产生兴

趣的商品的影响作用较小． 而根据德国心理学家
艾宾浩斯( Ebbinghaus) 对遗忘现象所做的系统
研究，人对于事物的遗忘过程是非线性的

( 图 1) ［25］．
用户的消费购买行为是用户心理行为的反

映，可以猜想用户对商品的兴趣变化也会遵循这

样的遗忘规律．因此，结合用户的兴趣随时间先快
后慢变化的特征，在用户的商品属性偏好计算中

引入非线性遗忘函数［12］

h( ti ) = ( 1 － θ) + θ ti － tmin
tmax － t( )

min

2

，

图 1 艾宾浩斯记忆遗忘曲线

Fig． 1 The Ebbinghaus forgetting curve

tmin ＜ ti ＜ tmax，0≤ θ≤ 1，0 ＜ h( ti ) ＜ 1

( 2)
式中，ti 为用户对第 i 个商品的访问时间与有效
起始时间的间隔; tmin 为用户历史访问记录中的
最早时间与有效起始时间的间隔; tmax 为用户历
史访问记录中的最晚时间与有效起始时间的间

隔; θ为遗忘系数，其值反映了遗忘速度，即 θ 值
越大，遗忘速度越快，用户的兴趣变化也就越快．
当 θ = 0，对用户的历史评分未进行非线性遗忘处
理; 当0 ＜ θ ＜ 1 时，进行部分的非线性遗忘处理;
当 θ = 1，对用户的历史评分进行完全的非线性遗
忘处理． θ值的设定应结合推荐系统中的用户兴
趣变化的速度，兴趣变化快，θ 值应设得大一些，
慢则应小些．于是，用户对已评价商品的各属性偏
好值调整为

D( ui，pq，j ) = bjd( ui，pj ) h( ti ) ( 3)
式中，当某商品 q具备某个属性 j时，bj 取值为 1，
否则该值为 0． 结合用户的商品评分历史记录及
计算出的用户对商品的各属性偏好值，建立如下

回归模型

rui，q = ωi，0 +ωi，1D( ui，pq，1) +ωi，2D( ui，pq，2) +… +
ωi，jD( ui，pq，j ) +… + ωi，kD( ui，pq，k ) ( 4)

在该模型中，rui，q是用户 ui对商品 q的总评分; k是
该商品的属性个数． 通过该模型获得的各参数
ωi，x ( x∈［0，k］) ，即为各属性的权重，反映了商
品各属性对用户兴趣的重要度．

3 基于领域最近邻的协同过滤推荐

3． 1 领域最近邻的界定
通过基于内容的方法获得了“用户 － 商品

—75—第 5 期 朱国玮等: 基于遗忘函数和领域最近邻的混合推荐研究



评分矩阵”之后，就需要为目标用户寻找最相近
邻居，传统的处理方法是等同的计算目标用户

与矩阵中每个用户之间的相似性，按照相似性

的高低确定最近邻，预测目标用户未评价商品

的评分，根据预测评分做出商品推荐． 然而，在
实际的商务网站中，尤其是大型商务网站，由于

商品数量的极其庞大，其商品都是进行类别划

分的．可以看到，多数用户的商品评分都随偏好
集中于少数几个特定类别中． 访问过同类别商
品的用户之间，相似性相对更高． 因此，将相似
性计算缩小到少数几个商品类别，而非整个商

品空间，并按照目标用户未评分商品所属类别，

在同领域内为其寻找最相近邻居，将有效提高

推荐效果和效率，也更符合生活实际，这就是领

域最近邻的基本思想．
定义 设目标用户 u和有推荐能力用户 v的

评分项所属商品类别集合分别为 Cu和 Cv，两者的

评分商品类别交集为 C1 = { C1，C2，C3，…，Cf} ，

则对于Cj ∈ CI ( 1≤ i≤ f) ，从“用户 － 商品评
分矩阵”中抽取所有该类别的评分项及对应的用
户组成新的评分矩阵 Rj，计算目标用户 u 与矩阵
中的其他用户之间的相似性，则其中相似性最大

的前 N位用户为目标用户的领域最近邻［23］．
根据定义，要寻找目标用户的领域最近邻，只

需分析目标用户 u与用户 v的评分集合 Iu与 Iv，以
及它们的评分项并集 Iuv ( 以 5 分的评分制为例) ．

1) 若 Iuv Iu，即用户 v的所有评价项，用户 u
都已经评价，则 v相对于 u属于无推荐能力用户;

2) 若 Iuv  Iu，即用户 v对 u的未评价项进行
了评分，则分为以下两种情况考虑:

①若 r( v) ≤ 2. 5( 评分制的中间值) ，视用户
v对于商品 i无偏好倾向，则 v相对于 u 仍无推荐
能力;

②若 r( v) ＞ 2. 5，则表明用户 v对商品 i偏好
明确，相对于 u属于有推荐能力用户．
例如，为预测表1中目标用户 u对商品类别A

中商品项 I3 的评分，需要在对商品项评价过的用
户集合 vi ( 1≤ i≤ q) 中寻找领域最近邻．由于用
户未对商品 I3 评分，搜寻范围缩减为{ v1，v2，v4 } ，
而用户 v2 对于商品 I3 的评分低于 2． 5，于是领域

最近邻搜寻范围锁定为{ v1，v4 } ，极大的减少了相
似性计算量．

表 1 用户 － 商品评分矩阵

Table 1 User-product rating matrix

用户
商品类别 A

I1 I2 I3 I4 I5 I6

u 4 3 1 2 5

v1 1 5 5 4

v2 1 2 5 3

v3 5 1 2 4 1

v4 3 2 4 3 1

3． 2 相似性计算
按照领域最近邻处理方法，确定了目标用户

的领域最近邻集合 Vc = { v1，v2，…，vq} 后，利用
“用户 － 商品评分偏好矩阵”以及人口统计信息
计算目标用户与各领域最近邻的综合相似性．
以评分矩阵为基础，采用有约束的皮尔逊相

关系数度量目标用户与领域最近邻集合中的各用

户 vi ( 1 ≤ i≤ q) 之间的相似性，公式如下
sim1 ( u，v) =

∑ i∈Iu，v
( ru，i － m) ( rv，i － m)

∑ i∈Iu，v
( ru，i － m) 2∑ i∈Iu，v

( rv，i － m)槡
2

( 5)
其中，m表示评分制的中值( 例如 5 分制的中值
2. 5 分) ，Iuv 表示 u，v的评价商品项交集．
目标用户与领域最近邻的人口统计信息之间

的相似性计算如下

sim2 ( u，v) = ∑
n

i = 1
( 1 － | fu，i － fv，i |

Fi
) λ i ( 6)

其中 fu，i与 fv，i分别表示用户 u与 v的第 i个人口统
计信息值，Fi 表示第 i 个人口统计信息的取值范
围，λ i 为第 i个统计信息在相似性计算中的权值，
n为人口统计信息属性的个数．
最后，对以上两类相似性赋予一定的权值，而

获得目标用户与各领域最近邻之间的综合相似

性，计算公式如下

sim( u，v) = βsim1 ( u，v) + ( 1 － β) sim2 ( u，v)
( 7)

其中，β为可调节的权重因子．当领域内的某用户
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与目标用户之间的公共评价商品项数很多，仅依

据评分矩阵就能获得非常准确的相似性，不需要

引入人口统计信息以提高预测准确性，此时 β 取
值为 1; 反之，若领域内的某用户与目标用户之间
的公共评价商品项数有限，不足以真实反应用户

之间的相似性，此时，应提高人口统计信息相似性

的权重，甚至将 β 取值为 0 而直接以人口统计信
息度量用户之间的相似性．
按照以上方法，计算出目标用户 u 与领域最

近邻集合中的每位用户 v 之间的相似性 sim( u，
v) ，取相似性由大到小排列的前 k 位用户形成目
标用户 u的最近邻集合 V = { v1，v2，…，vk} ．
3． 3 推荐的生成
获得了最近邻集合后，设 V中各用户的商品评

分集分别为 I1，I2，…，Iq，目标用户 u的商品评分集为
Iu，并通过以下公式预测 u未评价商品项的评分

Ru，i = ru +
∑ vq∈U

sim( u，vq ) ( rvq，i － rvq )

∑ vq∈U
( | sim( u，vq ) | )

( 8)

其中，sim( u，vq ) 表示最近邻集合中的用户 vq 与
目标用户 u之间的相似性，ru 表示 u在所评价过
的商品集中的平均评分，rvq，i 表示 vq 对商品 i的
评分，rvq表示 vq在与 u的公共评价商品集中的平
均评分．依此预测出目标用户在领域中所有未
评价项的评分后，按 Ru，i值的大小取前 N位形成
top－N商品推荐集推荐给目标用户，完成整个推
荐过程．
3． 4 算法描述
本文所提出的基于非线性逐步遗忘和领域最

近邻的混合推荐模型的输入数据包括: m 个用户
对 n个商品的评分矩阵 R( m，n) ，以及相应的评
分时间，遗忘因子 θ，各用户的人口统计信息，相
似性的权重因子 β，最近邻用户数 k，推荐集的规
模 N．输出的则是针对目标用户 u的“top-N”推荐
集．整个推荐过程可以划分为 4 个阶段．
阶段 1 建立用户兴趣模型． 根据评分信息

以及商品的特征属性，利用式( 1) 计算各用户对
商品各属性的相对兴趣，利用式( 2) 计算用户对
各评分项的遗忘函数，结合式( 3) 、( 4) 建立多元

回归方程，求解方程，形成相应的用户兴趣模型．
阶段 2 填充评分矩阵． 结合已建立的用户

兴趣模型以及用户未评价商品的属性，预测用户

对相应商品的评分，填充“用户 － 商品评分矩
阵”，从而降低其稀疏性．
阶段 3 查找领域最近邻． 针对目标用户 u，

判断用户集合的每个用户 v是否为 u 的有推荐能
力用户．若 v为 u的有推荐能力用户，则按照领域
最近邻的处理方法利用式( 7) 计算两者的综合相
似性，按照相似性高低选取前 k 位作为目标用户
的领域最近邻．
阶段 4 预测评分与生成推荐． 利用目标用

户和他的领域最近邻的综合相似性以及相应商品

评分，通过式( 8) 预测目标用户未评价商品的评
分，根据预测所得评分高低，选取前N种商品形成
“top-N”推荐清单推荐给目标用户．

4 实验结果与分析

4． 1 实验数据
采用 Movielens( http: / / grouplens． umn． edu)

网站提供的数据集对本文提出的改进算法和传统

的基于内容的算法以及传统的协同过滤算法进行

分析比较． Movielens 是美国明尼苏达州立大学
Grouplens研究小组所开发的基于协同过滤算法
的个性化电影推荐网站． Grouplens研究小组公布
了规 模 不 同 的 3 个 数 据 集 ( http: / /www．
grouplens． org /data / ) ，所有电影分属于 19种电影
类别，每位用户至少对 20 部以上自己看过的电影
进行评分，分值在1 ～ 5分之间，评分越高，意味着
用户越偏爱该部电影． 本实验下载其中一个包含
943位用户对 1 682部电影的 100 000条评分的数
据集，从中随机抽取 100个用户对 1 682部电影的
11 560 条评分数据作为实验的数据基础，从实验
数据集中的评分随机隐藏约 10% ( 1 155条) 组成
测试集，以其余约 90% ( 10 405条) 的评分数据作
为训练集．根据实验需要，进一步在训练集中 3 次
随机抽取 50个用户，从而获得稀疏性不同的4个训
练集，以此为基础预测各用户被隐藏电影的评分．实
验数据集的具体分布情况如表 2以及图 2所示．
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表 2 实验数据集
Table 2 Experimental data set

总样本 训练集 1 训练集 2 训练集 3 训练集 4 测试集

用户数 100 100 50 50 50 97

电影数 1 682 1 265 1 098 1 075 1 265 567

评分数 11 560 10 405 5 354 5 051 10 405 1 155

稀疏性 0． 931 3 0． 917 7 0． 902 5 0． 906 0 0． 835 5 0． 979 0

图 2 评分值分布
Fig． 2 Rating distribution

4． 2 评价标准
推荐质量的评价标准主要有两类: 统计精度

以及决策支持精度［20］． 本文采用广泛使用的平均
绝对误差( MAE) 作为推荐效果的评价标准．
通过计算用户的预测评分与对应的实际评分

之间的平均绝对偏差来度量模型预测的准确性，

平均绝对误差越小，推荐质量越高． 假设用户的预
测评分集为{ p1，p2，…，pn} ，对应的实际评分集为

{ r1，r2，…，rn} ，MAE的计算为

MAE =
∑

n

k = 1
| pk － rk |

n ( 9)

4． 3 实验结果及分析
为了测量新模型各阶段的关键因素对最终推

荐效果的影响，进行了不同的对比实验，所得结果

及分析如下．
1) 在建立用户兴趣模型阶段，基于遗忘函数
对训练集中用户未评分项进行评分预测． 首先计
算出训练集中各用户对各种电影属性的偏好值，

以 ID = 513 为例，数据如表 3 所示．将遗忘因子 θ
分别设为 0( 此时未进行非线性遗忘处理) 、0． 3 和
0． 6，遗忘因子越大，遗忘速度越快，针对每个用户
求解而得 3 个不同的用户兴趣模型，并直接利用
这些用户兴趣模型对测试组进行评分预测，以测

量遗忘函数对推荐效果的影响．
表 3 ID = 513 用户的电影评分及相应电影的属性分布

Table 3 Films ratings of user ID = 513’s and the corresponding film attribute distribution

用户 ID 电影项 评分
电影属性

I1 I2 I3 I4 I5 I6 I7 I8 I9 I10 I11 I12 I13 I14 I15 I16 I17 I18 I19

513 50 5 1 1 0 0 0 0 0 0 0 0 0 0 0 1 1 0 1 1 0

513 117 5 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

513 118 4 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

513 121 5 1 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 1 0 0

513 127 4 1 0 0 0 0 1 0 1 0 0 0 0 0 0 0 0 0 0 0

513 181 5 1 1 0 0 0 0 0 0 0 0 0 0 0 1 1 0 1 0 0

513 210 5 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

513 222 5 1 1 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0

513 250 3 1 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0

513 323 5 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

513 405 3 1 1 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 0

513 435 5 1 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0

513 472 4 1 1 0 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0

513 546 4 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

513 685 4 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

513 841 4 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0
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表 4 ID = 513 用户的属性偏好值

Table 4 Attribute preference values of user ID = 513

ID513

属性偏好值

I1 I2 I5 I6 I8 I9 I13 I14 I15 I16 I17 I18

1． 01 1． 04 0． 99 0． 91 0． 91 0． 91 0． 68 1． 14 1． 04 1． 03 1． 14 1． 14

注:对该属性的偏好为 0，即它对具备该属性的电影不存在偏好倾向．

表 5 ID = 513 用户的遗忘函数值 h( ti ) 的部分计算结果

Table 5 Parts of the calculated results of user ID = 513’s forgetting function h( ti )

50 117 118 181 252 265 435 472 841

m = 0 0． 957 7 0． 957 7 0． 957 7 0． 957 7 0． 966 1 0． 957 7 0． 966 1 0． 957 7 0． 957 7

m = 0． 3 0． 881 4 0． 883 7 0． 884 7 0． 881 2 0． 966 1 0． 900 4 0． 939 0 0． 887 0 0． 885 9

m = 0． 6 0． 912 0 0． 913 3 0． 913 9 0． 911 8 0． 966 1 0． 923 3 0． 949 9 0． 915 3 0． 914 7

表 6 训练集 1 未进行矩阵填充的部分评分矩阵

Table 6 Parts of the rating matrix of training set 1 before filling

1 2 3 4 5 6 7 8 9 10 11 12 13 14

3 0 0 0 0 0 0 0 0 0 0 0 0 0 0

10 0 0 0 4 0 0 4 0 4 0 4 5 3 0

20 3 0 0 0 0 0 0 0 0 0 2 0 0 0

23 5 0 0 0 0 0 4 0 0 0 0 0 4 4

25 5 0 0 0 0 0 4 4 0 0 0 0 0 0

表 7 基于遗忘函数建立回归模型进行矩阵填充后训练集 1 的部分评分矩阵

Table 7 Parts of the rating matrix of training set 1 after filling through regression modeling based on forgetting function

1 2 3 4 5 6 7 8 9 10 11 12 13 14

3 2． 28 3． 89 1． 81 3． 62 2． 93 3． 10 2． 71 3． 24 3． 10 2． 61 1． 97 1． 97 2． 28 3． 79

10 4． 01 4． 18 4． 03 4 4． 42 4． 22 4 4． 66 4 4． 53 4 5 3 4． 25

20 3 3． 85 1． 58 6． 34 3． 82 4． 01 3． 77 5． 13 4． 01 2． 76 2 1． 97 2． 41 3． 95

23 5 3． 77 3． 70 3． 20 4． 30 3． 67 4 3． 25 3． 67 3． 63 4． 08 4． 08 4 4

25 5 4． 08 4． 34 4． 09 3． 60 3． 93 4 4 3． 93 3． 57 3． 84 3． 84 4． 50 4． 08

实验结果表明，加入了遗忘函数的用户兴趣

模型的预测准确性要优于未加入遗忘函数的用户

兴趣模型，如图 3 所示． 就总体而言，当遗忘因子
取得较大时，推荐效果有所改善，原因可能是多数

用户的兴趣变化较快，而个别用户( 如用户 ID =
558) 可能由于兴趣变化慢，在加入遗忘函数后，
推荐效果反而变差．

2) 鉴于以上结果，采用遗忘因子 θ 为 0． 6 求
解而得的各用户兴趣模型，预测训练集中各用户

未评价电影的评分，以降低“用户 － 电影评分矩
阵”的稀疏性．在最近邻查找阶段，同时测量了未
进行领域最近邻处理的基于内容过滤方法和本文

进行了领域最近邻处理方法的推荐精度以作对

比．在计算综合相似性时，又将 β值分别设为0． 1，

图 3 不同遗忘因子下的推荐精度比较

Fig． 3 Recommendation accuracy comparisons based

on different values of forgetting factor

0． 5 以及 0． 9，以观测不同的相似性测度标准对于
推荐精度的影响，结果显示如图 4，其中上半部分
3 条折线对应的是未进行领域最近邻处理的基于
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内容过滤的推荐精度，下半部分为进行了领域最

近邻处理的本文方法的推荐精度．由图 4 可知，进
行了领域最近邻处理的本文算法具有更小的

MAE值，这是由于用户可能存在多个不相关的兴
趣领域，采用领域最近邻方法找到的最近邻与目

标用户的兴趣更为相近，使得预测结果更为准确，

从而提高了推荐质量．而 β取值为 0． 9 时 MAE 值
最小，则是由于本文第 1 阶段利用用户兴趣模型
预测用户未评价电影的评分，极大的降低了评分

矩阵的稀疏性，因此依赖评分矩阵进行预测使得

预测结果更为准确．

图 4 本文方法与未进行领域最近邻处理的 CBF的推荐精度比较

Fig． 4 Recommendation accuracy comparison between proposed method

and CBF without processing of domain nearest neighbor

3) 此外，还测量了本文的新模型与未进行基
于遗忘函数的矩阵填充处理的协同过滤方法的推

荐精度，对比结果如图 5 所示，其中，上半部分为
传统协同过滤方法的推荐精度．由图可以看出，相
较于未进行基于遗忘函数的矩阵填充处理的协同

过滤方法，本文的新模型在推荐精度有了大幅度

的提高．这是由于本文所提出的新模型综合了基
于内容过滤的优势，利用基于非线性遗忘用户兴

趣模型对用户未评分电影项进行预测，降低了评

分矩阵的稀疏性之后，在为目标用户寻找最近邻

阶段又引入了领域最近邻的处理方法，更进一步

提高了推荐精度，另外利用人口统计信息的相似

性、以及评分相似性获得综合相似性，都有利于改
善预测准确性．

4) 最后，测量了在 3 组稀疏性不同的评分矩
阵( 相应的稀疏性为 0． 906、0． 902 5、0． 835 5) ，分
别为各目标用户取最相邻的 5、10、15、20 以及 25
个领域最近邻情况下推荐精度的差异，实验结果

见图 6．可以看到，随着稀疏性的下降，MAE 值也

在减小，即推荐的准确性在增强．并且当领域最近
邻个数选取为 20 个时，MAE 值达到最小，结果如
图 6 所示．

图 5 本文方法与未进行基于遗忘函数的矩阵填充的
CF的推荐精度比较

Fig． 5 Recommendation accuracy comparison between proposed

method and CF without matrix filling based on forgetting function

图 6 不同邻居个数下的推荐精度比较
Fig． 6 Recommendation accuracy comparisons based

on different neighbor numbers

5 结束语

针对现有推荐系统存在的一些缺陷 ( 如基

于内容过滤的新用户问题，协同过滤的数据稀疏

性、冷启动问题) ，以及用户兴趣变化的不确定
性，本文提出了一套解决方案． 首先，引入非线
性遗忘函数建立用户兴趣模型，采用基于内容的

方法预测用户未评价项的评分，降低评分矩阵的

稀疏性． 在最近邻查找阶段，考虑用户兴趣的多
样性与非相关性，引入领域最近邻处理方法，并

综合利用人口统计信息以及评分矩阵计算目标用

户与各领域最近邻间的综合相似性，预测目标用

户的未评价项商品评分，依据评分做出相应推

荐． 可以看出，本文方法利用到了用户的人口统
计信息以及商品的项目属性信息，并非仅仅只是

简单依赖评分矩阵做出推荐，同时解决了新用户
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和冷启动问题． 从实验结果来看，本文方法较传
统协同过滤方法有着更高的预测推荐精度． 进一
步的研究工作将在用户兴趣模型建立阶段将引入

更能表征用户兴趣变化的方法，以建立更能准确

的反应用户的当期兴趣的用户兴趣模型，提高预

测推荐精确性．
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Hybrid recommendation based on forgetting curve and domain nearest neighbor

ZHU Guo-wei，ZHOU Li
School of Business Administration，Hunan University，Changsha 410082，China

Abstract: Content-based filtering and collaborative filtering are the two most classical algorithms in recommen-
dation system． However，there is the new customer problem in content filtering which does not consider the in-
fluences of users＇ interests drifting on recommendation quality． And collaborative filtering faces severe challen-
ges of data sparisity and cold start． To solve these problems，a hybrid recommendation algorithm is proposed in
this paper． First，the paper builds a Customer Interests Model ( CIM) based on the Forgetting Curve to predict
the unevaluated rating; then introduces the processing method of " domain nearest neighbor" to find the nearest
neighbors for target users to predict the unevaluated rating; and finally，makes the recommendation． The ex-
perimental results show that the proposed method can improve the recommendation quality effectively．
Key words: hybrid recommendation; non-lineal gradual forgetting; domain nearest neighbor
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