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基于 ODＲ-ADASYN-SVM的极端金融风险预警研究①
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摘要: 针对合成少数类过采样( synthetic minority over-sampling technique，SMOTE) 方法在提升
支持向量机( support vector machine，SVM) 的非均衡样本学习能力中出现的过拟合( over fit-
ting) ，引入自适应合成抽样方法( adaptive synthetic sampling approach，ADASYN) 和逐级优化递
减欠采样方法( optimization of decreasing reduction，ODＲ) 分别克服 SMOTE 在生成新样本中的
盲目性和在处理对象上的局限性，进而与 SVM 相结合，构造出改进 SVM，即 ODＲ-ADASYN-
SVM模型来预测中国极端金融风险;最后运用 T检验对各模型预测精度的差异性进行显著性
检验以及对各模型的预测稳定性进行评价．实证结果表明，ODＲ-ADASYN-SVM模型不仅能够
显著地提升 SVM的非均衡样本学习能力，同时也能够有效地克服 SMOTE的过拟合，从而展示
出优越的极端金融风险预测性能．
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0 引 言

近年来爆发的次贷危机、欧债危机等金融风
险危机事件，不仅给各国经济带来了沉重打击，也

使金融风险预警面临着更为严峻的挑战．因此，建
立科学的风险预警模型，准确地识别并有效地防

范和控制风险，以维护金融经济安全，促进经济社

会和谐稳定，既是新形势下金融经济管理部门面

临的重要任务，也是学术界关注的热点问题．
然而，无论是对金融经济管理部门还是对投

资者来说，都更关注金融市场极端下滑 ( extreme
downside) 所引发的极端金融风险 ( extremely
financial risk) ［1］．这是因为，极端金融风险尽管发
生概率极小，但一旦发生，就不仅会给投资者带来

巨大损失，或是灭顶之灾，甚至还可能引起社会动

荡、政权解体等严重后果．因此，探讨极端金融风
险的有效预警方法具有至关重要的现实意义．

在这里需要指出的是，自从 1997 年东南亚金
融危机发生以来，极端金融风险预警就一直都是

学术界关注的焦点与热点． 学者们已运用概率比
( probit) 回归、横截面回归 ( STV) 、信号法 ( KLＲ

模型) 、逻辑 ( Logit ) 回归、神经网络 ( neural net-
work，NN) 等模型对金融风险危机预警展开了研
究［2 － 6］，虽然在预测极端金融风险上都取得了较

好的效果，但却存在前提条件过于苛刻、过学习、

欠学习以及局部极小等问题［7］．而 SVM［8］运用计
算机智能技术自动确定模型结构，不仅能有效克

服上述模型所存在的问题，而且也具有优越的智

能学习与智能预测能力，因而被广泛运用于风险

预警中且取得了良好的研究效果［9］． 然而，SVM

的良好预测性能却需要依赖数量相同的不同类别

样本进行学习才能获得，事实上，现实生活中大量

存在的样本却往往属于非均衡的［10］，如金融市场
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中的极端与非极端金融危机事件所分别代表的少

数和多数类样本就正好构成一类典型的非均衡样

本．如果仍然运用 SVM对这样一类非均衡样本进
行学习，就很可能会造成 SVM 的分类超平面
( separating hyperplane) 向极端金融危机事件所代
表的少数类样本偏移，从而导致该类样本被大量

错分，最终降低 SVM 的预测性能［11］． 由此可见，
非均衡样本使得 SVM学习面临严峻的挑战，因而
就必须改进 SVM 模型，以提升 SVM 的非均衡样
本学习能力．
尽管学者们已研究出多种方法，尤其是研究

出 SMOTE方法［12］来提升分类模型的非均衡样本
学习能力．但在 SMOTE 方法中，每个少数类样本
都盲目地生成相同数量的人造样本，却忽略了其

邻近样本的分布特点，因而容易造成少数类样本

的相互重叠． 同时，SMOTE 也仅仅处理少数类样
本，无法实现对多数类样本的处理． 因此，SMOTE
方法在生成少数类样本中的盲目性以及在处理对

象上的局限性，使得分类模型不仅容易错分少数

类样本，而且也无法有效删除多数类样本中的噪

声信息，从而出现不能准确预测少数类样本的过

拟合问题［13］． 而 ADASYN［14］ 却是专门针对
SMOTE的盲目性而设计的解决方法，它利用少数
类样本的密度分布来计算少数类样本生成的数

量，使学习困难的少数类样本生成更多的人造样

本，以增强分类模型的学习能力．同时，ODＲ［15］利
用 K 最邻近规则 ( K-nearest neighbor，KNN) 来计
算多数类样本对邻近样本的影响程度，进而依次

删除对分类模型的学习能力有负面影响或者影响

不大的多数类样本，以实现对多数类样本有目的

的筛选，从而有效克服 SMOTE 在处理对象上存
在的局限性．由此可见，将 ADASYN 和 ODＲ 相结
合，既能有效地克服 SMOTE 在生成少数类样本
中的盲目性，又能有效地克服 SMOTE 在处理对
象上的局限性，因而在提升非均衡样本学习能力

上具有十分显著的优势．但令人遗憾的是，就本文
所掌握的文献而言，尚未发现有学者将 ADASYN
与 ODＲ相结合以提升分类模型的非均衡样本学
习能力．
值得注意的是，中国金融市场成立时间较短，

缺乏应对金融风险危机的成熟经验，在极端金融

风险的控制与防范上还存在诸多薄弱性［16 － 17］;与

此同时，随着经济全球化的深入发展，中国金融市

场与国外金融市场的联系日益密切，因而极易受

到国外极端金融风险的传染与冲击，从而承受着

更为艰巨的风险考验，面临着更为严峻的风险挑

战［18 － 19］．那么，能否将 ODＲ、ADASYN 与 SVM 相
结合，构建出适合中国金融市场的极端金融风险

预警方法? 如果能，那么在极端金融风险的预测

上，构建的预警模型又是否较 SVM、SMOTE-SVM、
ODＲ-SVM以及 ADASYN-SVM预警模型具有更为
明显的优势呢?

基于以上分析，本文以沪深 300 指数 ( China
securities index 300，CSI300) 为研究对象，既引入
ADASYN来克服 SMOTE 在生成新样本中的盲目
性．又针对 SMOTE 在处理对象上的局限性，引入
ODＲ来删除非极端金融风险样本中的噪声信息;
并与 SVM相结合，提出改进 SVM，即 ODＲ-ADA-
SYN-SVM预警模型来预测中国极端金融风险．进
而运用性能评估指标对 SVM、SMOTE-SVM、ODＲ-
SVM、ADASYN-SVM 以及 ODＲ-ADASYN-SVM 模
型的预测精度进行评估，并运用 T 检验对各模型
预测精度的差异性进行显著性检验并对各模型的

预测稳定性进行评价，以充分展示出 ODＲ-ADA-
SYN-SVM模型在预测性能上的显著优越性，从而
为金融经济管理部门及时控制与防范极端金融风

险以及投资者制定合理的投资策略提供良好的决

策借鉴．
目前，国内外已有部分学者运用 SVM对金融

市场风险预警展开了研究． Ahn 等［20］以韩国金融
市场为研究对象，建立了 SVM金融市场风险预警
系统; Groth 和 Muntermann［21］又以文本信息为研
究对象，运用支持向量机 ( SVM ) 、神经网络
( NN) 、贝叶斯( Bayes) 等方法，探索了金融市场风
险危机管理;徐国祥和杨振建［22］将主成分分析方

法( principle component analysis，PCA) 、遗传算法
( genetic algorithm，GA) 和 SVM 相结合，构建了
PCA-GA-SVM预警模型，并对沪深 300 指数和大
盘股走势进行了预测研究;李云飞和惠晓峰［23］运

用 SVM 建立了股票投资价值分类模型，并与 BP
和 ＲBF神经网络的预测性能进行了比较．
与本文所掌握的研究文献相比，本文的差异

性显而易见． 1 ) 尚未发现有文献集成 ODＲ 和
ADASYN来克服 SMOTE 所存在的过拟合，尤其
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是没有发现有文献将 SVM与该技术相结合，对中
国新兴金融市场( 本文用 CSI300 作为中国新兴金
融市场的代表) 的极端金融风险展开预警研究;

2) 除运用常用指标来评价非均衡样本分类模型
的性能之外，本文尤其是运用 T 检验对模型预测
精度的差异性进行显著性检验，以及对各模型的

预测稳定性进行评价; 3) 在提取能够显著刻画中
国新兴金融市场极端金融风险的特征指标上，不

仅运用统计假设检验和逐步判别分析法来提取市

场内部特征指标，还运用 Copula 方法专门对市场
外部特征指标进行了提取，从而使得提取出的特

征指标能够更为全面而显著地刻画中国新兴金融

市场的极端金融风险．

1 研究方法

1． 1 极端金融风险 SVM预警方法
就金融市场 i 而言，每个时刻都存在着发生

极端金融风险与未发生极端金融风险两种情况，

分别用状态指标变量 y ( i) ∈ { + 1，－ 1} 表示．其
中，“+ 1”代表发生极端金融风险，“－ 1”代表未
发生极端金融风险． 而每个时刻还包含 n 维特征
指标变量 x ( i)d = ( x( i)1 ，x

( i)
2 ，…，x

( i)
n ) ，d = 1，2，

…，n，它的每个分量都代表市场 i 的极端金融风
险特征指标．于是，特征指标变量与状态指标变量
就构成样本点 ( x ( i)d ，y

( i) ) ．
由于本文研究的是极端金融风险预警方法，

即通过当前特征指标变量来预测出下一个时刻的

状态指标变量，则由 t － 1 个不同时刻的样本点就
构成了 1 个样本数据集 ( x ( i)k，d，y

( i)
h ) ，k = 1，2，…，

t － 1 ，代表了 t时刻前的某个时刻，h = 2，3，…，
t，表示对应每个 k时刻的下 1 个时刻．
在构造出样本数据集的基础上，将样本数据

集中 1 个时间长度为 m的样本数据 ( x ( i)j，d，y
( i)
p ) 作

为训练集，j = 1，2，…，m; p = 2，3，…，m + 1，m ＜
t － 1 ．另一部分数据 ( x( i)k－j，d，y

( i)
h－p ) 作为测试集．然

后，运用 SVM进行训练，就得到极端金融风险预
警模型

y ( i) = sgn( f( x) ) ( 1)
式中 sgn( f( x) ) 是符号函数; f( x) 是以特征指标
变量为自变量的决策函数． 当金融市场处于极端

金融风险状态时，y ( i) = sgn( f( x) ) = + 1;否则，
就为 － 1．
运用 SVM方法在训练集上寻找最优分类函

数( 即式( 1) 代表的极端金融风险预警模型) ，就
需要将寻找最优分类函数转化为求解以下最优

问题

min 1
2 ‖w‖2 + C∑

m+1

p = 2
ξp ( 2)

s． t． y ( i)p ( ( w
Tx ( i)j，d ) + b) + ξp ≥ 1 ( 3)

式中 w 是可调权值向量; b 是分类阈值 ( thresh-
old) ; ξp是非负的松弛变量 ( slack variable) ，其作
用是适当地“软化”约束条件，允许样本误判的存
在; C是惩罚参数 ( penalty parameter) ，其作用是

权衡分类间隔 2 /‖w‖ 和错划程度∑
m+1

p = 2
ξp ，目的

是使得 2 /‖w‖尽可能大而∑
m+1

p = 2
ξp 尽可能小．

为了求解上述最优问题，就要利用拉格朗日

乘子( Lagrange multiplier) 法将上述最优问题转化
为对偶( dual) 问题

max
α

－ 1
2∑

m+1

p =2
∑
m+1

q =2
∑
m

j =1
∑
m

s =1
y( i)p y( i)q αjαs ×

exp( － γ x( i)j，d － x( i)s，d
2) +∑

m

s =1
αs ( 4)

s． t．∑
m+1

p = 2
∑
m

j = 1
y ( i)p αj = 0 ( 5)

0 ≤ αj ≤ C，j = 1，2，…，m ( 6)

其中 α为拉格朗日乘子，( x ( i)s，d，y
( i)
p ) 为 α 的一个

正分 量 αs 所 对 应 的 样 本 点， exp( － γ
x( i)j，d － x ( i) 2 ) 是引入的径向基核函数 ( radical

basis function，ＲBF) ，γ是 ＲBF核函数的参数．由
于大量研究文献均已证实 ＲBF 核函数下 SVM 的
预测性能较其余核函数下 SVM 的预测性能更为
优异［24 － 26］．因此，本文选用 ＲBF 作为 SVM 的核
函数．
于是，通过求解上述对偶问题，就得到以下最

优分类函数

f( x) = sgn( w* x + b* )

= (sgn ∑
m

j =1
∑
m+1

p =2
α*

j y
( i)
p exp(－γ x( i)j，d －x

( i) 2) +b )*

( 7)
其中
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b* = y( i)q －

∑
m

j =1
∑
m+1

p =2
∑
m

s =1
y( i)p α*

j exp( － γ x( i)j，d － x( i)s，d
2) ( 8)

至此，极端金融风险预警的 SVM方法就已构
建完毕．然而，正如前文所分析的那样，由极端与
非极端金融风险样本所构成的非均衡训练样本会

大大削弱 SVM 的学习能力，最终降低 SVM 对极
端金融风险样本预测的精度．因此，下文将重点探
讨能够提升 SVM 的非均衡样本学习能力的有效
方法，以降低数据的过度偏斜对 SVM预测极端金
融风险样本所造成的影响．
1． 2 提升 SVM预测性能的ODＲ-ADASYN方法
为克服 SMOTE在生成新样本中的盲目性以

及在处理对象上的局限性，本文运用 ODＲ 和
ADASYN方法来改进 SMOTE，以提升 SVM 的极
端金融风险预测性能．
假定训练样本集为 S，其中非极端金融风险

样本集为 Smaj，极端金融风险样本集为 Smin，x 属
于 Smaj中的样本．定义样本 x的关联集是指 Smaj中

除 x以外的其他非极端金融风险样本的 K个最邻
近样本中包含 x 的样本集，简称为关联集 x． 则
ODＲ-ADASYN的计算机实验步骤如下:
步骤 1 根据式( 9) ，计算出需要删除的非极

端金融风险样本数量 Num
Num = Smaj － S( )

min α ( 9)

其中 α ∈［0，1］，表示删除指定的非极端金融风
险样本后期望得到的样本非均衡水平，若α = 1 ，
则表示删除指定的非极端金融风险样本后，两类

样本数量达到完全均衡;

步骤 2 计算出非极端金融风险样本集中每
个样本的关联集;

步骤 3 就样本 x 而言，运用 KNN 算法对关
联集 x 中的所有样本进行分类，能够被正确分类
的个数记录为 withx ;
步骤 4 从关联集 x包含的所有样本的最邻近

样本中将样本 x删除，并将第 K +1个最邻近样本加
入，再运用 KNN算法对关联集 x中的所有样本进行
分类，能够被正确分类的个数记录为 withoutx ;
步骤 5 根据式( 10) ，计算 withx 与 withoutx

的差值 diff
diff = withx － withoutx ( 10)
并通过下式判断 diff与 0 的大小关系来定义

样本 x的属性

x∈
N diff ＜ 0
B diff = 0
S diff ＞

{
0

( 11)

其中 N代表噪声样本，B 代表边界样本，S 代表安
全样本;

步骤 6 根据步骤 3 至步骤 5，定义出 Smaj 中

除样本 x 外的其余每个非极端金融风险样本的
属性;

步骤 7 根据步骤 6 定义出的样本属性，保
留 Smaj 中的边界样本且删除噪声样本，并针对安

全样本作下一步处理;

步骤 8 对安全样本而言，需要计算它们与
其最近极端金融风险类样本之间的欧式距离，用

d表示，再按照 d值从大到小的顺序依次将每个 d
所对应的每个安全样本进行排序，并从第 1 个安
全样本开始删除，直到非极端金融风险样本的数

量递减到指定的数量，即 Smaj － Num 为止． 此

时，剩余的非极端金融风险样本集记为 Snewmaj，且

满足下式

Snewmaj = Smaj － Num ( 12)

步骤 9 根据步骤 8 得到的新的非极端金融
风险样本 Snewmaj 的数量 Snewmaj 以及原极端金融

风险样本 Smin 的数量 Smin ，计算出新生成的极

端金融风险样本数量 Numnew

Numnew = Snewmaj － Smin ( 13)

从式( 13) 可知，当合成数量为 Numnew的人造

极端金融风险样本后，两类样本数量就达到了完

全均衡;

步骤 10 对每一个极端金融风险样本 xi 而

言，从所有样本中找出其 K 个最邻近样本，并根
据下式计算出最邻近样本中非极端金融风险样本

的占比 ri

ri =
Δ i

K ( 14)

其中 Δ i∈［0，1］，指 K个最邻近样本中属于非极
端金融风险样本的个数;

步骤 11 根据下式归一化 ri ，得到分布函数 rî

rî =
ri

∑
Smin

i = 1
ri

( 15)
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且 rî 应满足下式

∑
Smin

i = 1
r̂i = 1 ( 16)

步骤 12 计算出每一个极端金融风险样本
需要合成的人造样本个数 gi

gi = rîNumnew ( 17)
步骤 13 对每一个极端金融风险样本 xi 而

言，都运用 SMOTE 方法合成 gi 个极端金融风险

样本，此时两类样本数量达到一致．
需要说明的是，步骤 1 至步骤 8 是 ODＲ的实

验步骤，步骤 9 至步骤 13 是 ADASYN 的实验步
骤．于是，就能够基于上述 ODＲ-ADASYN 的实验
步骤平衡非均衡的训练样本，进而运用 SVM对得
到的均衡训练样本进行训练，最后再基于测试样本

对通过训练得到的 SVM模型进行性能测试与评价．
1． 3 极端金融风险预警模型的性能评估指标
基于均衡样本构建预警模型时，通常以分类

准确率为评估指标来评价模型性能．然而，当样本
非均衡时，该指标仅能刻画模型的整体预测性能，

却无法有效地评估模型对于极端金融风险样本的

预测性能［27］．基于此，本文运用目前针对非均衡
样本分类的常用评估指标———几何平均正确率
Gmean、少数类的 Fmeasure 和 AUC ( area under ＲOC
curve) 值，对本文所提出的极端金融风险预警模
型进行性能评估( 以下用 G和 F分别代替 Gmean和

Fmeasure ) ． 3 种评估指标的构建过程如下:
假定 FSmin 和 FSmaj 分别为将非极端金

融风险样本错划为极端金融风险样本和将极端金

融风险样本错划为非极端金融风险样本的数量，

TSmin 和 TSmaj 分别为极端和非极端金融风险

样本被正确划分的数量，通常采用混淆矩阵( con-
fusion natrix) 来表示( 见表 1) ．

表 1 二分类数据集的混淆矩阵
Table 1 Confusion matrix of data sets of binary classification

判断为非极端

金融风险样本

判断为极端金融

风险样本

实际为非极端

金融风险样本
TSmaj FSmin

实际为极端

金融风险样本
FSmaj TSmin

根据混淆矩阵并通过下面 3 个式子就可以得
到灵敏度 SE、特异度 SP 和极端金融风险样本查

准率 P 3 类基本指标

SE =
TSmin

TSmin + FSmaj

( 18)

SP =
TSmaj

TSmaj + FSmin

( 19)

P =
TSmin

TSmin + FSmin

( 20)

于是，再根据上述 3 类基本指标并通过下面
两式就得到几何平均正确率 G以及少数类的 F

槡G = SE × SP ( 21)

F = 2 × SE × P
SE + P ( 22)

其中几何平均正确率 G 综合考察了模型对于两
类样本的预测性能，若 G 较大，则说明模型预测
两类样本的精度都较高，反之亦然;而少数类样本

的 F主要考察了模型对极端金融风险样本的预
测性能，若 F 较大，就说明模型预测极端金融风
险样本的性能较优越，反之亦然． 此外，AUC 代表
受试者工作特征曲线( receiver operating character-
istic，ＲOC) 下方的面积．面积越大，说明模型对两
类样本的综合预测性能越优异．

2 实证结果与分析

2． 1 样本选择
本文选取沪深 300 指数( CSI300) 2005 － 04 －

08 ～ 2012 － 12 － 31 的样本作为研究对象．需要说
明的是，之所以选择 CSI300 进行研究，原因在于
CSI300 包含了沪深股市 60%左右的市值，被视为
反映沪深两市整体走势的“晴雨表”，具有良好的
市场代表性［22，28 － 29］，而之所以选择从 CSI300 创
建以来至 2012 年末这段时间为研究区间，是因为
沪深股市在这段时间内经历了暴涨暴跌的全过

程，从而使沪深股市整体走势的预测结果具有更

强的说服力．
2． 2 状态指标变量的确定
要确定出所选每个样本的状态指标变量，

即确定出所选的每个样本究竟属于极端金融风

险样本还是非极端金融风险样本，关键在于选

择极端金融风险门槛值． 只有选择出门槛值，才
能以该门槛值为标准，将超过门槛值的样本认
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定为极端金融风险样本，未超过门槛值的样本

认定为非极端金融风险样本，以确定出所有样

本的状态指标变量，从而才能进一步开展预警

模型的构建工作．
需要指出的是，目前还没有确定门槛值的最

优数学理论模型． Hill［30］尝试运用 Hill 图法来确
定门槛值; Stelios和 Dimitris［31］则运用了超额均值
函数( mean excess function，MEF) 图法来确定门
槛值; 而 Neftci［32］把 1． 65σ 当作门槛值，超过
1. 65σ的值被作为极端金融风险样本; 另外，Du-
Mouchel［33］选择了 10%左右的数据作为极端金融
风险样本进行研究，取得了较好的研究效果． 因
此，本文选取占总体样本 9%的收益率最低的样
本作为极端金融风险样本，即极值尾部．由于根据
极值理论( extreme value theory，EVT) ，对于充分
高的门槛值，超过门槛值的样本都近似服从广义

帕累托分布( generalized Pareto distribution，GPD)
簇，用下式表示

lim
k→u

sup
0≤y≤x－u

Fk ( x) － Gξ，β ( x) = 0 ( 23)

其中 k表示超过门槛值的极端金融风险样本的个
数; Fk ( x) 为极值分布函数; Gξ，β ( x) 为 GPD簇分
布函数．因此，本文还对这些极值尾部样本用准极
大似然估计方法 ( quasi maximum likelihood esti-
mation，QMLE) 估计 GPD簇分布函数的参数得到
尾部 GPD分布曲线与经验分布的拟合效果图( 见
图 1) ．从图 1 可以直观地看出，GPD 与经验分布

具有较好的拟合效果，说明设定的极端金融风险

样本门槛值是科学合理的．此时，极端与非极端金
融风险样本的非均衡比例达到 1∶ 10．

图 1 CSI 300 标准收益尾部经验分布与 GPD分布拟合效果图
Fig． 1 Empirical distribution of standard return of CSI 300 and GPD plot

2． 3 特征指标变量的选择与提取
金融风险管理的目标在于建立有效的风险预

警系统．而风险预警的重点又在于准确地提取出
诱发金融市场爆发极端风险的特征指标． 但极端
风险的爆发，不仅是市场自身风险的累积，也有外

部极端风险危机的传导作用．因此，本文通过借鉴
相关文献［22，34］选择出由 8 项股指基本指标构成
的内部特征指标． 同时，由于相关文献［35 － 36］将具
有代表性的国际金融市场作为了中国金融市场的

外部风险危机因素，又考虑到收益率是反映市场

综合信息的重要指标，因此，本文将 8 个具有代表
性的国际金融市场的股指日收益率作为了外部特

征指标( 见表 2) ．
表 2 极端金融风险预警模型的特征指标

Table 2 Characteristic indexes of the early warning model for extremely financial risk

变量 外部特征指标名称 变量 内部特征指标名称

X1 恒生指数日收益率( HSI) X9 开盘价

X2 韩国股指日收益率( KOSPI) X10 收盘价

X3 台湾加权指数日收益率( TWII) X11 最高价

X4 标准普尔指数日收益率( GSPC) X12 最低价

X5 纳斯达克指数日收益率( NASDAQ) X13 涨跌额

X6 日经 225 指数日收益率( Nikkei 225) X14 涨跌幅

X7 道琼斯工业平均指数日收益率( DJIA) X15 成交量

X8 英国金融时报指数日收益率( FTSE 100) X16 成交额

注: 样本的特征指标数据来源于雅虎财经( http: / / finance． yahoo． com) ．

然而，最终用于预警的指标不仅是可以量化

的，而且还需要存在显著差异，这样才可以起到预

警效果．同时，宋新平和丁永生［26］也指出，预警是
个多指标的复杂系统，提取合适的特征指标可以
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有效地提升模型的性能．因此，为了从上述指标中
进一步提取出能够显著刻画中国新兴金融市场极

端风险的市场内外部特征指标，本文还将对表 2
中的国外股市指标和基本指标分别作如下处理．
一方面，为了提取出对中国极端风险的爆发

具有显著传导作用的外部特征指标，本文运用

Clayton Copula对 CSI 300 日收益率和表 2 中的前

8 项国外股指日收益率的下尾相关性进行分析．
这是因为下尾相关性能够反映两个市场同时暴跌

的概率，这正好能够刻画外部极端金融风险对中

国极端金融风险的影响程度［37］．而 Clayton Copu-
la又恰好是专门刻画下尾相关性的 Copula 模型．
由此，计算出 CSI 300 与各国外股指间的下尾相
依系数( 见表 3) ．

表 3 CSI 300 与其余收益率之间的下尾相依系数
Table 3 Dependence coefficient of lower tail between different return rates

特征指标 HSI KOSPI TWII GSPC NASDAQ DJIA Nikkei 225 FTSE 100

CSI 300 0． 238 7 0． 112 5 0． 112 3 2． 437 7 × 10 －4 1． 043 5 × 10 －4 1． 612 0 × 10 －4 0． 054 1 0． 009 9

从表 3可以看出，CSI 300 与 HSI、KOSPI 和 TWII 的
下尾相依系数大于 0． 1，与 Nikkei 225 和 FTSE 100
的下尾相依系数小于 0． 1，而与美国股市 3 大指
数( GSPC，NASDAQ 和 DJIA) 的下尾相依系数几
乎为 0．从而说明，CSI300 与 HSI、KOSPI 和 TWII
的下尾相关性较高，与 Nikkei 225 和 FTSE 100 的
下尾相关性较低，而与美国股市 3 大指数( GSPC，
NASDAQ和 DJIA) 几乎不存在下尾相关性． 基于
此，本文选择与 CSI 300 下尾相关性较高的 HSI、
KOSPI和 TWII的日收益率作为最终的外部特征
指标．
另外，为了检验上述提出的 Clayton Copula模

型是否充分描述了 CSI 300 与国外股指之间的下
尾相依关系，本文还将进行卡方检验，结果见表

4．从表 4 可见，在 5%的显著性水平下，各卡方检
验值都通过了拟合优度检验，由此证明 CSI 300
与国外股指存在的相依结构科学合理．另外，由于
CSI300 与 HSI、KOSPI和 TWII在 2005 － 04 － 08 ～

2012 － 12 － 31 这段区间内的样本不匹配而出现
缺失数据，因此，针对这些缺失数据，本文的处理

方式是假如某个市场因节假日而没有进行交易，

则其余市场的当日样本数据就被删除． 最终选择
出 1 767 个样本进行研究．
另一方面，为提取出能够显著区分风险状态

的内部特征指标，本文还借鉴相关文献［26，38］提出

的统计假设检验方法和逐步判别分析法对表 1 中
后 8 项基本指标进行提取． 首先对这 8 项基本指
标进行正态性检验，进而对符合与不符合正态分

布的基本指标分别做单样本 T 检验和 K-S 检验，
从中提取出若干基本指标;然后，运用逐步判别分

析法进一步提取基本指标; 最终将这 8 项基本指
标约简为开盘价、收盘价、成交量和成交额这 4 项
基本指标． 并与通过 Clayton Copula 提取出的
HSI、KOSPI 和 TWII 日收益率这 3 项国外股市指
标共同构成最终的能够显著刻画中国新兴金融市

场极端金融风险的市场内外部特征指标．
表 4 卡方检验统计量

Table 4 Chi-square test statistics

特征指标 HSI KOSPI TWII GSPC NASDAQ DJIA Nikkei 225 FTSE 100

CSI 300 31． 921 3＊＊ 15． 718 7＊＊ 4． 267 5＊＊ 0． 092 5＊＊ 0． 403 8＊＊ 0． 003 9＊＊ 14． 912 2＊＊ 0． 285 5＊＊

注: ＊＊代表各相依系数在 5%的显著水平上显著．

2． 4 最优ODＲ-ADASYN-SVM预警模型的确立
在将 SVM的核函数设为 ＲBF 核函数、惩罚

参数 C 设为 0． 5、核函数参数 γ设为 0． 5 的基础
上，本文采用 10 折交叉验证法( cross validation，
CV) 对 ODＲ 与 ADASYN 的最邻近参数 K 以及
ODＲ中的参数 α 进行讨论，从而选择出性能最

优的 ODＲ-ADASYN-SVM 模型． 需要强调的是，
之所以将惩罚参数 C 值与核函数参数 γ 值都设
为 0. 5，是因为本文经过反复实验，最后确定模
型在这两个值上的预测效果最为理想． 本文主
要使用 Matlab 2011b进行编程分析．实验结果如
图 2 和图 3 所示．
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图 2 不同最邻近参数 K下，参数 α对模型预测精度的影响

Fig． 2 Influence of parameter alpha on prediction accuracy in different nearest neighbor K

图 3 不同参数 α下，最邻近参数 K对模型预测精度的影响

Fig． 3 The influence of nearest neighbor K on prediction accuracy in different parameter alpha

从图 2 可以看出，不论 K取何值，随着参数 α
的增大，特别是当 α ＞ 0． 7时，模型的 F和 G值都
同时呈现出明显的下降趋势，但当 α≤ 0． 7时，模
型的 F和 G值却无明显的波动．此外，当 α ＞ 0． 8
时，模型的 AUC值同样也下降明显，但当 α≤ 0． 8
时，模型的 AUC值却无明显波动．由此说明，尽管
ODＲ能够有效地删除非极端金融风险样本的噪
声信息，但过大的 α会使得 ODＲ过多地删除有效
的非极端金融风险样本，最终降低模型的预测

精度．
而从图 3 可以看出，在绝大部分的 α值下，随

着 K 的增大，模型的 G、F 和 AUC 值都无明显波
动，从而说明 K 对模型的预测精度影响不大． 分
析原因，主要在于当样本的非均衡水平较高时，极

端金融风险样本的数量十分稀少，这使得每个样

本的 K个最邻近样本中属于极端金融风险类的
样本较少且数量较为固定，并不会随着 K 的增大

而增加，从而使得模型的预测精度较为稳定．
基于上述分析，本文认为，选择合适的 α，对

于构建精度最优的 ODＲ-ADASYN-SVM 预警模型
起着至关重要的作用．因而，再次分析图 2 和图 3
可知，较其余绝大部分 α 下的 ODＲ-ADASYN-
SVM，α 为 0． 1 下的 ODＲ-ADASYN-SVM 具有最
高的预测精度，特别是 α 为 0． 1、K 为 5 下 ODＲ-
ADASYN-SVM模型的 AUC 值达到 0． 703 1，G 值
达到 0． 680 4，F值达到 0． 279 3，相比其他 α与 K
值下的 ODＲ-ADASYN-SVM 模型，其预测精度最
为优异．
2． 5 最优 ODＲ-ADASYN-SVM模型与其余模
型的预测性能对比评估

尽管通过上述实验，本文选择出最优的 ODＲ-
ADASYN-SVM预警模型，然而，该模型是否有效
地提升了 SVM的非均衡样本学习能力并成功地
克服了 SMOTE 的过拟合，这是本文接下来需要
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继续深入探讨的内容．
在将 SVM的核函数设为 ＲBF 核函数、惩罚

参数 C设为 0． 5、核函数参数 γ 设为 0． 5、最邻近
参数 K 设为 5、ODＲ-ADASYN-SVM 中 ODＲ 的参
数 α设为 0． 1、ODＲ-SVM中 ODＲ的参数 α设为 1
的基础上，本文仍然采用 10 折交叉验证法对
SVM、SMOTE-SVM、ODＲ-SVM、ADASYN-SVM 和
ODＲ-ADASYN-SVM模型的预测性能进行对比研
究．实验结果如表 5 所示．

表 5 模型预测精度的对比结果

Table 5 Ｒesults of the comparison among prediction accuracy of each model

模型 F G AUC

SVM NAN 0． 000 0 0． 568 0

SMOTE-SVM 0． 275 8 0． 675 5 0． 704 4

ODＲ-SVM 0． 192 1 0． 469 5 0． 640 1

ADASYN-SVM 0． 277 0 0． 676 1 0． 706 1

ODＲ-ADASYN-SVM 0． 279 3 0． 680 4 0． 703 5

注: 产生 NAN的原因在于 SVM将 CSI300 的所有极端金融

风险样本判断错误，从而导致 TSmin 值为 0．

从表 5 可以看出，SVM 模型的预测性能最

不理想，尤其是它的 G 值为 0 而 F 值为 NAN 的

实证结果充分说明 SVM模型将所有的极端金融

风险样本都错误地判定为非极端金融风险样

本，由此证明 SVM 模型无法有效地预测极端金

融风险．从表 5 还可以看出，ODＲ-ADASYN-SVM

模型在 G、F 值上都高于 SMOTE-SVM、ODＲ-SVM

和 ADASYN-SVM 模型，而在 AUC 值上略低于
SMOTE-SVM 和 ADASYN-SVM 模型，该结果能

够说明，从预测精度的角度，ODＲ-ADASYN-SVM

模型的预测性能明显优于 ODＲ-SVM 模型且略

优于 SMOTE-SVM和 ADASYN-SVM模型．

然而，仅根据各评估指标值就判断模型的性

能还缺少类似于统计学检验所具有的科学性与客

观性．因此，本文还将对预测结果进行配对样本 T

检验，从而检验出各模型的预测性能差异是否显

著．检验结果如表 6 所示．
表 6 模型预测性能的配对样本 T检验结果

Table 6 Ｒesults of paired T-test of prediction performance of each model

评估指标 模型 SMOTE-SVM ODＲ-SVM ADASYN-SVM ODＲ-ADASYN-SVM

F

SVM 0． 000 0＊＊＊ 0． 000 0＊＊＊ 0． 000 0＊＊＊ 0． 000 0＊＊＊

SMOTE-SVM － 0． 001 0＊＊＊ 0． 826 0 0． 557 0

ODＲ-SVM 0． 001 0＊＊＊ 0． 000 0＊＊＊

ADASYN-SVM 0． 629 0

G

SVM 0． 000 0＊＊＊ 0． 000 0＊＊＊ 0． 000 0＊＊＊ 0． 000 0＊＊＊

SMOTE-SVM － 0． 000 0＊＊＊ 0． 938 0 0． 630 0

ODＲ-SVM 0． 000 0＊＊＊ 0． 000 0＊＊＊

ADASYN-SVM 0． 595 0

AUC

SVM 0． 005 0＊＊＊ 0． 130 0 0． 005 0＊＊＊ 0． 007 0＊＊＊

SMOTE-SVM － 0． 011 0＊＊ 0． 374 0 0． 844 0

ODＲ-SVM 0． 009 0＊＊＊ 0． 009 0＊＊＊

ADASYN-SVM 0． 508 0

注: ＊＊＊表示 p ＜ 0． 01，＊＊表示 p ＜ 0． 05，加粗值表示 p ＞ 0． 1．

从表 6 可以看出，SVM与其余模型在 G、F 和
AUC值上的绝大部分配对样本 T 检验统计量在
1%的显著水平下拒绝零假设 ( null hypothesis) ，
即 SVM与其余模型的预测性能差异显著．由此表
明，基于预测精度的角度，SVM 模型的预测性能
显著低于其余模型，从而证明了 SMOTE、ODＲ、
ADASYN以及 ODＲ 与 ADASYN 相结合的 ODＲ-

ADASYN能够提升 SVM的非均衡样本学习能力．
此外，从表 6 还可以看出，ODＲ-SVM 与 SMOTE-
SVM、ADASYN-SVM、ODＲ-ADASYN-SVM 模型的
预测性能也存在显著差异，表明 ODＲ-SVM 模型
的预测性能显著低于 SMOTE-SVM、ADASYN-
SVM和 ODＲ-ADASYN-SVM 模型的预测性能，由
此可见，仅仅运用 ODＲ来删除非极端金融风险样
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本中的噪声信息，以克服 SMOTE 在处理对象上
存在的局限性，而不结合 ADASYN来克服 SMOTE
在生成极端金融风险样本中的盲目性，并不能十

分有效地提升 SVM模型的预测性能．令人遗憾的
是，从表 6 中无法观察到 ODＲ-ADASYN-SVM 模
型与 SMOTE-SVM、ADASYN-SVM 模型的预测性
能存在显著差异，因而也就无法充分证明 ODＲ与
ADASYN相结合在克服 SMOTE 的过拟合问题上
具有显著优势．基于此，本文还将从预测稳定性的
角度来继续探讨 ODＲ-ADASYN-SVM 模型较
SMOTE-SVM和 ADASYN-SVM模型的显著优越性．
为了对比 ODＲ-ADASYN-SVM 模型与 SMOTE-

SVM、ADASYN-SVM模型的预测稳定性，本文在设
置与上述实验相同参数的基础上，通过修改极端

金融风险样本的门槛值，将极端金融风险样本与

非极端金融风险样本的比例分别设置为 1 ∶ 5、
1∶ 10、1∶ 15、1∶ 20、1∶ 25、1∶ 30、1∶ 35、1∶ 40、1∶ 45、1∶ 50
这 10个水平，进而对这 10 个水平下 3 类模型的
预测精度变化情况进行分析，从而判定 3 类模型
的预测稳定性，并最终挖掘出 3 类模型在预测性
能上的显著差异．实验结果如图 4 和表 7 所示．
从图 4 可以看出，在各种非均衡比例下，

ADASYN-SVM的 G 和 AUC 值几乎都高于 SMOTE-
SVM，并且 ADASYN-SVM 的波动幅度也小于
SMOTE-SVM，而从表 7 也可以看出，不同非均衡
比例下，ADASYN-SVM 的 G 和 AUC 值的均值都
大于 SMOTE-SVM，并且 ADASYN-SVM 的 G 和
AUC 值的标准差也明显小于 SMOTE-SVM，证明
ADASYN-SVM 的波动幅度明显小于 SMOTE-
SVM，从 而 说 明 在 不 同 的 非 均 衡 比 例 下，
ADASYN-SVM模型对两类样本共同预测的稳定
性明显优于 SMOTE-SVM模型．
更为重要是，图 4 还展示出 ODＲ-ADASYN-

SVM的 G和 AUC值几乎都高于 ADASYN-SVM和
SMOTE-SVM，并且 ODＲ-ADASYN-SVM 的波动幅
度也最小，同时，从表 7 也可以看出，ODＲ-ADA-
SYN-SVM的 G和 AUC值的均值都大于 ADASYN-
SVM和 SMOTE-SVM，并且 ODＲ-ADASYN-SVM的
G 和 AUC 值的标准差都低于 0． 05，明显小于
ADASYN-SVM 和 SMOTE-SVM，表明 ODＲ-ADA-
SYN-SVM的波动幅度明显小于 ADASYN-SVM 和
SMOTE-SVM，从而说明在不同的非均衡比例下，
ODＲ-ADASYN-SVM模型在对两类样本的共同预
测上具有最优的稳定性．

图 4 不同非均衡比例下 ODＲ-ADASYN-SVM、ADASYN-SVM和 SMOTE-SVM的 G、F和 AUC值比较
Fig． 4 Comparison of G、F and AUC among ODＲ-ADASYN-SVM，ADASYN-SVM and SMOTE-SVM in different imbalance ratios

表 7 不同非均衡比例下 3 类模型预测值的均值与标准差
Table 7 Means and standard deviations of three models’prediction accuracy in different imbalance ratios

模型 ODＲ-ADASYN-SVM ADASYN-SVM SMOTE-SVM

F 0． 178 1( 0． 077 3) 0． 177 4( 0． 077 5) 0． 172 7( 0． 077 6)

G 0． 704 7( 0． 047 5) 0． 696 7( 0． 051 2) 0． 681 3( 0． 055 6)

AUC 0． 743 8( 0． 048 1) 0． 738 0( 0． 050 3) 0． 735 8( 0． 053 6)

注: 不带括号外的值表示均值，带括号的值表示标准差．
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然而，从图 4 却无法看出 3 类模型的 F 值在
不同非均衡比例下的大小差异，也看不出各模型

F值的波动幅度的差异． 尽管通过表 7 能够看出
在不同非均衡比例下，ODＲ-ADASYN-SVM 的 F
值的均值大于 ADASYN-SVM 和 SMOTE-SVM，
ADASYN-SVM的 F 值的均值大于 SMOTE-SVM，
以及 ODＲ-ADASYN-SVM 的 F 值的标准差小于
ADASYN-SVM 和 SMOTE-SVM，ADASYN-SVM 的

F值的标准差小于 SMOTE-SVM，但大小差异都很
不明显，因而无法判定 3 类模型在极端金融风险
预测上稳定性的显著差异，也就更加无法展现 3
类模型的极端金融风险预测性能的显著差异． 为
了展现出 3 类模型的极端金融风险预测性能的显
著差异性，本文还将对在不同非均衡比例下 3 类
模型的 F 值进行独立样本 T 检验． 实验结果见
表 8．

表 8 不同非均衡比例下 3 类模型 F值的独立样本 T检验结果
Table 8 Ｒesults of the independent T-test of F of three models in different imbalance ratios

比例 10 15 20 25 30 35 40 45 50

5

0．169 0

0．161 0

( 0．161 0)

0． 001 0＊＊＊

0． 001 0＊＊＊

( 0． 001 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

10 －

0． 037 0＊＊

0． 093 0*

( 0． 063 0＊＊＊ )

0． 001 0＊＊＊

0． 008 0＊＊＊

( 0． 001 0＊＊＊ )

0． 000 0＊＊＊

0． 002 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 001 0 ＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

15 －

0． 094 0*

0． 099 0*

( 0． 038 0＊＊ )

0． 003 0＊＊＊

0． 001 0＊＊＊

( 0． 001 0＊＊＊ )

0． 001 0＊＊＊

0． 011 0＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

20 －

0． 022 0＊＊

0． 009 0＊＊＊

( 0． 046 0＊＊ )

0． 006 0＊＊＊

0． 002 0＊＊＊

( 0． 002 0＊＊＊ )

0． 000 0＊＊＊

0． 001 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

0． 000 0＊＊＊

0． 000 0＊＊＊

( 0． 000 0＊＊＊ )

25 －

0．834 0

0．774 0

( 0．528 0)

0．101 0

0．118 0

( 0． 054 0* )

0． 045 0＊＊

0． 089 0*

( 0． 047 0＊＊ )

0． 012 0＊＊

0． 003 0＊＊＊

( 0． 007 0＊＊＊ )

0． 001 0＊＊＊

0． 015 0＊＊

( 0． 001 0＊＊＊ )

30 －

0．110 0

0． 079 0*

( 0． 056 0* )

0． 048 0＊＊

0． 075 0*

( 0． 057 0* )

0． 011 0＊＊

0． 006 0＊＊＊

( 0． 004 0＊＊＊ )

0． 001 0＊＊＊

0． 006 0＊＊＊

( 0． 001 0＊＊＊ )

35 －

0．489 0

0．858 0

( 0．706 0)

0．206 0

0．269 0

( 0．220 0)

0． 016 0＊＊

0． 056 0*

( 0． 021 0＊＊ )

40 －

0．666 0

0．492 0

( 0．494 0)

0．143 0

0．112 0

( 0． 070 0* )

45 －

0．238 0

0．440 0

( 0．162 0)

注: 未加括号的值表示 ODＲ-ADASYN-SVM的 p值，加下划线的值表示 ADASYN-SVM的 p值，而加有括号的值表示 SMOTE-SVM的

p值，* 表示 p ＜ 0． 1，＊＊表示 p ＜ 0． 05，＊＊＊表示 p ＜ 0． 01，加粗值表示 p ＞ 0． 1．

分析表 8 可知，ODＲ-ADASYN-SVM 模型加
粗的 p 值达到 9 个，带“＊＊＊”的 p 值只有 28 个;
ADASYN-SVM模型加粗的 p 值有 8 个，带“＊＊＊”
的 p值有 29 个;而 SMOTE-SVM 模型加粗的 p 值
只有 6 个，带“＊＊＊”的 p 值却达到 31 个，说明在

10%的显著水平下，ODＲ-ADASYN-SVM模型的 F
值在所有非均衡比例下接受零假设 9 次，ADA-
SYN-SVM模型接受 8 次，SMOTE-SVM 模型仅接
受 6 次，而在 1%的显著水平下，ODＲ-ADASYN-
SVM模型的 F 值在所有非均衡比例下拒绝零假
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设仅 28 次，ADASYN-SVM 拒绝 29 次，SMOTE-
SVM模型却拒绝 31 次，从这个角度来说，ODＲ-
ADASYN-SVM模型在各非均衡比例下的预测精
度差异最不显著，其次是 ADASYN-SVM 模型，而
最为显著的是 SMOTE-SVM模型，从而说明，在不
同的非均衡比例下，ODＲ-ADASYN-SVM 模型对
于极端金融风险样本预测的稳定性优于 SMOTE-
SVM 模型和 ADASYN-SVM 模型，而 ADASYN-
SVM模型又优于 SMOTE-SVM模型．
基于图 4、表 7 与表 8 的分析，本文认为，尽

管从预测精度分析，ODＲ-ADASYN-SVM 的预测
性能并不显著优于 SMOTE-SVM 和 ADASYN-
SVM，但从预测稳定性分析，ODＲ-ADASYN-SVM
的预测性能显著优于 SMOTE-SVM 和 ADASYN-
SVM，而 ADASYN-SVM 却又显著优于 SMOTE-
SVM，从而证明了 ADASYN 能够有效地克服
SMOTE在生成极端金融风险样本中的盲目性，但
仅仅运用 ADASYN 并不能最为有效地提升 SVM
模型的预测性能，只有将 ODＲ 与 ADASYN 相结
合来克服 SMOTE 存在的过拟合，才能促使 SVM
模型的性能提升达到最为优异的效果．
综上所述，参数 K 对 ODＲ-ADASYN-SVM 模

型的预测性能影响不大，而参数 α 却对 ODＲ-
ADASYN-SVM模型的预测性能有着较大的影响．
因此，通过对参数 α 的调整，就能够得到最优的
ODＲ-ADASYN-SVM 预警模型． 并且无论是从预
测精度分析，该模型的预测性能显著优于 SVM和
ODＲ-SVM模型，还是从预测稳定性分析，该模型
也显著优于 SMOTE-SVM 和 ADASYN-SVM 模型，
从而充分证明了将 ODＲ 与 ADASYN 相结合不仅
能够提升 SVM的非均衡样本学习能力，而且比单
独运用 ODＲ 和 ADASYN 来克服 SMOTE 的过拟
合能够取得更加优异的效果．从上述分析可知，由
ODＲ、ADASYN 和 SVM 结合成 ODＲ- ADASYN-
SVM模型，能够较好地预测中国极端金融风险，
从而为金融经济管理部门和投资者应对与防范极

端金融风险提供了有效的操作工具．

3 结束语

本文以 CSI300 指数为研究对象，运用 EVT

理论确定出极端与非极端金融风险样本，并运用

统计假设检验和逐步判别分析法提取市场内部特

征指标以及运用 Clayton Copula 方法提取市场外
部特征指标，进而引入 ADASYN 来克服 SMOTE
在生成新样本中的盲目性; 针对 SMOTE 在处理
对象上的局限性，还引入 ODＲ来删除非极端金融
风险样本中的噪声信息; 并与 SVM 相结合，构造
了改进 SVM，即 ODＲ-ADASYN-SVM模型，并对该
模型的最邻近参数 K和 ODＲ的参数 α进行讨论，
进而运用最优的 ODＲ-ADASYN-SVM 模型来预测
中国极端金融风险，然后再运用性能评估指标对

SVM、SMOTE-SVM、ODＲ-SVM、ADASYN-SVM 以
及 ODＲ-ADASYN-SVM 模型的预测精度进行评
估，并最终运用 T检验对各模型预测精度的差异
性进行显著性检验以及对各模型的预测稳定性进

行评价．实证结果表明，无论是从预测精度分析，
ODＲ-ADASYN-SVM 模型的预测性能显著优于
SVM和 ODＲ-SVM模型，还是从预测稳定性分析，
ODＲ-ADASYN- SVM 模型也显著优于 SMOTE-
SVM和 ADASYN-SVM模型，从而说明 ODＲ-ADA-
SYN方法能够成功地克服 SMOTE 的过拟合，并
有效地提升 SVM 的非均衡样本学习能力，同时，
ODＲ-ADASYN-SVM预警模型在中国极端金融风
险预测上具有最为优越的预测性能．
本文的研究能够为金融经济管理部门和投

资者应对与防范极端金融风险提供可操作性的

应用工具与方法． 对于金融经济管理部门而言，
能够运用 ODＲ-ADASYN-SVM 模型对未来一段
时间内的金融市场极端风险进行准确预测，及

时制定并实施应对金融风险危机的相关宏观经

济政策，从而构建金融市场极端风险危机的“防
火墙”，积极地化解与防范金融风险危机，以维
护金融市场稳定，促进经济持续健康发展; 对于

投资者而言，能够运用 ODＲ-ADASYN-SVM 模型
提前捕获金融市场风险危机信号，进而即时调

整金融资产投资策略，以优化金融资产投资组

合，从而更为有效地管理金融资产，保证金融资

产的保值甚至增值．
本文提出的风险预警方法，虽然丰富了市场

主体对极端金融风险预警的研究手段，但仍需要

指出的是，金融市场样本除存在极端与非极端两

种分类状态外，也存在多分类状态，运用本文提出
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的风险预警模型将无法进行多分类研究．因此，如
何改进 SVM方法，并结合非均衡样本处理方法进

行多分类状态下的极端金融风险预警研究，将是

下一步的主要研究方向．
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Early warning for extremely financial risks based on ODＲ-ADASYN-SVM

LIN Yu1，HUANG Xun1，CHUN Wei-de1，HUANG Deng-shi2
1． Business School，Chengdu University of Technology，Chengdu 610059，China;
2． School of Economics and Management，Southwest Jiaotong University，Chengdu 610031，China

Abstract: Synthetic minority over-sampling technique ( SMOTE) has the problem of over fitting in improving
the imbalanced samples’learning ability of support vector machine ( SVM) ． In this paper，adaptive synthetic
sampling approach ( ADASYN) and optimization of decreasing reduction approach ( ODＲ) are assembled into
an ODＲ-ADASYN to overcome the blindness in generating new samples and the limitations in processing the
object． Combining SVM with ODＲ-ADASYN，an improved SVM，named ODＲ-ADASYN-SVM，is put forward
to predict extremely financial risks; T-test is also applied to the significance test of the difference of the predic-
tion accuracy of all models and to the evaluation of the prediction stability of all models． The result illustrates
that the ODＲ-ADASYN-SVM can not only significantly improve the imbalanced samples’learning ability of
SVM，but also overcome the problem of over fitting for SMOTE effectively． Hence，the ODＲ-ADASYN-SVM
has a superior ability to predict extremely financial risks．
Key words: ODＲ; ADASYN; SVM; extremely financial risk; early warning model
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