
第 ２７ 卷第 ９ 期
２０２４ 年 ９ 月

　 　 　 　 　 　 　 　 　 管　 理　 科　 学　 学　 报
ＪＯＵＲＮＡＬ ＯＦ ＭＡＮＡＧＥＭＥＮＴ ＳＣＩＥＮＣＥＳ ＩＮ ＣＨＩＮＡ

　 　 　 　 　 　 　 　 　 Ｖｏｌ． ２７ Ｎｏ． ９
Ｓｅｐ． ２０２４

ｄｏｉ：１０． １９９２０ ／ ｊ． ｃｎｋｉ． ｊｍｓｃ． ２０２４． ０９． ００４

基于离散数据流分割算法的预测方法①
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摘要： 离散数据流具有不确定性高、演变趋势多变以及多极值性等特征． 针对这些特征带来的

预测难以兼顾准确性和实时性的问题，提出了基于离散数据流分割算法的预测方法． 该方法融

合了短期趋势提取与分割点在线自适应检测：预测前基于非参数回归短期预测模型和改进的

趋势提取算法获取短期（预测日）趋势，提前挖掘、分析预测日的短期趋势规律，以用于在线预

测；预测时主要针对在线的数据流，基于假设检验自适应地检测分割点，以解决分割点难以确

定的问题，并基于短期趋势修正分割点处的预测模型，减少了预测模型对缓冲数据的依赖． 数
值实验结果验证了本研究所提预测方法的有效性和可行性．
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０　 引　 言

离散动态过程是由离散事件驱动的动态过

程［１， ２］，若该过程运行状态的数据被连续、实时地采

集，则会形成离散数据流［３］ ． 该数据流无处不在，如
公共服务设施中的交通流、零售店中的客流、机械电

子等各种离散型生产加工过程的数据流等． 离散动

态过程运行中面临各种可能的“失控”状态，如，交通

拥挤、商品缺货、机器故障等［４， ５］ ． 因此，如何基于实

时在线的离散数据流有效预测离散动态过程的未

来演化趋势［６］，以提前对过程“失控”预警，实现

智能化的过程管理，是智能过程管理决策需解决

的关键问题之一． 然而，离散动态过程一般具有不

确定性高、未来演变趋势多变、随机突发影响因素

较多的特点，导致该过程对应的离散数据流具有

不确定性高、演变趋势多变以及多极值性的特征．
图 １ 展示的由“车辆到达”这一离散事件驱动的

某加油站客流（单位时间间隔内到达的车辆数）
曲线明显呈现了该特征，这会严重影响预测方法

的性能． 因此，研究考虑离散数据流特征的预测方

法，无论对于实现离散动态过程的智能化管理，还
是对于预测理论的丰富都具有十分重要的意义．

图 １　 离散数据流示意图

Ｆｉｇ． １ Ｇｒａｐｈ ｏｆ ｄｉｓｃｒｅｔｅ ｄａｔａ ｓｔｒｅａｍ

本研究的离散数据流的实时预测方法主要针

对单步预测． 该预测问题是一个时间序列预测问

题［７］ ． 目前，时间序列预测方法主要有机器学习

和时间序列分析两种［８， ９］ ． 机器学习方法［１０， １１］ 有

支持向量机（ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ，ＳＶＭ）、循环

神经网络（ｒｅｇｒｅｓｓｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＲＮＮ）和长短

期记忆（ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）网络等． 时
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间序列分析方法［１２， １３］ 有指数平滑法（ ｅｘｐｏｎｅｎｔｉａｌ
ｓｍｏｏｔｈｉｎｇ，ＥＳ）、 基于差分整合移动平均自回归模

型（ ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ，ＡＲＩ⁃
ＭＡ）的改进时间序列预测模型等． 机器学习方法

虽然预测精度较高，但是计算量大，计算速度相对

较慢；而时间序列分析方法对于预测时段的跳跃

式变化反应缓慢，只是单纯根据历史变化趋势预

测未来． 因此，需要进一步研究兼顾实时性和精度

的预测方法．
近年来，数据流在线分割算法［１４ － １７］ 可以识

别、表示出数据的规律性并实时检测到规律变化

的时刻，也可以在合理的时间内对大数据集进行

实时分析处理，可为离散数据流的实时预测提供

方法支持［１８， １９］ ． 目前该算法已广泛应用于股票价

格预测［１６， １７］、电力负荷预测［１８， １９］ 等连续数据流

领域． 该算法主要通过实时识别数据段的分割点，
将数据流在线分割为一系列可变长度的数据段，
采用回归函数拟合每个数据段，以最小化拟合值

与观测值的误差，并用该回归函数进行预测． 该算

法主要包含分割点检测和回归函数模型确定两部

分． 根据回归函数的类型，数据流在线分割策略主

要分为分段多项式表示［２０］、分段线性表示［１９， ２１］

等． 分段线性表示［２２］虽然比二次或更高阶的多项

式表示更容易确定，但是其只能表示有限的数据

规律． 本研究为保证离散数据流预测的实时性和

准确性，将基于分段多项式表示的数据流在线分

割算法应用于离散数据流的实时预测中，既可以

通过调整多项式的阶数控制拟合误差，也可以保

持高压缩比和快速索引．
基于分段多项式表示的数据流分割算法包括

自顶向下、自底向上和滑动窗口三类［２２， ２３］ ． 其中，
自顶向下［１６］算法根据斜率将时间序列片段递归

分解为两个分量；自底向上算法［２２］ 则根据误差阈

值准则递归合并数据片段． 两种算法均基于整个

数据集以离线方式分割数据，可以考虑数据的全

局特性． 滑动窗口算法则是目前应用最广泛的数

据流在线分割算法［１５， ２３， ２４］，该算法基于滑动窗口

迭代扩展现有数据片段的边界，并构造片段表示

方法以检测分割点，可以捕捉数据的在线特性． 该
类研究主要分为两大类． 一类是不需要全局视角，

仅仅基于实时到达数据以及事件发生的概率关

系，实时检测分割点． 比如，文献［２５］基于分离距

离确定相邻窗口之间是否有足够的差异，以确定

行为突然变化点；文献［２６］通过不断扩展窗口并

计算不同窗口下的人体活动概率密度函数，基于

概率密度函数的最大值检测人体活动分割点． 另
一类是融合自底向上等离线算法的全局优势，实
时检测分割点． 该类算法中应用最广泛的是 Ｋｅ⁃
ｏｇｈ［２７］于 ２００１ 年首次提出的一种结合离线自底

向上分割算法和滑动窗口算法的混合在线算法

（ｓｌｉｄｉｎｇ ｗｉｎｄｏｗ ａｎｄ ｂｏｔｔｏｍ⁃ｕｐ，ＳＷＡＢ）． 该在线算

法简便、快捷，且兼具自底向上、滑动窗口算法的

优势． 然而，该算法分割点检测结果显著依赖于人

工设定的阈值． 针对该阈值设定问题，已有数据流

分割算法研究有以下两类自适应的分割点检测方

式：１）基于斜率是否发生变化，自适应判断是否

将窗口移动到下一个数据点，比如修正 ＳＷＡＢ
（ｍｏｄｉｆｉｅｄ ＳＷＡＢ，ｍＳＷＡＢ）算法［２８］、嵌入式 ＳＷＡＢ
（ｅｍｂｅｄｄｅｄ ＳＷＡＢ，ｅｍＳＷＡＢ）算法［２９］；２）基于离

线训练集离线确定阈值，比如，文献［１６］、文献

［３０］基于离线训练集离线确定出不同类别股票

下的价格分段阈值，并用于在线阶段．
综上所述，目前数据流在线分割算法的相关

研究主要基于阈值或自适应方式确定分割点，并
在检测到分割点后基于前期缓存数据确定下一个

时段的回归预测模型［１９］ ． 现有研究中的分割点检

测方式虽可为本研究提供思路，但是离散数据流

呈现的多极值性以及高变化性导致以上研究中的

分割点检测方式不能被直接应用，具体原因如下：
１）用于确定分割点的阈值变化明显，人工设定阈

值的负担大、科学性差； ２）斜率频繁变化，且在线

实时到达的数据与全局的离线数据特征差异大，
分割点自适应检测难度大； ３）分割点前后的变化

趋势可能具有明显差异，如果继续使用缓存区内

的数据构建预测模型，会影响预测精度． 为了弥补

以上三个缺点，本研究在采用分段多项式表示以

及基于 ＳＷＡＢ 的在线分割算法实现数据流预测

的基础上，做出以下两点改进．
１）为了减少分割点检测对阈值的依赖，本研

究引入预测误差的假设检验实现分割点的自适应
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检测．
２）为了提高分割点处预测模型的预测精度

并减少其对缓存数据的依赖，本研究引入短期趋

势提取方法获取短期（预测日）趋势，以在检测到

分割点后，将分割点处对应的短期趋势作为初始

预测模型． 该短期趋势提取方法包含两部分：首
先，采用完全数据驱动的非参数回归预测模型进

行离散数据流的短期（一天）预测，克服离散数据

流的分布规律难以统一的难题，得到更接近现实

的短期预测结果［３１］；其次，采用基于动态规划的

改进趋势提取算法提取短期预测结果中关键的离

散数据流变化趋势信息． 因此，本研究提取的短期

趋势融合了短期预测反映的离散数据流周期性规

律以及趋势提取反映的趋势性规律，可以反映一

段时间的离散数据流变化的方向，有利于提高分

割点处的预测精度．
综上所述，本研究提出了基于离散数据流

分割算法的预测方法，该方法融合了短期趋势

提取与自适应的分割点检测：首先，在预测前，
基于短期趋势提取方法提取预测日各个时段的

离散数据流趋势以辅助在线实时预测；其次，针
对在线到达的离散数据流，实时、自适应地检测

分割点，并基于多项式回归预测模型和短期趋

势进行预测．

１　 基于离散数据流分割算法的预测
方法的原理

基于 ＳＷＡＢ 在线分割算法的预测，采用多项

式分段拟合［１８］分割数据流，对数据流进行趋势偏

移分析，实时检测出数据流趋势分割点（简称分

割点）；分割点在数据流趋势变化显著时，将未来

数据流数据与现有数据分割开，相邻两分割点之

间即形成一个趋势数据段，同一趋势段服从相同

的回归预测模型． 因此，该算法的关键环节是确定

分割点与预测样本数据． 目前该算法一般基于阈

值［１９］确定分割点和预测样本数据，其具体判别规

则如下，其中，Ｃ、 ｔｈ１、 ｔｈ２分别表示预测误差累计

值、阈值上限、阈值下限： １）当 Ｃ≤ｔｈ１时，当前预

测模型可继续用； ２）当 Ｃ 介于 ｔｈ１、 ｔｈ２之间时，当

前预测模型可继续使用，但该时刻的数据需要放

入缓冲区用于构建下一个时段的预测模型； ３）当
Ｃ 超过 ｔｈ２时，说明该预测模型已不能达到良好的

预测效果，此刻为分割点，需要利用缓冲区样本建

立新的预测模型．
本研究在 ＳＷＡＢ 在线分割算法的基础上，根

据离散数据流的特点，改进了分割点检测方法与

预测模型，提出了离散数据流分割算法： １）基于

预测误差的假设检验［３２］ 自适应地判断实时到达

的数据点是否是分割点； ２）检测到分割点后，用
基于历史数据提取的短期趋势辅助分割点处的初

始预测模型． 基于该离散数据流分割算法的预测

方法的原理如图 ２ 所示，具体步骤如下．
步骤 １　 预测开始前，基于历史数据与短期

趋势提取方法（参见第 ４ 节），获取预测日的短期

（一天）趋势．
步骤 ２　 设初始预测时刻点为 Ｔ１，数据段内

的当前数据量 Ｎ ＝ ０，基于步骤 １ 确定的短期趋

势，提取Ｔ１ 对应的趋势模型ＭＦ０，并基于ＭＦ０进行

预测．
步骤 ３　 基于ＭＦ０进行连续预测，直到某一时

刻 Ｔｉ ，时段 ［Ｔ１，Ｔｉ） 内的数据量 Ｎ 超过阈值ｓｎ１

时，则基于该时段内的数据构建多项式回归预测

模型（参见第 ２ 节）ＭＦ１ ．
步骤 ４ 　 采用模型ＭＦ１ 预测时刻 Ｔｉ ＝ Ｔｉ ＋

ΔＴ（ΔＴ 表示采样时间间隔）的数据 Ｙ� ｉ ＋１ ，并在真

实数据 Ｙｉ ＋１ 发生时，基于自适应分割点检测方法

（参见第 ３ 节）判断该数据点是否是分割点． 如
果该点不是分割点，说明其与ＭＦ１的趋势仍然一

致，则重复步骤 ４；否则，令 Ｔ１ ＝ Ｔ ｉ ，并返回到步

骤 ２．
综上所述，本研究提出的基于离散数据流分

割算法的预测方法包含以下关键部分：１）多项式

回归预测模型（第 ２ 节）；２）自适应分割点检测方

法（第 ３ 节）；３）短期趋势提取方法（第 ４ 节）．

２　 多项式回归预测模型

设离散数据流的当前分段 Ｓｅｇｉ 的时间范围

为［ Ｔ１，Ｔｉ ］（ Ｔ１、Ｔｉ 分别表示分段开始时刻、当前
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时刻）． 当 Ｓｅｇｉ 中的数据量达到规定阈值后，本研

究构建多项式回归预测模型进行离散数据流的

预测． 具体地，本研究构建一元多项式回归模型

（如式 （１）） 拟合当前分段 Ｓｅｇｉ 内的数据 Ｙ ＝
［Ｙ１，Ｙ２，…，Ｙｉ，…，ＹＮ］ Ｔ ，并利用该回归模型对离

散数据流进行预测．

图 ２　 基于离散数据流分割算法的预测方法原理图

Ｆｉｇ． ２ Ｓｃｈｅｍａｔｉｃ ｏｆ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｏｎ⁃ｌｉｎｅ ｓｅｇｍｅｎｔａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｏｆ ｄｉｓｃｒｅｔｅ ｄａｔａ ｓｔｒｅａｍ

　 　 Ｙ� ｉ ＝ β� ０ ＋ β� １（Ｔｉ） ＋ … ＋ β� ｍ（Ｔｉ
ｍ），

　 　 ∀ｉ ∈ ｛１，２，…， Ｎ｝ （１）
其中 Ｙ� ｉ 表示离散数据流的拟合值， Ｔｉ 表示时刻样

本数据， Ｎ 表示分段内离散数据流的总数量， ｍ
表示多项式的阶数．

回归模型的系数 β� ＝ ［β� ０，β
�
１，…，β� ｍ］ Ｔ 采用

标准最小二乘法［３３］ 确定，即， β� 的取值如式（２）．
基于 β� 确定的多项式回归模型如式（３），基于该

回归模型拟合段内数据的拟合误差 ε２
ｆｉｔ 如式（４）．

其中，回归函数的阶数 ｍ 的确定采取 ＡＩＣ（Ａｋａｉｋｅ
Ｉｎｆｏｒｍａｔｉｏｎ Ｃｒｉｔｅｒｉｏｎ，赤池信息准则） 准则（如式

（５）），并令 ｍ ≤２ 以保证分段多项式拟合的速度

能够应用于实时计算中．
β� ＝ ［β� ０ β

�
１ β

�
２］ Ｔ ＝ （ＴＴＴ） －１ ＴＴＹ （２）

Ｙ� ｉ ＝ ［β� ０ β
�
１ β

�
２］ ［１（Ｔｉ － Ｔ１） （Ｔｉ － Ｔ１） ２］ Ｔ，

　 　 　 　 ∀ｉ ∈ ｛１，２，…，Ｎ｝ （３）

ε２
ｆｉｔ ＝ １

Ｎ － ｍ － １∑
ｉ ＝ Ｎ

ｉ ＝ １
（Ｙｉ － Ｙ� ｉ） ２ （４）

ＡＩＣ ＝ － ２（Ｎ ｌｏｇ（ＲＳＳ） ＋ k） （５）

其中 （Ｔ） ｉ，ｊ ＝ Ｔ ｊ －１
ｉ （１ ≤ ｉ ≤ Ｎ， １ ≤ ｊ ≤ ｍ），ＲＳＳ

为残差平方和，k 为要估计参数的个数，Ｎ － ｍ － １

表示ε２
ｆｉｔ 的自由度 ．
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３　 自适应分割点检测方法

设离散数据流的当前分段 Ｓｅｇｉ 对应的预测

模型为ＭＦ１（如式（３））． 该部分主要通过ＭＦ１预测

时刻 Ｔｉ ＋ ΔＴ 的值 Ｙ� ｉ ＋１（如式（６）） ，在获取到该时

刻的真实值 Ｙｉ ＋１ 后，基于该时刻的预测误差

ΔＹｉ ＋１（如式（７）） 进行 ｔ 检验［３２］，以判断该时刻点

是否是分割点，过程如下：首先，基于 ｔ 检验确定

用于检测分割点的阈值 ｔｖ１，ｉ； 然后，将ｔｖ１，ｉ 与实际

预测误差 Δ Ｙｉ ＋１ 比较． 如果 ｜ Δ Ｙｉ ＋１ ｜ ≤ ｔｖ１，ｉ ，说明

该点不是分割点，未来数据流与预测模型 ＭＦ１ 的

趋势仍然一致，可以继续采用模型 ＭＦ１ 进行预

测； 否则，说明该点是分割点，未来数据流与 ＭＦ１

的趋势不一致，需要构建新的预测模型进行预测．
Ｙ� ｉ＋１ ＝ ［β� ０ β

�
１ β

�
２］［１（Ｔｉ ＋ ΔＴ － Ｔ１）

（Ｔｉ ＋ ΔＴ － Ｔ１）２］Ｔ （６）

ΔＹｉ＋１ ＝ Ｙｉ＋１ － Ｙ� ｉ＋１ （７）
阈值 ｔｖ１，ｉ 的推导如下所示．

设数据的真实值 Ｙｉ 由其预测值 Ｙ� ｉ 和随机误

差 εｉ 构成，如式（８）．

Ｙｉ ＝ Ｙ� ｉ ＋ εｉ （８）
其中预测随机误差 εｉ 服从高斯分布， Ｅ（εｉ） ＝ ０，
Ｅ（ε２

ｉ ） ＝ σ２ ．
基于式（６）、式（７）、式（８），预测误差 Δ Ｙｉ ＋１

如式（９）．
ΔＹｉ ＋１ ＝ ａＴ

ｉ Ｅｉ ＋ εｉ ＋１ （９）
其中 ａｉ ＝ （（ＴＴ

ｉ Ｔ ｉ） －１ ＴＴ
ｉ ） ＴＹ［１（Ｔｉ ＋ΔＴ－Ｔ１）（Ｔｉ ＋

ΔＴ － Ｔ１）］ Ｔ， Ｅｉ ＝ ［ε１，…，εｉ］ Ｔ， ΔＹｉ ＋１ 显然也服

从高斯分布，方差如式（１０）．
Ｖａｒ（ΔＹｉ ＋１） ＝ δ２（１ ＋ ａＴ

ｉ ａｉ） （１０）
真正的误差方差 δ２ 可以由分段［ Ｔ１，Ｔｉ ］内

所有数据的累积预测误差的方差 δ� 　 ２
ｉ （式（１１））估

计，式（１２）服从 ｔ 检验，则预测误差 Δ Ｙｉ ＋１ 的阈值

ｔｖ１，ｉ 如式（１３）．

δ� ２
ｉ ＝

∑
k ＝ ｉ

k ＝ １
（Ｙk － Ｙ� k） ２

ｉ － ｍ － １ （１１）

ΔＹｉ ＋１ ／
　 Ｖａｒ（ΔＹｉ ＋１）

　
δ� ２

ｉ ／ δ２
＝

ΔＹｉ ＋１

δ� ｉ
　
１ ＋ ａＴ

ｉ ａｉ

（１２）

ｔｖ１，ｉ ＝ ｔ１－ α
２
δ� ｉ

　
１ ＋ ａＴ

ｉ ａｉ （１３）

其中 ｉ － ｍ － １ 表示δ� ２
ｉ 的自由度， ｔ１－ α

２
表示显著性

水平为 α 的 ｔ 检验值．

４　 短期趋势提取方法

趋势分析是一种从大量过程数据中提取重要

事件的有效工具，这也使其成为数据挖掘领域的

重要工具［３２， ３４］ ． 趋势分析有两个主要任务：１）趋

势提取，即将数据分割成一系列连续不重叠的片

段（也叫趋势），片段的开始和结束时刻需要唯一

地确定，以表示状态的变化； ２）趋势分析，即为每

个片段分配基元（一种字母符号），用以描述片段

内的时间变化特征． 为保证本研究提取的趋势可

以作为预测模型，反映一段时间内的离散数据流

变化方向，本研究的短期趋势提取方法首先采取

非参数回归方法（４． １ 节）进行离散数据流短期

（一天）预测，其次采用趋势提取算法（４． ２ 节）将
短期预测结果分割成一系列趋势，并确定趋势的

多项式回归函数以作为基元． 最终，本研究的短期

趋势提取方法可以将预测日离散数据流分割成若

干数据段（趋势），每段有对应的时段范围（开始

时刻、结束时刻）及相应的趋势拟合函数，一天的

趋势集合即为预测日的短期趋势．
４． １　 非参数回归短期预测模型

设 Ｙ 为被解释变量， Ｔ 为解释变量，本研究所

构建的非参数回归模型如式（１４）．

Ｙｉ ＝ k（Ｔｉ） ＋ εεｉ，∀ｉ ∈ ｛１，２，…，Ｎ｝ （１４）

其中 Ｙｉ 表示离散数据流的真实值， k（·） 是未知回归

函数，εεｉ 为独立同分布的随机误差项，Ｅ（ε εｉ） ＝ ０，

Ｅ（ε ε２
ｉ ） ＝ σ２ ． 当回归函数 k（Ｔｉ） 的假设模型正

确，模型中参数未知时，参数估计是最好的预测建

模方法． 然而，实际中， k（Ｔｉ） 的正确模型难以确

定，数据驱动的非参数估计方法则可以仅从已知
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的大量观测数据出发，实现对回归函数 k（Ｔｉ） 的

估计． 本研究采用常用的高斯核作为建立 k（Ｔｉ）
的非参数回归估计的核函数．
４． ２　 基于动态规划的改进趋势提取算法

基于第 ２ 节的多项式回归预测模型，本研究

采用基于多项式拟合的趋势提取算法，提取离散

数据流短期预测数据中的趋势，即将该数据分割

成若干数据段，并用多项式回归模型（式（３））拟
合每个数据段． 为最小化所有分段的拟合误差平

方和，本研究在 Ｂｏ Ｚｈｏｕ 等人［３２］ 的研究基础上，
基于动态规划思想确定趋势分割点． 因此，本研究

趋势提取算法可转换为基于动态规划确定分割点

的优化问题，如式 １５ ～ 式 １７ 所示，根据数据

Ｙ１：ｔ ＝ ［Ｙ１，Ｙ２，…，Ｙｉ，…，Ｙｔ］ 的最小拟合误差值

Ｆ（ ｔ），依次递归地求解所有数据Ｙ１：Ｎａｌｌ
＝ ［Ｙ１，Ｙ２，

…，Ｙｉ，…，ＹＮａｌｌ
］ 的最小拟合成本 Ｆ（Ｎａｌｌ） ，最终确

定分割点集合 Ｓａｌｌ ＝ ｛ ｓｉ：ｓ０ ＜ ｓ１ ＜ … ＜ ｓｉ ＜ … ＜

ｓＭ｝ 的取值．

Ｆ（Ｎａｌｌ） ＝ｍｉｎ{∑
Ｍ

ｉ ＝１
［Ｃ（Ｔ（ｓｉ－１＋１）：ｓｉ）］ } （１５）

＝ ｍｉｎ{ ｍｉｎ∑
ｌ

ｉ ＝１
［Ｃ（Ｔ（ｓｉ－１＋１）：ｓｉ）］ ＋

　 Ｃ（Ｔ（ｔ＋１）：Ｎａｌｌ
） } （１６）

＝ ｍｉｎ｛Ｆ（ｔ） ＋Ｃ（Ｔ（ｔ＋１）：Ｎａｌｌ
）｝ （１７）

其中分割点 ｓ０、ｓＭ、ｓｌ 分别取值为 ０、 Ｎａｌｌ、ｔ；成本函

数 Ｃ（ Ｔｐ：ｑ） 为 拟 合 误 差 平 方 和： Ｃ（ Ｔｐ：ｑ） ＝

１
ｑ － ｐ － ｍ∑

ｉ ＝ ｑ

ｉ ＝ ｐ
（Ｙｉ － Ｙ� ｉ） ２，Ｙｉ 表示实际值； Ｙ� ｉ 表示

拟合值； ｍ 表示拟合多项式的阶数； ｑ － ｐ － ｍ 表

示拟合多项式的自由度．
为提高各个数据段内数据点趋势的一致性以

及趋势提取的速度，本研究在 Ｂｏ Ｚｈｏｕ 等人［３２］ 的

研究基础上加入了以下两点：１）采取第 ３ 节的方

法判断各个数据点与分段的趋势是否一致； ２）采
取剪枝算法［３５ ，３６］ 在保证成本全局最优的同时提

高动态规划分割效率． 剪枝算法是假设当一个观

测序列中增加一个分割点时，其成本函数取值会

降低． 即， 假设存在一个常数 Ｋ，对于所有的 ｔ ＜
ｓｉ ＜ Ｎａｌｌ 满足式（１８），则如果式（１９） 能满足，ｔ 不
可能是Ｎａｌｌ 之前最后一个最优分割点．

Ｃ（Ｔ（ ｔ ＋１）：ｓｉ） ＋ Ｃ（Ｔ（ ｓｉ＋１）：Ｎａｌｌ
） ＋

　 　 Ｋ ≤ Ｃ（Ｔ（ ｔ ＋１）：Ｎａｌｌ
） （１８）

Ｆ（ ｔ） ＋ Ｃ（Ｔ（ ｔ ＋１）：ｓｉ） ＋ Ｋ ≥ Ｆ（ ｓｉ） （１９）

５　 实例分析与数值实验

本研究的离散数据流是通过连续、实时采集

离散动态过程的运行状态数据而形成的． 其中，运
行状态可以通过单位时间内离散事件发生的次数

反映． 本研究以大连市某加油站 ２０２０ 年 ６ 月 １ 日

至 ２０２１ 年 ５ 月 ３１ 日的车辆到达数量，即客流数

据为例进行实例分析，合计超 ３０ 万条车辆到达记

录． 数据采样时间间隔为 １５ｍｉｎ，总长度为３５ ０４０．
本研究首先采取标准的小波去噪方法对数据进行

去噪预处理． 图 ３ 显示了部分预处理后的加油站

日常客流样本，横坐标表示时刻点，两个时刻点之

间的时间间隔为 １５ ｍｉｎ，纵坐标表示客流． 本研究

将这些数据分为训练数据和测试数据，训练数据

占全部数据的 ７０％，测试数据占 ３０％．

图 ３　 加油站客流样本数据示意图

Ｆｉｇ． ３ Ｇｒａｐｈ ｏｆ ｔｈｅ ｓａｍｐｌｅ ｄａｔａ ｏｆ ｃｕｓｔｏｍｅｒ ｆｌｏｗｓ ｉｎ ａ ｇａｓ ｓｔａｔｉｏｎ

本研究基于案例数据，统计了加油站每天的

车辆到达情况，并通过 Ｋ⁃Ｓ 非参数检验［３７］验证客

流数据是否服从正态分布． Ｋ⁃Ｓ 检验是比较样本

频率分布是否符合理论分布的一种假设检验方
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法，其原假设 Ｈ０ 为数据符合理论分布． 本研究基

于 ｐｙｔｈｏｎ 自带 Ｋ⁃Ｓ 检验程序包 ｓｃｉｐｙ． ｓｔａｔｓ． ｋｓｔｅｓｔ
进行高斯性检验，返回 ｐ 值，如果 ｐ ＞ ０． ０５，接受

Ｈ０；反之，则拒绝 Ｈ０． ３６５ 天的检验结果见图 ４，
横坐标表示日期，纵坐标表示 Ｋ⁃Ｓ 检验的 ｐ 值． 其
中，由于加油站 ０ 时至 ５ 时几乎没有车辆到达，客
流数据分布检验中未体现这段时间．

图 ４　 Ｋ⁃Ｓ 检验结果

Ｆｉｇ． ４ Ｒｅｓｕｌｔｓ ｏｆ Ｋ⁃Ｓ ｔｅｓｔ

如图 ４ 所示，只有少数日期的客流数据不服

从正态分布，占比约 ３％． 其中，不服从正态分布

的日期下的加油站主要是因为加油机系统故障维

护、极端雷雨天气等原因造成的对应时段关闭，不
符合正常的车辆到达规律，因此，这些日期可以不

考虑．
根据 Ｋ⁃Ｓ 检验结果，有 ３５４ 天的加油站客流

服从不同均值、方差下的正态分布且每天的客户

到达情况均是相互独立的． 设每一天的加油站客

流为随机变量 Ｘ ｉ ，则服从正态分布的 ３５４ 天的加

油站客流数据可以表示为随机变量集合｛ Ｘ１，Ｘ２，

…， Ｘ３５４ ｝． 根据李雅普诺夫定理（任意分布的 ｎ
个随机变量 Ｘ，当 Ｘ 互相独立且 ｎ 足够大时，ｎ 个

随机变量形成的总和随机变量服从正态分布，其
中，ｎ ＞ ３０ 时，可称为大子样样本）， 本研究基于

３５４ 天的加油站客流数据形成的总和随机变量近

似服从正态分布． 满足以上正态分布条件的同时，
加油站客户到达情况受足够多的随机因素影响，因
此，加油站客流数据及其误差服从正态分布［３８］ ．

在评价预测模型性能时，本研究主要考虑绝

对误差，选取的评价指标有平均绝对误差（ｍｅａｎ
ａｂｓｏｌｕｔｅ ｅｒｒｏｒ，ＭＡＥ） （式（２０））、均方误差（ｍｅａｎ
ｓｑｕａｒｅ ｅｒｒｏｒ，ＭＳＥ） （式 （２１ ）） 和在线运行时间

（Ｒｔ）．

ＭＡＥ ＝ １
Ｎ ∑

ｉ ＝ Ｎ－１

ｉ ＝ ０
Ｙｉ － Ｙ� ｉ （２０）

ＭＳＥ ＝ １
Ｎ ∑

ｉ ＝ Ｎ－１

ｉ ＝ ０
（Ｙｉ － Ｙ� ｉ） ２ （２１）

在 ＭＡＥ、ＭＳＥ 的基础上，本研究进一步采用

Ｈａｎｓｅｎ 等［３９］ 提出的模型信度检验（ｍｏｄｅｌ ｃｏｎｆｉ⁃
ｄｅｎｃｅ ｓｅｔ，ＭＣＳ）进行统计检验，以证明本研究所

提预测模型与已有模型相比，预测效果具有显著

优势［４０］ ． ＭＣＳ 方法不指定基础预测模型，检验结

果的稳健性较强． ＭＣＳ 方法的基本原理是检验所

有预测模型构成的初始集合 Ｍ０ 中任意两个模型

的预测效果是否存在差异，原假设 Ｈ０ （式（２２））

表示 Ｍ０ 中任意两个模型的预测效果相同［１３］ ．

Ｈ０，Ｍ ： Ｅ（ｄφ，ｌ，ｌ∗） ＝０ （ｌ，ｌ∗∈Ｍ，Ｍ⊂Ｍ０ ） （２２）

其中 ｄφ，ｌ，ｌ∗ 表示Ｍ０ 中任意两个模型 ｌ、ｌ∗ 在损失

函数 φ下的相对损失值． 如果特定置信水平下，显
著拒绝原假设 Ｈ０，Ｍ，则剔除Ｍ０ 中表现较差的一个

模型，一直持续这一过程，直到不再拒绝原假设，
没有模型被剔除． 该检验中用到的统计量包括半

二次方统计量（式（２３））．

ＴＳＱ ＝ｍａｘ
（ｄφ，ｌ，ｌ∗）２

Ｖａｒ（ｄφ，ｌ，ｌ∗）
（ｌ，ｌ∗∈Ｍ，Ｍ⊂Ｍ０） （２３）

其中，ｄφ，ｌ，ｌ∗ 是ｄφ，ｌ，ｌ∗ 的平均值， ＴＳＱ 对应的 ｐ 值通

过自举法确定，ｐ 值越大， 表明模型的预测精

度越高． 本研究在显著性水平 ０． ０１ 下进行 ＭＣＳ
检验，验证所提预测方法是否能显著改进预测

性能．
为验证所提预测方法的有效性，本研究进行

了两大类实验：１）第一类包含三个实验，用于验

证所提离散数据流分割算法的有效性（５． １ 节）：
①进行不同分割点检测方法的对比试验，验证了

本研究分割点检测方法对于预测结果的优势；②
获取短期预测结果、趋势提取结果，并进行不同趋
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势提取算法的对比实验，验证了本研究所提趋势

提取算法本身及其对于改进预测效果的优势；③
进行分割点处不同预测模型构建方法的对比实

验，验证了本研究提取的短期趋势对提高预测精

度的效果； ２）第二类进行不同预测方法的对比实

验，用于验证本研究所提预测方法的预测效果

（５． ２ 节）． 下文对两类实验进行详述．
５． １　 离散数据流分割算法有效性验证分析

５． １． １　 分割点检测方法的效果验证

为验证本研究所提自适应分割点检测的有效

性，在使用同一短期预测结果的基础上，对比基于

本研究所提分割点检测方法与基于阈值的分割点

检测方法［１９］的预测效果． 由于基于阈值的分割点

检测方法受阈值上限 ｔｈ１、下限 ｔｈ２ 的影响，本研究

所提分割点检测方法也受多项式回归预测模型构

建所需的初始数据量ｓｎ１ 的影响． 为此，本研究对

ｔｈ１、ｔｈ２、ｓｎ１ 进行敏感性分析，以确定方法的最佳

预测结果．
１） ｔｈ１、ｔｈ２ 的敏感性分析

由于不同预测日基于相同取值的 ｔｈ１、ｔｈ２ 进

行预测的效果差异大，因此，本研究在每天工作开

始前，基于短期预测结果进行敏感性分析：具体

地，令阈值 ｔｈ１ 由５变化到４０，步长为５；在 ｔｈ１ 一定

时，令阈值 ｔｈ２ 由（ ｔｈ１ ＋ １） 变化到（ ｔｈ１ ＋ ５０） ． 某

一天的参数敏感性分析部分结果如图 ５（ａ）、图 ５
（ｂ）所示，图 ５（ａ）表示 ｔｈ１ ＝ ４０ 时，预测评价指标

ＭＳＥ 随 ｔｈ２变化的情况；图 ５（ｂ）中 ｘ 轴表示 ｔｈ１，ｙ
轴表示 ｔｈ２，ｚ 轴表示 ＭＳＥ，实心散点表示特定 ｔｈ１

下最小的 ＭＳＥ 及其对应的 ｔｈ２ ．
２） ｓｎ１ 的敏感性分析

ｓｎ１ 对预测效果的影响在不同日期的差异较

小，本研究基于所有测试集开展敏感性分析，以确

定唯一、固定的值． 由于 ｓｎ１ 表示多项式回归预测

模型构建所需的初始数据量，其最小取值为 ２，且
初始值不宜过大，因此，令 ｓｎ１ 由 ２ 变化到 ６，步长

为 １，所有测试日期的 ＭＳＥ随ｓｎ１ 的变化情况如图

５（ｃ）所示．

（ａ） 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｃ）

图 ５　 阈值的敏感性分析的结果示意图

Ｆｉｇ． ５ Ｇｒａｐｈ ｏｆ ｓｅｎｓｉｔｉｖｉｔｙ ａｎａｌｙｓｉｓ ｒｅｓｕｌｔｓ ｏｆ ｔｈｒｅｓｈｏｌｄｓ

　 　 图 ５（ａ）显示，ｔｈ１一定时，ＭＳＥ 不会随 ｔｈ２ 的

变化呈现规律性变化；图 ５（ ｂ）显示，点（１５，１６，
１１． １１９ ９）对应最小的 ＭＳＥ ＝ １１． １１９ ９，即当ｔｈ１ ＝
１５，ｔｈ２ ＝ １６ 时，该天基于该分割点检测方法的预

测效果最佳． 图 ５（ ｃ）显示， ｓｎ１ ＝ ３ 时，ＭＳＥ 取得

最小值，为 １５． ３６１ ２． 虽然 ｓｎ１ ＝ ６ 时 ，ＭＳＥ 的取

值与 ｓｎ１ ＝ ３ 时相差不大，但是 ｓｎ１ 越大，需要更多

地依赖于短期趋势提取值，会忽视实时发生的现

场情景，因此，本研究令 ｓｎ１ ＝ ３．

获取两种分割点检测方法的最佳预测结果后，
对比两种方法的Ｒｔ、 ＭＡＥ、 ＭＳＥ、 以及ＭＡＥ、 ＭＳＥ 两

种损失函数下的ＭＣＳ 检验结果，结果如表 １ 所示．
表 １ 显示基于本研究所提分割点检测方法的

预测在均方误差（ＭＳＥ）、平均绝对误差（ＭＡＥ）两
个评价指标上得到的预测误差值均小于基于阈值

的数据流分割预测方法；本研究所提方法在 ２ 个

损失函数下的 ＭＣＳ 检验的 ｐ 值均为 １，对比方法

的 ｐ 值均为 ０，证明本研究所提方法具有显著的
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预测效果改进；以上两点证明了本研究所提分割

点检测方法对于预测的有效性． 尤其是，由于基于

阈值的数据流分割预测方法需要在每天预测前，
基于短期预测值确定最佳 ｔｈ１、ｔｈ２，这导致基于本

研究所提分割点检测方法的训练时间远小于基于

阈值的数据流分割预测方法． 虽然基于本研究所

提方法的在线运行时间 Ｒｔ 比基于阈值的方法大，
但是平均到每一天，仅为 ０． １６６ １ ｓ，完全可以保

障方法的在线实时性． 综上所述，本研究所提方法

在 ＭＳＥ、 ＭＡＥ、 Ｒｔ、 ＭＣＳ 检验结果上的表现能够

充分说明其在减少阈值依赖的同时，提高了预测

的精度．
表 １　 预测结果比较

Ｔａｂｅｌ １ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ

评价指标 ＭＡＥ
ＭＡＥ 下 ＭＣＳ

检验的 ｐ 值
ＭＳＥ

ＭＳＥ 下 ＭＣＳ

检验的 ｐ 值
Ｒｔ ／ ｓ 训练时间 ／ ｓ

本研究所提方法 ２． ９９８ ９ １． ０ １７． ６１０ ２ １． ０ １７． １１３ ４ ５ ０９８． ９５０ ６

对比方法 ４． ０５１ ２ ０． ０ ３８． １１９ ９ ０． ０ １１． １７２ ８ ７ ５４３． ３８４ ９

　 　 　 　 注： ｐ 值越大模型精度越高，粗体表示在所有模型中最优的取值．

５．１．２　 改进趋势提取算法对客流预测的效果验证

基于本研究所提的非参数回归短期预测模型

确定预测日的客流值，图 ６ 中的虚线表示某日的

预测客流曲线，实线表示真实客流曲线．
获取客流的短期预测值后，本研究采用基于

动态规划的改进趋势提取算法提取各个时段的趋

势． 为了验证该方法的有效性，本研究将其与基于

自底向上和滑动窗口（ＳＷＡＢ）以及基于动态规划

（ＤＰ）的两种趋势提取算法［３２］比较：１）首先，为验

证趋势对数据拟合的好坏，比较三种算法的

ＭＡＥ、 ＭＳＥ 以及数据的分段总数量，结果如表 ２
所示；２）其次，为验证趋势提取结果对客流预测

的影响，本研究使用 ＭＡＥ、 ＭＳＥ、 Ｒｔ、 ＭＣＳ 检验的

ｐ 值对三种趋势提取结果下的预测效果进行分

析，结果如表 ３ 所示． 其中，三种趋势提取算法下

的离线训练时间为非参数回归短期预测模型的训

练时间，不需比较．

图 ６　 预测日的真实及预测的客流曲线

Ｆｉｇ． ６ Ｔｈｅ ｔｒｕｅ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｃｕｓｔｏｍｅｒ ｆｌｏｗ ｃｕｒｖｅｓ

表 ２　 不同趋势提取算法的数据拟合结果

Ｔａｂｅｌ ２ Ｄａｔａ ｆｉｔｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｒｅｎｄ ｅｘｔｒａｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

评价指标 本研究所提趋势提取算法 基于 ＤＰ 的趋势提取算法 基于 ＳＷＡＢ 的趋势提取算法

ＭＡＥ ３． ７６２ ５１ ３． ９０８ ７１ ３． ８３８ ４６５

ＭＳＥ ２８． ８６４ ４ ３１． ５３４ ４ ３０． ４６１ ４

分段总数 １１ １６ １８

表 ３　 基于不同趋势提取算法的预测结果

Ｔａｂｅｌ ３ Ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ ｔｒｅｎｄ ｅｘｔｒａｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

评价指标 ＭＡＥ
ＭＡＥ 下 ＭＣＳ

检验的 ｐ 值
ＭＳＥ

ＭＳＥ 下 ＭＣＳ

检验的 ｐ 值
Ｒｔ ／ ｓ

基于本研究所提趋势提取算法的预测方法 ２． ９９８ ９ １． ０ １７． ６１０ ２ １． ０ １７． １１３ ４

基于 ＤＰ 趋势提取算法的预测方法 ３． ０９０ ５ ０． ０ ２０． １４１ ５ ０． ０ １４． ８９４ ８

基于 ＳＷＡＢ 趋势提取算法的预测方法 ３． ００６ ６ ０． ３３３ ３ １７． ８７３ １ ０． ０ １６． ７１５ ８
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　 　 表 ２ 显示，本研究所提趋势提取算法的

ＭＡＥ、ＭＳＥ 均小于基于 ＤＰ 和基于 ＳＷＡＢ 的趋势

提取算法，且本研究所提趋势提取算法分段总

数量最小，证明本研究所提趋势提取算法可以

以最小的分段数、最高的预测精度实现对数据

的拟合． 表 ３ 显示，在 ＭＡＥ、ＭＳＥ 两个评价指标

上，基于本研究所提趋势提取算法的预测方法的

预测误差值均小于基于 ＤＰ 和 ＳＷＡＢ 趋势提取算

法的预测方法；且本研究所提方法在 ２ 个损失函

数下的 ｐ 值均为 １，证明本研究所提趋势提取算

法相对于其余两种算法对预测性能有显著改进；
基于ＳＷＡＢ算法的预测方法在 ＭＡＥ 下 ＭＣＳ 检验

的 ｐ 值为 ０． ３３３ ３，证明该算法对预测性能的改

进仅次于本研究所提算法． 综上所述，本研究所

提趋势提取算法有较好的结果，基于该算法提

取的某一天的短期趋势，即各个分段的时段范

围（开始时刻、结束时刻）及相应的趋势拟合函

数见表 ４．
表 ４　 趋势提取结果

Ｔａｂｅｌ ４ Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｔｒｅｎｄ ｅｘｔｒａｃｔｉｏｎ

时段

范围
拟合函数

时段

范围
拟合函数

时段

范围
拟合函数

［２０， ２６） ｙ ＝ ０．００６ ９７４ ｘ２ － ０．１６０ ９ｘ ＋ ０．９４３ ５ ［３５， ４９） ｙ ＝ ８． ４６１ ［６６， ７３） ｙ ＝ ０．３９８ ８ ｘ２ －５５． ０２ ｘ ＋１ ９０２

［２６， ２９） ｙ ＝ － １．２４５ ｘ２ ＋ ６９．０４ｘ － ９５１．８ ［４９， ５５）
ｙ ＝ ０．３３８ １

ｘ２ － ３４．０７ｘ ＋ ８６４．２
［７３， ９２） ｙ ＝ ０．０２７ ９４ ｘ２ － ４．８８７ｘ ＋ ２１５．８

［２９， ３５） ｙ ＝ ９．２１８ ［５５， ６６） ｙ ＝ ８．４８７ ［９２， ９５） ｙ ＝ － ０．８１７ １ｘ ＋７７． ０３

５． １． ３　 短期趋势提取对预测的效果验证

为验证本研究提取的短期趋势对客流预测的效

果，本研究使用指标 ＭＡＥ、ＭＳＥ、ＭＣＳ 检验的 ｐ 值、Ｒｔ

对比本研究所提方法与基于缓存区数据（对比方法

１）以及直接利用短期预测结果（对比方法 ２）构建分

割点处预测模型下的预测结果，如表 ５ 所示．
表 ５　 分割点处不同预测模型构建方法的预测结果

Ｔａｂｅｌ ５ Ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌｓ ａｔ ｓｅｇｍｅｎｔａｔｉｏｎ ｐｏｉｎｔｓ

评价指标 ＭＡＥ
ＭＡＥ 下 ＭＣＳ

检验的 ｐ 值
ＭＳＥ

ＭＳＥ 下 ＭＣＳ

检验的 ｐ 值
Ｒｔ ／ ｓ 训练时间 ／ ｓ

本研究所提方法 ２． ９９８ ９ １． ０ １７． ６１０ ２ １． ０ １７． １１３ ４ ５ ０９８． ９５０ ６

对比方法 １ ４． ０５１ ２ ０． ０ ３８． １１９ ９ ０． ０ １１． １７２ ８ ７ ５４３． ３８４ ９

对比方法 ２ ３． １５１ ２ ０． ０ ２０． １８３ ８ ０． ０ １５． ８３６ ７ ５ ０９８． ９５０ ６

　 　 表 ５ 显示，本研究所提方法在 ＭＡＥ、ＭＳＥ、两

种损失函数下的 ＭＣＳ 检验 ｐ 值上的表现均是最

优的，证明将本研究提取的短期趋势用于辅助客

流预测，有利于提高预测的精度．

５． ２　 与常用预测方法的对比实验

为了验证本研究所提预测方法的有效性，对

比其与常用的机器学习方法（ＳＶＭ、ＤＡ⁃ＲＮＮ（ｄｕ⁃

ａｌ⁃ｓｔａｇｅ ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，双

阶段的注意力机制循环神经网络模型））、线性回

归方法以及时间序列分析方法（ＳＡＲＩＭＡ（ｓｅａｓｏｎａｌ

ａｕｔｏ ｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ，季节性自

回归移动平均模型））的预测结果． 由于计算限

制，本研究每天基于固定大小的滚动训练数据集，

更新预测模型的参数． 其中，ＤＡ⁃ＲＮＮ 结合了注意

力机制和 ｓｅｑ２ｓｅｑ 结构（一种 ｅｎｃｏｄｅｒ⁃ｄｅｃｏｄｅｒ 结

构），其关键参数包括分割窗口长度 Ｔ、梯度更新

块大小 ｂａｔｃｈ＿ｓｉｚｅ、学习率 η 、编码器的隐藏状态

大小 ｍ 和解码器的隐藏状态大小 ｐ． 为简便起见，

本研究设 ｍ ＝ ｐ． 为了确定各参数的取值，令 Ｔ ＝

｛２， ３， ４， ５， １０， １５｝、ｍ ＝ ｐ ＝ ｛１６， ３２， ６４， １２８，

２５６｝、ｂａｔｃｈ＿ｓｉｚｅ ＝ ｛６４， １２８｝、 η ＝ ｛０． ０１， ０. ０２，

０． ０３， ０． ０５， ０． １， ０． １２， ０． １３， ０． １５， ０． ２， ０． ３，

０． ４， ０． ５｝，进行预测效果验证． 当 Ｔ ＝ ２、ｍ ＝ ｐ ＝

ｂａｔｃｈ＿ｓｉｚｅ ＝ １２８、 η ＝ ０． １ 时，ＤＡ⁃ＲＮＮ 取得最佳效
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果． 其中，Ｔ ＝ ２、ｍ ＝ ｐ ＝ ｂａｔｃｈ＿ｓｉｚｅ ＝ １２８ 时，不同 η
下的 ＭＳＥ 取值见图 ７． 此外，ＳＡＲＩＭＡ（ｐ， ｄ，
ｑ）（Ｐ， Ｄ， Ｑ， ｓ） 的季节性参数 ｓ 为 １ 天的数据采

样点数，其余参数基于 ＡＩＣ 准则和训练集迭代确

定；ＳＶＭ 选择常用的高斯径向基函数作为核

函数．
本研究使用 ＭＡＥ、ＭＳＥ、ＭＣＳ 检验的 ｐ 值、 Ｒｔ、

训练时间对预测结果进行分析，结果如表 ６ 所示．

图 ７　 η 的敏感性分析的结果示意图

Ｆｉｇ． ７ Ｇｒａｐｈ ｏｆ ｓｅｎｓｉｔｉｖｉｔｙ ａｎａｌｙｓｉｓ ｒｅｓｕｌｔｓ ｏｆ η

表 ６　 预测结果比较

Ｔａｂｅｌ ６ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ

评价指标 ＭＡＥ
ＭＡＥ 下 ＭＣＳ

检验的 ｐ 值
ＭＳＥ

ＭＳＥ 下 ＭＣＳ

检验的 ｐ 值
Ｒｔ ／ ｓ 训练时间 ／ ｓ

本研究所提方法 ２． ９９８ ９ １． ０ １７． ６１０ ２ １． ０ １７． １１３ ４ ５ ０９８． ９５０ ６

ＳＶＭ ３． ０２９ ９ ０． ０ １８． １２２ ８ ０． ３３３ ３ ２． ６０１ ２ ７ １１６． ３１５ １

ＤＡ⁃ＲＮＮ ４． ０８０ ２ ０． ０ ３０． １５２ ８ ０． ０ ０． ９８４ ４ ３６８． ３６４

线性回归 ３． ３１９ ５ ０． ０ ２１． ３０４ ０ ０． ０ ０． ０２８ ３ １０６． ８５８ ５

Ａｒｉｍａ ３． ４６３ ９ ０． ０ ２２． ３０３ ７ ０． ３３３ ３ ６４． ８４０ ９ ２１ ２６４． ０３８ １

　 　 表 ６ 显示，在 ＭＳＥ、ＭＡＥ 两个评价指标上，本
研究提出的预测方法得到的预测误差值是最小

的；且在 ２ 个损失函数下 ＭＣＳ 检验的 ｐ 值均为 １，
证明本研究预测方法相对于其余四种预测方法具

有显著最强的预测能力，可以充分证明本研究预

测方法的有效性． 从表 ６ 中也可以看出以下两点

信息：１） ＤＡ⁃ＲＮＮ 预测方法的预测误差在 ＭＳＥ、
ＭＡＥ、ＭＣＳ 检验的 ｐ 值上的表现均是最差的，这是

因为神经网络面对类似本研究的低维数据流时，
大部分情况下比不过 ＳＶＭ、线性回归等；２）ＳＶＭ、
ＳＡＲＩＭＡ 在损失函数 ＭＳＥ 下 ＭＣＳ 检验的 ｐ 值均

为 ０． ３３３ ３，证明这两种方法的预测能力仅次于本

研究所提方法，对低维离散数据流有一定的适用

性；但是 ＳＶＭ 等机器学习算法以及 ＳＡＲＩＭＡ 等时

间序列分析方法由于其计算模型的复杂性，导致

其训练时间过长，特别是 ＳＡＲＩＭＡ 的在线运行时

间过长，因此不利于在线实时的预测．

６　 结束语

本研究提出了基于离散数据流分割算法的预

测方法． 该方法的创新之处在于：１）将基于预测

误差的假设检验和短期趋势应用于离散数据流分

割算法，自适应地确定分割点，并基于短期趋势修

—８５— 管　 理　 科　 学　 学　 报 ２０２４ 年 ９ 月



正分割点处的预测模型，减少了预测模型对缓冲

数据的依赖，解决了具有多极值性、高变化性的离

散数据流分割点难以确定以及分割点前后趋势变

化明显的问题，提高了预测的准确率；２）将非参

数回归短期预测模型和基于动态规划的改进趋势

提取算法相结合构建短期趋势提取方法，使得本

研究提取的短期趋势融合了短期预测反映的离散

数据流周期性规律以及趋势提取反映的趋势性规

律，可以反映一段时间的离散数据流的变化方向，
有利于提前挖掘和分析预测日离散数据流的趋势

规律，克服了不确定性高、未来演变趋势多变的离

散数据流趋势提取难的问题，也丰富了趋势提取

方法的应用领域；３）使用完全由数据驱动的非参

数回归方法为离散数据流建立短期预测模型，克
服了离散数据流模式复杂多变导致的短期预测准

确率低的缺陷，并丰富了非参数回归方法的应用

领域．
本研究所提的预测方法可以广泛应用于由

离散事件驱动的动态系统的在线实时监控中，
可以在线实时实现系统流量的预测，以提前预

警系统的潜在失控状态（如，交通拥挤、商品缺

货、机器故障等），对离散动态系统的智能化调

控具有重要的现实意义． 此外，该方法也可以用

于其它具有多极值性、趋势多变性特征的单维

时间序列数据流的预测问题，这也将是本研究

未来的拓展方向．
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