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摘要： 推荐系统的本质是建模消费者行为中隐藏的兴趣偏好．人的行为离不开心理，表象的行

为背后蕴含着丰富的内在产生动机．然而，当前的推荐系统主要聚焦于对消费者表象的行为数

据建模层面，很少涉及内在的心理活动和决策中对信息的加工过程，难以解析行为背后的产生

路径．为此，本文研究了一种新的推荐系统方法创新思路，聚焦于基于评论的推荐场景，从消费

者决策旅程视角出发，引入 ＡＩＤＭＡ 阶段式决策模型，将消费者行为的产生过程视为对商品

“引起注意→产生兴趣→唤醒欲望→留下记忆→决策行为”的决策旅程，并将其运用到深度学

习的模型设计中，提出一种新的推荐方法． 实验表明本研究方法的推荐效果显著优于现有方

法．本研究遵循了“模型驱动 ＋数据驱动”的大数据驱动研究范式，不仅实现了对推荐系统具

有消费者行为理论模型支撑的深度学习方法创新，还为理解消费者在决策过程中对非结构化

评论文本的信息加工过程提供了借鉴和参考．
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０　 引　 言

推荐系统作为解决电子商务环境下消费者信

息过载问题的重要手段，已成为了各大电商平台

的“标配”，长期以来广受学界和业界的重视． 虽
有各种不同的切入点，当前推荐系统的方法研究

主要聚焦于对消费者的历史数据进行深入分析与

挖掘，以刻画“千人千面”的个性化偏好，从而向

每一个消费者推荐匹配其兴趣的商品［１］ ． 在数据

规模激增、算力大幅提升和算法不断成熟的背景

下，推荐系统的方法研究已由矩阵分解、决策树等

传统机器学习方法全面进入深度学习阶段［２］，各
种深度推荐方法涌现［３， ４］ ．与此同时，随着大量的

用户评论文本、商品描述图片等非结构化数据的

产生，推荐系统的方法研究迎来了重要的机遇，即
如何从传统意义上难以测量的海量非结构化数据

中发现其蕴藏的稀疏价值，这同时也是大数据时

代下商务智能分析与挖掘的重要挑战［５ － ９］ ． 以用

户评论文本为例，社会比较理论［１０］指出消费者在

缺乏客观认知的情况下，往往会利用他人的评价

信息以辅助自我评价．在电商环境下，消费者普遍

会通过阅读商品的评论文本来获取辅助决策的信

息，将评论文本引入到推荐系统的方法建模中具

有显著意义．因此，基于评论的推荐（ ｒｅｖｉｅｗ⁃ａｗａｒｅ
ｒｅｃｏｍｍｅｎｄａｔｉｏｎ） ［１１］ 近年来获得了越来越多的

关注．
推荐系统的方法本质是数据驱动，通过消费

者的行为数据构建其与商品之间的内在联系，通
过对海量数据的特征学习实现消费者兴趣偏好的

建模．因此，推荐系统的方法研究实质上与消费者

行为研究息息相关，彼此的核心均是探究消费者

是如何做出购买决策行为的． 人的行为离不开心
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理，表象的行为背后往往蕴含着丰富的内在产生

动机．然而，目前主流的推荐系统方法研究主要还

是聚焦在对表象的行为数据建模上，通过端到端

（ｅｎｄ⁃ｔｏ⁃ｅｎｄ）的学习建立历史行为与未来决策的

联系，往往不会涉及消费者行为背后的心理活动、
决策过程中对信息的处理和加工等内容．因此，深
度学习类的方法虽然推荐效果很好，但是几乎都

不具备可解释性，无法知悉行为背后的产生动机

和路径．
而在消费者行为领域，早在 １９６８ 年恩格尔

等［１２］即提出了经典的 ＥＫＢ 消费者购买决策模

式，从消费者心理活动、信息加工、决策过程以及

外部环境四方面阐述外界信息刺激对消费者购买

决策的影响． ２００９ 年，Ｃｏｕｒｔ等［１３］进一步提出了消

费者决策旅程 （ ｃｏｎｓｕｍｅｒ ｄｅｃｉｓｉｏｎ ｊｏｕｒｎｅｙ）的概

念，将消费者每一次的决策过程比喻为一次从起

点到终点的决策旅程，在这个过程中外界信息的

刺激潜移默化地匹配了消费者的兴趣，唤醒了消

费者的欲望，并深刻的印在了消费者的脑海中，最
终影响了决策行为的产生［１４］ ．消费者决策旅程从

理论上诠释了信息内容在消费者体验中的重要

性，对理解消费者行为的产生路径提供了理论模

型支撑．
然而，虽然两者之间有着高度的关联性，当前

模型驱动的消费者行为研究和数据驱动的推荐系

统方法研究彼此之间是相对独立的，尚未形成有

效的协同，理论模型的发现尚未有力地支撑技术

方法的创新．陈国青等［７］指出将数据驱动和模型

驱动相结合，能够形成新型的大数据驱动研究范

式，为理论应用和方法创新带来有效的补充扩展．
为此，本研究遵循大数据驱动研究范式，探究如何

将消费者决策旅程的理论运用到推荐系统的方法

创新上．具体来说，聚焦于基于评论的推荐场景，
引入消费者决策旅程中的 ＡＩＤＭＡ 阶段式决策模

型［１４， １５］，在深度学习的框架下提出了一种新的推

荐方法，将其命名为 ＤｅｅｐＲｅｖｉｅｗ，其核心思想与

主要创新具体如下：
１）现有的基于评论的推荐方法研究通常仅

考虑对消费者亲自撰写的评论文本或社交关系的

好友评论进行建模，而忽略了其在信息不确定情

况下对评论文本的潜在阅读行为对购买决策的影

响．因此，这类方法不仅会因为撰写评论数据的极

度稀疏导致模型训练的困难，而且无法为那些不

写评论的绝大多数群体提供推荐．而现有研究［１６］

指出，虽然消费者可能不会主动撰写评论，但他们

通常会在购买之前阅读他人撰写的评论，并隐式

地影响最终的决策．这意味着，消费者的决策过程

中往往隐藏着对商品评论的潜在阅读行为．因此，
ＤｅｅｐＲｅｖｉｅｗ着眼于在商品的全量非结构化评论

文本中提取消费者的兴趣特征，捕捉消费者对评

论文本潜在阅读行为的隐式反馈，并以此对候选

商品进行评分预测，以实现基于评论的推荐方法

创新．
２）不同于当前绝大多数的纯算法改进导向

的深度推荐方法研究，ＤｅｅｐＲｅｖｉｅｗ 引入了消费者

决策旅程中对商品“引起注意→产生兴趣→唤醒

欲望→留下记忆→决策行为” （ ａｔｔｅｎｔｉｏｎ→ｉｎｔｅｒｅｓｔ
→ｄｅｓｉｒｅ→ｍｅｍｏｒｙ→ａｃｔｉｏｎ）的 ＡＩＤＭＡ阶段式决策

模型［１５］，将深度学习的模型设计模拟为消费者对

评论文本的信息加工过程． 整个模型包含五个部

分：ａｔｔｅｎｔｉｏｎ阶段利用 ＧｌｏＶｅ 词嵌入方法将非结

构化的评论文本映射到统一的潜在空间中，以实

现对消费者偏好和商品的表征；ｉｎｔｅｒｅｓｔ 阶段引入

卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）
和注意力（ ａｔｔｅｎｔｉｏｎ）机制，模拟消费者接收到外

部信息（阅读商品评论文本）刺激后所产生的即

时偏好改变；ｄｅｓｉｒｅ 阶段通过自注意力（ｓｅｌｆ⁃ａｔｔｅｎ⁃
ｔｉｏｎ）机制，模拟消费者在被唤醒购买欲望后对评

论文本的深层语义理解；ｍｅｍｏｒｙ 阶段引入协同注

意力（ｃｏ⁃ａｔｔｅｎｔｉｏｎ）机制，模拟阅读评论文本后在

消费者心中的记忆匹配和记忆更新；最后，ａｃｔｉｏｎ
阶段利用上述四个阶段加工后的评论文本信息学

习评分预测模型，以模拟消费者的购买决策行为．
五个阶段环环相扣，作用明确，功能清晰，以实现

“模型驱动 ＋数据驱动”的深度学习方法创新．
在 ＤｅｅｐＲｅｖｉｅｗ中，消费者的每一个决策行为

（对商品的每一次评分）被视为一次决策旅程，每
个行为背后的产生路径被划分成 ＡＩＤＭＡ 五个阶

段，不仅有助于充分理解消费者对评论文本信息

的处理加工过程，也使得深度推荐方法的创新不

再是“盲人摸象”的试错法，而是具有管理理论支

撑的新探索． 同时，由于 ＤｅｅｐＲｅｖｉｅｗ 的五个组成

部分分别对应了消费者决策旅程的 ＡＩＤＭＡ 五个

阶段，因此，模型在微观层面上也被赋予了一定的
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可解释性．这是本研究与其他基于评论的推荐方

法研究的重要区别．
为了验证研究思路的可行性和研究方法的有

效性，本研究使用了多个亚马逊的公开基准数据

集开展实验研究． 实验结果表明，ＤｅｅｐＲｅｖｉｅｗ 可

以从评论文本信息中很好地提取消费者的兴趣偏

好，推荐效果显著地优于其他基于评论的深度推

荐方法，这证明了本研究所提出的研究思路和研

究方法是可行的． 同时，由于 ＤｅｅｐＲｅｖｉｅｗ 将对评

论文本的信息加工分解为五个阶段，因此消融实

验的开展变得十分直观，在实验过程中，本研究对

ｉｎｔｅｒｅｓｔ、ｄｅｓｉｒｅ 和 ｍｅｍｏｒｙ 三个阶段②开展了详实

的消融实验和可视化工作，研究表明 ＤｅｅｐＲｅｖｉｅｗ
能够很好地利用深度学习技术手段模拟消费者对

评论文本的信息加工过程：１） ｉｎｔｅｒｅｓｔ 阶段能够成

功地模拟外部评论文本对消费者的刺激作用；
２）ｄｅｓｉｒｅ阶段能够很好地学习到商品的高维有序

特征，以模拟消费者对评论文本的深层语义理解；
３）ｍｅｍｏｒｙ阶段能够有效地实现消费者与商品特

征的深层次交互过程，并显著地改变了消费者和

商品的特征分布；４）每一个信息加工阶段均对决

策结果产生显著的影响，但是在不同数据集中，各
个阶段的效用会有所不同． 本研究也对 ＤｅｅｐＲｅ⁃
ｖｉｅｗ中部分重要的超参数开展了敏感性分析，以
得到一些有意义的启示：１）通过改变消费者历史

商品集的输入数量来模拟消费者对历史决策信息

的利用程度，研究发现越多的历史信息并不总会

对消费者决策带来提升，在不同的数据集中，历史

商品集的输入数量对推荐效果分别呈现出倒 Ｕ
或倒 Ｎ的影响；２）而通过对评论文本的长度进行

控制发现，并非越长的评论（越大的信息量）会帮

助消费者更好地作出决策，两者之间呈现了倒 Ｎ
的关系．上述结论，为理解消费者在决策过程中对评

论文本的信息加工过程提供了有益的借鉴和参考．

１　 文献综述

１． １　 深度推荐方法研究

随着电子商务的蓬勃发展，大量推荐系统方

法涌现，该领域的研究主要经历了几个阶段的发

展．早期研究主要聚焦于基于内容的特征匹配和

基于矩阵分解的协同过滤［１７， １８］ ．矩阵分解类方法

计算高效，但只对“用户－商品” （ ｕｓｅｒ⁃ｉｔｅｍ）评分

数据进行拟合，许多有用的辅助信息均未考虑，因
此更为通用的做法是将推荐转化为回归问题，并
利用逻辑回归、集成学习等进行特征交叉建模，如
因子分解机［１９］和 ＬＲ ＋ ＧＢＤＴ［２０］等；或者将推荐

转化为排序问题，通过隐式反馈信息实现兴趣的

偏序建模［２１］ ．然而，经典算法的局限导致其难以

对非结构化数据进行高效处理，而拥有海量的非

结构化数据恰恰是推荐系统的重要特性之一．
由于深度学习能够针对海量训练数据很好地

学习极其稀疏的原始特征表征，以刻画数据的丰

富内在信息，为传统的推荐方法带来新的解决思

路，因此，当前的推荐方法研究已全面进入深度学

习阶段［２］ ．深度推荐方法的研究主要包含两个方

面：１）利用深度学习对非结构化数据进行特征学

习，并将其作为辅助信息应用到传统矩阵分解

中［２２ － ２４］； ２）直接利用深度学习构建推荐模型，开
创性的工作来自于 ＹｏｕＴｕｂｅ推荐［２５］，验证了基于

大规模数据深度学习能够很好地学习到用户的隐

含特征表示，从而对用户和商品之间的非线性交

互进行精确建模，Ｈｅ等［４］提出 ＮＣＦ 算法，通过深

度学习的特征学习代替传统矩阵分解的内积计

算，Ｇｕｏ等［２６］将因子分解机引入 Ｗｉｄｅ＆Ｄｅｅｐ深度

学习框架提出 ＤｅｅｐＦＭ，学习更高维的特征交叉

关系．许多其他的深度学习模型也已成功应用到

了推荐方法中，如自编码［２７］、卷积神经网络［２］、注
意力机制［２８］、图神经网络［２９］、多任务学习［３０］和

多模态学习［３１］等．
总体而言，深度学习不仅提升了特征学习的

效果，也使得非结构化数据的分析和挖掘变得可

行．研究表明引入更多的辅助信息（无论是用户

侧还是商品侧），特别是那些传统意义上难以测

量的非结构化数据，能够为推荐效果的提升带来

显著的提升．理由也十分直观，因为消费者往往会

在脑海中对这些看到的非结构化信息进行处理和
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② ａｔｔｅｎｔｉｏｎ阶段的主要作用是对评论文本进行向量表征学习，而 ａｃｔｉｏｎ 阶段是评分预测的学习，可以理解为 ＤｅｅｐＲｅｖｉｅｗ 模型的输入（ ｉｎ⁃
ｐｕｔ）和输出（ｏｕｔｐｕｔ），不存在消融实验的意义，因此该部分实验中未考虑这两个阶段．



加工，以辅助决策行为．但是，现有研究更多的是

从算法技术的视角开展，停留在对表象的数据分

析建模层面，无法解析决策过程中对辅助信息的

加工过程，模型的设计普遍不具有可解释性．
１． ２　 基于评论的推荐方法研究

由于评论文本中蕴含了丰富的信息，对辅助

消费者决策起到了重要的作用，因此在众多深度

推荐方法研究中，基于评论的推荐近年来获得了

越来越多的关注． ＨＦＴ模型［３２］提出了一种从语义

角度构建评论特征的方法，将评论特征映射到潜

在的主题空间以获取消费者兴趣的高维表示．
ＤｅｅｐＣｏＮＮ［１１］通过 ＣＮＮ 获取消费者评论中上下

文相关的局部兴趣特征． Ｄ⁃Ａｔｔｎ［３３］使用双注意力

机制学习评论文本中的局部商品特征和全局语义

特征．此外，ＣＡＲＬ［３４］扩展了 ＤｅｅｐＣｏＮＮ 以学习商

品表示的上下文感知特性． ＡＮＲ［３５］考虑了词的多

义性，增加了一个潜在语义矩阵，以更好地区分消

费者和商品的潜在语义偏好． ＳＩＦＮ 模型［３６］包括

情感学习和评分学习两部分，强调评论的情感极

性，重点建模评论和用户或商品之间的特征交互．
ＤＡＭＬ［３７］在 ＣＡＲＬ的基础上进一步使用注意力机

制学习消费者与商品的交互特征．此外，从评论信

息有用性的视角，也涌现了诸多有价值的研究．
Ｗａｎｇ等［３８］认为评论属性与用户偏好相关，并提

出了基于评论属性的推荐模型． Ｃｈｅｎ 等［３９］发现，
将评论信息对消费者的有用性进行建模能够辅助

推荐方法分析消费者的购买意图． Ｇｕａｎ 等［１］提出

了多模态推荐模型，利用消费者认知风格，得到消

费者对评论等多模态数据的差异化偏好，并指出

评论信息对消费者的影响更强． Ｓｈｕａｉ 等［２９］将评

论语义用于组成图的边缘特征，构建了具有评论

特征增强边的评论感知用户－商品图． 总体而言，
现有研究主要从特征工程的角度出发，利用深度

学习的从消费者的评论文本中获取商品特征以提

升推荐效果．
而大量客观事实观察和研究表明，相比于写

评论的行为，大部分的消费者更倾向于阅读他人

的评论以获取信息辅助购买决策［１６］ ．利用他人的

评论信息可以提升消费者的信息感知能力，提升

购买决策行为的发生［４０］ ．消费者在缺乏对商品的

了解时会去评论信息中寻找商品的特征以匹配兴

趣［４１］，也会为了验证购买而阅读评论信息以辅助

自己进行效用最大化的决策［４２］ ．消费者的社交信

息也被用于获取额外辅助信息以降低数据稀疏

性［４３］ ． ＳＢＰＲ模型［４４］通过建立朋友反馈集和添加

偏好集以提升推荐效果，Ｇ＿ＳＢＰＲ 模型［４５］则进一

步扩展至朋友与群体信息．然而，当前基于评论的

推荐方法主要考虑对消费者亲自撰写的评论文本

进行建模，或者通过社交关系额外引入好友评论，
忽略了在信息不确定情况下对他人评论文本的潜

在阅读行为对购买决策的影响，导致无法为那些

只看评论、不写评论的“沉默的大多数”提供推荐

服务．
１． ３　 消费者决策旅程研究

消费者决策旅程［１３， １４］是消费者行为研究中

近年涌现出的一个重要方向，它将消费者行为概

念化为动态的决策旅程，以助于在结构上更深入

地理解消费者的决策过程和行为产生路径． 在相

关研究中，外部信息的刺激如何影响消费者的决

策旅 程，受 到 了 众 多 关 注． Ｈｏｖｌａｎｄ 和 Ｌｕｍｓ⁃
ｄａｉｎｅ［４６］指出个人受到外部环境传递的信息影响

时需要经过注意、理解和接受的过程． Ｃｏｌｉｃｅｖ
等［４７］将消费者的决策旅程划分为外部感知、购买

意愿和满意度量三个阶段．而 Ｋｉｍ等［４８］在最近的

一项工作中将消费者在电子商务平台中的购买行

为分解为学习、感知和行为三个阶段，并探明各决

策阶段之间存在顺序的关联性． 最新的研究

中［４９］，将消费者决策旅程引入公司数字营销战略

之中，突显在数字化社会中研究费者决策旅程的

必要性．
在众多消费者决策旅程研究中，效果层次模

型［５０］是探究消费者如何在决策过程中处理和使

用信息的一类重要方法． 此类模型起源于认知和

社会心理学，认为消费者会以顺序的形式处理和

响应信息，并将其分解为层次阶段．其中最为重要

的模型就是 ＡＩＤＡ阶段式决策模型［５１］，将消费者

的决策旅程划分为“引起注意→产生兴趣→唤醒

欲望→决策行为” （ ａｔｔｅｎｔｉｏｎ→ｉｎｔｅｒｅｓｔ→ｄｅｓｉｒｅ→
ａｃｔｉｏｎ）四个顺序阶段． ＡＩＤＡ模型在帮助企业理解

消费者购买行为和制定营销策略起到了重要的作

用［５２］ ．此后，大量的拓展工作围绕该模型展开，其
中一项重要的工作即 Ｄｅｖｏｅ［１５］提出的 ＡＩＤＭＡ 模

型，在 ＡＩＤＡ的基础上加入一个新的阶段“留下记

忆”（ｍｅｍｏｒｙ），以表征消费者利用自身记忆与潜
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在商品进行“货比三家”的比较行为，进一步完善

了消费者在购买决策前的心理过程． 该模型尤其

可以解释商品的广告文稿等外部信息刺激，需要

能够首先做到引起注意，然后激发消费者的兴趣，
进一步刺激消费者的购买欲望，在消费者心中留

下记忆，最终促成消费者的购买行为．该模型已被

证明可以有效解释消费者在购买决策中对信息的

处理加工过程［５３］，并应用于在线广告［５４］、品牌营

销［５５］、旅游决策［５６］ 和在线搜索［５７］ 等诸多场

景中［５８ － ６２］ ．
从本质上来说，无论是推荐系统还是消费者

决策旅程，两者研究的核心都是消费者行为，旨在

通过不同的方式（数据驱动或模型驱动）探究消

费者是如何做出购买决策行为的． 消费者决策旅

程研究为理解消费者决策过程中对信息的处理加

工过程提供了重要的理论模型支撑，但是却尚未

有效地运用到推荐系统的方法探索中，理论模型

的发现未能有力地支撑技术方法的创新． 这也是

促使本研究开展的根本出发点．

２　 问题描述

本研究选取评分预测（ｒａｔｉｎｇ ｐｒｅｄｉｃｔｉｏｎ）任务

构建基于评论的推荐方法研究场景，即利用商品

的评论文本（输入）对消费者③的兴趣偏好进行建

模，以实现对商品评分（输出）的预测． 具体问题

描述如下．
设 ｕ∈ 和 ｖ∈ 分别代表推荐系统中的一

个消费者和商品，其中 为所有消费者的集合，
为所有商品的集合． ｒｕ，ｖ 表示消费者 ｕ 对商品 ｖ 的
评分，而 Ｒｕ，ｖ 表示对应的评论文本．在消费者与商

品的交互数据集 中，每个样本 Ｄ ∈ 可以用一

个四元组表示，即 Ｄ ＝ （ｕ，ｖ，Ｒｕ，ｖ，ｒｕ，ｖ） ，记录一个

消费者对一个商品的一次评论和评分数据． 本研

究旨在构建一个方法模型 ｈ（ｕ，ｖ ｜ Ｗ） 以预测

ｒｕ，ｖ，其中 Ｗ 为模型参数，其目标最优解Ｗ∗ 为

Ｗ∗ ＝ ａｒｇｍｉｎＷ ∑
ｕ∈ ，ｖ∈

（ｈ（ｕ，ｖ ｜ Ｗ） －ｒｕ，ｖ）２ （１）
在基于评论的推荐方法研究中，消费者 ｕ 和

商品 ｖ 的表征是通过非结构化评论文本 Ｒｕ，ｖ 构建

而成，因此构建 ｈ（ｕ，ｖ ｜ Ｗ） 的核心是对 Ｒｕ，ｖ 的处

理．但是，不同于现有方法［１１， ３２ － ３５， ３７］假设所有消

费者都会写评论（即 Ｒｕ，ｖ ≠ Ø ），本研究用一个更

为宽松且更符合实际的假设取而代之，即消费者

可能不会主动撰写评论，但消费者通常会在购买

之前阅读他人撰写的评论，并隐式地影响最终的

决策行为．因此，本研究允许 Ｒｕ，ｖ ＝Ø 的存在，故而

全量的数据集 均会被使用，那些没有写评论的

消费者也能够被服务．

３　 ＤｅｅｐＲｅｖｉｅｗ 推荐方法

３． １　 模型思想与方法框架

针对上述问题，在深度学习框架下，本研究提

出一种新的推荐方法 ＤｅｅｐＲｅｖｉｅｗ，其模型思想

为：将深度学习的方法设计模拟为消费者决策旅

程中对评论文本的信息加工过程．引入 ＡＩＤＭＡ阶

段式决策模型，将该过程划分为五个顺序阶段

１）ａｔｔｅｎｔｉｏｎ阶段：消费者感知到商品的存在

并引起注意；
２）ｉｎｔｅｒｅｓｔ阶段：消费者对商品产生兴趣，阅

读评论文本，并在心中留下印象；
３）ｄｅｓｉｒｅ阶段：消费者购买欲望被唤醒，对评

论文本进行深层语义理解，更深入了解商品；
４）ｍｅｍｏｒｙ阶段：消费者将对商品的深层认知

与自身记忆进行匹配；
５）ａｃｔｉｏｎ阶段：经过前面四个阶段的信息加

工，作出此次旅程的最终决策行为．
ＤｅｅｐＲｅｖｉｅｗ的方法框架是在深度学习中将

上述五个顺序阶段通过算法设计的形式进行模

拟，以实现“输入评论文本→输出评分预测”的信

息加工过程．图 １ 具体展示了 ＤｅｅｐＲｅｖｉｅｗ 方法框

架及其与消费者决策旅程的逻辑关系． 方法层面

具体包含五个模块：首尾 ａｔｔｅｎｔｉｏｎ 和 ａｃｔｉｏｎ 两个

模块分别对应整个深度学习方法的输入和输出，
中间 ｉｎｔｅｒｅｓｔ、ｄｅｓｉｒｅ和 ｍｅｍｏｒｙ三个模块则模拟不

同阶段的信息加工方式．
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③ 在推荐系统研究中更常用的称呼是“用户”，虽然营销学中它与“消费者”在概念上稍有差异，但是为了保证理论和方法的表述统一性，
在本研究场景中将两者等同，研究结论不受上述假设影响．



针对不同阶段的信息加工方式模拟，本研究

在 ｉｎｔｅｒｅｓｔ、ｄｅｓｉｒｅ和 ｍｅｍｏｒｙ三个模块中分别采用

了注意力机制、自注意力机制以及协同注意力机

制三种方法进行实现． 注意力机制最早被广泛应

用于视觉图像领域［６３］，通过模拟人类视觉所特有

的大脑信息处理机制，快速扫描全局获得需要重

点关注的目标信息，并抑制其他不相关的信息．后
续研究表明，注意力机制能够有效应用于许多应

用领域，如自然语言处理和推荐系统［１１］ ．此外，通
过对注意力权重的可视化，还可以解释在生成高

维特征时更关注低维特征的哪些部分，使得模型

一定程度上具有可解释性． 自注意力机制是注意

力机制的一种变体，它通过计算文本中单词间的

内部相关性，实现句子内部结构的自我学习，最终

生成更聚焦和抽象的高维有序特征表示［６４］ ．协同

注意力机制进一步将单一对象的注意力建模推广

到多对象中，实现注意力权重的同步学习［６５］ ．
ＡＩＤＭＡ阶段式模型与 ＤｅｅｐＲｅｖｉｅｗ 方法框架

的逻辑对应关系如下所示

１）ａｔｔｅｎｔｉｏｎ与消费者 ／商品表征：商品能够被

消费者发现的途径之一是商品的评论信息，因此

通过对消费者的历史决策信息和商品的评论信息

建模来反映消费者感知商品并引起注意的过程；
２）ｉｎｔｅｒｅｓｔ与注意力机制：消费者往往存在多

样化的兴趣，注意力机制可以计算权重以表示商

品对消费者不同兴趣的刺激程度，以此获得消费

者的即时偏好改变以模拟其对商品产生兴趣的过

程（改变消费者的表征）；
３）ｄｅｓｉｒｅ与自注意力机制：当消费者产生购

买欲望后，会进一步了解更深层次的商品信息，通
过自注意力机制能够学习商品评论文本自身的高

维有序特征，模拟消费者对评论文本信息的深层

语义理解（改变商品的表征）；
４）ｍｅｍｏｒｙ与协同注意力机制：消费者在决策

旅程中会不断将引起购买欲望的商品与自身兴趣

进行匹配，并一次更新其兴趣记忆．协同注意力机

制能够实现多对象的注意力建模与同步学习，很
好地模拟消费者和商品在交互过程中的记忆匹配

和记忆更新过程（同时改变消费者和商品的表

征）；

图 １　 ＤｅｅｐＲｅｖｉｅｗ方法框架及其与消费者决策旅程的逻辑关系图

Ｆｉｇ． １ ＤｅｅｐＲｅｖｉｅｗ ｆｒａｍｅｗｏｒｋ ａｎｄ ｉｔｓ ｌｏｇｉｃａｌ ｒｅｌａｔｉｏｎｓｈｉｐ ｗｉｔｈ ｃｏｎｓｕｍｅｒ ｄｅｃｉｓｉｏｎ ｊｏｕｒｎｅｙ
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　 　 ５）ａｃｔｉｏｎ 与评分预测：决策旅程的最后是决

策行为的产生．消费者对商品的评分能够反映商

品购买过程的体验感受，可以作为一次消费者决

策旅程的终点，因此本研究采用评分预测任务来

模拟最终的决策行为的发生．
３． ２　 ａｔｔｅｎｔｉｏｎ 模块

ａｔｔｅｎｔｉｏｎ模块模拟消费者的商品感知和引起

兴趣，对应 ＤｅｅｐＲｅｖｉｅｗ 的数据输入阶段． 其核心

是通过评论文本构建消费者和商品的统一表征，
即如何利用 Ｒｕ，ｖ 表征消费者 ｕ 和商品 ｖ ．

针对每个商品 ｖ ，可以在交互数据集 中提

取其全量的非结构化评论文本，表示为 ｖ ，具体

包含每个消费者 ｕ 对该商品的评论文本 Ｒｕ，ｖ ． 本
研究使用了 ＧｌｏＶｅ方法［６６］对 ｖ 进行词向量的预

训练学习，将非结构化文本转化为向量表征．具体

来说，通过单词嵌入矩阵 Ｅ∈ ｄ∗Ｌ （ ｄ 表示词向

量的长度， Ｌ为语料库单词数量，一般为预设值），
将商品 ｖ 的评论文本表示为下述矩阵

Ｖ ＝ ［ｅ１，ｅ２，…，ｅＴ］ （２）
其中 ｅｉ 表示第 ｉ 个单词的向量； Ｔ 为超参数，表示

所使用的商品评论文本长度（单词数量）．词向量

ｅｉ 可表示为

ｅｉ ＝ ［ｅ１ｉ ，ｅ２ｉ ，…，ｅｄｉ ］ （３）
每个商品的表征可以用式（２）的矩阵进行表

示，而消费者兴趣偏好是隐藏在其购买过（评分

过）的商品评论文本中的，因此可以用消费者历

史购买过的商品的矩阵进行表示．具体方法中，引
入一个新的超参数 Ｎｕ ，表示消费者在当前决策

过程中会利用到的历史信息（对历史 Ｎｕ 个商品的

潜在阅读行为）．消费者 ｕ的矩阵可表示为下述公

式

Ｕ ＝ ［Ｖ１，Ｖ２，…，ＶＮｕ
］ （４）

若 Ｎｕ ＝ １ ，则表示消费者只利用了他过去评

价过的一个商品的评论文本表征其兴趣偏好． Ｎｕ

越大表示消费者决策时会利用到越多的历史经验

（模拟消费者的记忆容量）．此外， Ｎｕ 个历史商品

是按照时间序列的排序进行选择的，即选择消费

者最近的 Ｎｕ 个历史商品．
３． ３　 ｉｎｔｅｒｅｓｔ 模块

ｉｎｔｅｒｅｓｔ模块模拟消费者对商品产生兴趣后，
以阅读评论文本的方式接收外部信息刺激，进而

在心中产生即时偏好改变的过程． 其核心是如何

通过 Ｖ 改变 Ｕ ．
首先通过卷积神经网络对消费者和商品的矩

阵进行显式特征提取．针对商品 ｖ 的矩阵表征 Ｖ ，
其显式特征可表征为矩阵 Ｖｚ

Ｖｚ ＝ ［ｚ１，ｚ２，…，ｚＭ］ （５）
其中每个向量 ｚｉ 通过下述公式计算

ｚｉ ＝ ＲｅＬＵ（Ｖ☉ Ｋｉ ＋ ｂｉ） （６）
Ｍ 为卷积核个数， Ｋｉ 表示第 ｉ个卷积核的参数， ｂｉ

为对应的偏置项； ☉ 表示卷积运算，激活函数选

用了 ＲｅＬＵ函数．而针对消费者 ｕ 的矩阵表征 Ｕ ，
其显式特征可表征为矩阵 Ｕｚ

Ｕｚ ＝ ［Ｖｚ
１，Ｖｚ

２，…，Ｖｚ
Ｎｕ
］ （７）

通过上述卷积神经网络操作，可捕获消费者

商品的显式特征，分别表示为 Ｕｚ 和Ｖｚ ．在此基

上，基于注意力机制设计方法以模拟消费者的

即时偏好改变过程，即利用 Ｖｚ 改变Ｕｚ ．其核心是

学习一个注意力权重向量 ａ
ａ ＝ ［α１，α２，…，αＮｕ

］ （８）
每个 αｉ 表示消费者历史购买的第 ｉ 个商品表征

Ｖｚ
ｉ 和当前商品 ｖ 表征 Ｖｚ 的相似度，其计算如

下所示

αｉ ＝ ｓｏｆｔｍａｘ（ｔａｎｈ（Ｗａ
ｕ Ｖｚ

ｉ）  ｔａｎｈ（Ｗａ
ｖ Ｖｚ））
（９）

其中 Ｗａ
ｕ 和Ｗａ

ｖ 分别为模型中消费者侧和商品侧

需要学习的转换矩阵；  表示矩阵乘法运算；激
活函数选用了 ｓｏｆｔｍａｘ 和 ｔａｎｈ 函数． 注意力权重

向量 ａ 满足下述条件：∑
Ｎｕ

ｉ ＝ １
αｉ ＝ １ ，在该约束下，

每个注意力权重的取值具有了可以解释的实际意

义． 例如，若通过计算发现 αｉ 的取值比向量中的

其他值均高，这意味着商品 ｖ 与消费者 ｕ 历史购

买过的第 ｉ 个商品更匹配．
将注意力权重向量 ａ 与消费者 ｕ 的显式特征

矩阵 Ｕｚ 进行加权求和后，即可模拟其受到商品 ｖ
刺激后所产生的即使偏好改变，从而生成新的消

费者矩阵，将其表示为 ＵＩ ，具体如下所示

ＵＩ ＝ ［ ｉ１，ｉ２，…，ｉＭ］， （１０）
其中每个 ｉ ｊ 通过加权求和方式计算

ｉ ｊ ＝ ∑
Ｎｕ

ｉ ＝ １
αｉ ｚｉｊ （１１）
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ｚｉｊ 表示消费者历史购买的第 ｉ 个商品的第 ｊ 个显

式特征向量，可通过式（６）求得．
３． ４　 ｄｅｓｉｒｅ 模块

ｄｅｓｉｒｅ模块模拟消费者若被商品唤醒了购买

欲望，会在心中对商品评论文本进行进一步的信

息加工，以实现深层语义理解的过程．其核心是如

何改变商品显式特征 Ｖｚ 以获得更高维有序的隐

式特征，在此用 ＶＤ 表示．
此阶段引入自注意力机制以实现深层语义理

解过程，旨在学得一个自注意力权重矩阵 Ｓ
Ｓ ＝ ［ ｓ１，ｓ２，…，ｓＭ］ （１２）

其中每个向量 ｓｉ 表示商品的第 ｉ 个显式特征（即
ｚｉ ）与其他显式特征的相似度，包含 Ｍ 个自注意

力权重

ｓｉ ＝ βｉ，１，βｉ，２，…，βｉ，Ｍ
[ ] （１３）

βｉ，ｊ 表示显式特征 ｚｉ 与ｚｊ 的相似度，计算如下：
βｉ，ｊ ＝ ｓｏｆｔｍａｘ（ｔａｎｈ（Ｗｓ

ｑ ｚｉ）  ｔａｎｈ（Ｗｓ
ｋ ｚｊ））
（１４）

其中 Ｗｓ
ｑ 和Ｗｓ

ｋ 为学习自注意力权重中需要学习

的转换矩阵．
将自注意力权重矩阵 Ｓ 与商品 ｖ 的显式特征

矩阵 Ｖｚ 进行矩阵相乘后，即可获得高维有序的隐

式特征 ＶＤ ，计算如下

ＶＤ ＝ Ｓ Ｗｓ
ｖ Ｖｚ （１５）

Ｗｓ
ｖ 是需要学习的转换矩阵． ＶＤ 可表示为

ＶＤ ＝ ［ｄ１，ｄ２，…，ｄＭ］ （１６）
３． ５　 ｍｅｍｏｒｙ 模块

在唤醒欲望后，消费者会利用对商品的深层

语义理解更新自己的记忆．与此同时，商品中那些

和消费者记忆匹配的特质会留存下来． 因此，
ｍｅｍｏｒｙ模块的核心是模拟消费者和商品的交互

过程，通过 ＵＩ 和ＶＤ 得到记忆更新和记忆匹配后

两者的新表征，在此用 ＵＭ 和ＶＭ 表示．
此交互过程基于协同注意力机制实现．首先，

学得一个协同注意力权重矩阵 Ｃ
Ｃ ＝ ［ｃ１，ｃ２，…，ｃＭ］ （１７）

其中每个向量 ｃｉ 表示消费者的第 ｉ 个特征（即 ｉｉ ）
与商品隐式特征（即 ＶＤ ）的相似度，包含 Ｍ 个协

同注意力权重

ｃｉ ＝ ［γｉ，１，γｉ，２，…，γｉ，Ｍ］ （１８）
γｉ，ｊ 表示消费者的第 ｉ 个特征与商品第 ｊ 个隐式特

征的相似度，计算如下

γｉ，ｊ ＝ ｔａｎｈ（Ｗｃ
ｕ ｉｉ）  ｔａｎｈ（Ｗｃ

ｖ ｄｊ） （１９）
Ｗｃ

ｕ 和Ｗｃ
ｖ 为协同注意力模型中需要学习的转换

矩阵．
将协同注意力权重矩阵 Ｃ 与消费者和商品

的特征矩阵（即 ＵＩ 和ＶＤ ）进行矩阵相乘后，即可

获得记忆更新和记忆匹配后的表征 ＵＭ 和ＶＭ ，具
体计算如下

ＵＭ ＝ ｓｏｆｔｍａｘ（ＣＴ）  ＵＩ （２０）
ＶＭ ＝ ｓｏｆｔｍａｘ（Ｃ）  ＶＤ （２１）

３． ６　 ａｃｔｉｏｎ 模块

通过前面四个阶段对评论文本的信息加工

后，可得到消费者和商品的最终矩阵表征 ＵＭ 和

ＶＭ ． ａｃｔｉｏｎ模块旨在利用上述两个矩阵进行评分

预测．
在这个过程中，首先引入最大池化（ｍａｘ －

ｐｏｏｌｉｎｇ）操作，将矩阵转换为向量，以进一步强化

消费者和商品的表征，得到消费者和商品的通过

评论文本信息加工后的向量表征，用 ｕｒ 和ｖｒ 表

示．其次，借鉴相关研究［１１， ３３， ３５， ３７］，将消费者和商

品的 ＩＤ信息通过 ｏｎｅ⁃ｈｏｔ编码引入，用 ｕｉｄ 和ｖｉｄ 表

示．最后，分别将消费者和商品的向量进行拼接，
即 ｕｒ 和ｕｉｄ 拼接得到消费者的最终向量表征 ｕ，ｖｒ

和ｖｉｄ拼接得到商品的最终向量表征 ｖ，构建评分

预测函数如下

ｈ（ｕ，ｖ ｜Ｗ） ＝ ｕ·ｖ ＋ ｂ ＋ ｂｕ ＋ ｂｖ （２２）
其中 ｂ、ｂｕ、ｂｖ为偏置项，Ｗ 为 ＤｅｅｐＲｅｖｉｅｗ 需要学

习的所有参数． 参数学习使用均方误差来作为目

标函数，具体可参考式（１），本研究使用了 Ａｄａｍ
算法［６７］ 作为学习方法．

４　 实验结果与分析

４． １　 数据集描述及预处理过程

为了验证 ＤｅｅｐＲｅｖｉｅｗ的有效性，根据评论推

荐的相关文献调研［１１， ３７］，本研究选取了 Ａｍａｚｏｎ
Ｒｅｖｉｅｗ Ｄａｔａ④中 ５个被广泛使用的公开数据集开
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④ 公开数据集官方下载链接：ｈｔｔｐｓ： ／ ／ ｎｉｊｉａｎｍｏ． ｇｉｔｈｕｂ． ｉｏ ／ ａｍａｚｏｎ ／ ｉｎｄｅｘ． ｈｔｍｌ．



展实验研究， 分别是 Ｏｆｆｉｃｅ Ｐｒｏｄｕｃｔｓ （ＯＰ），Ｐｅｔ
Ｓｕｐｐｌｉｅｓ （ＰＳ），Ｖｉｄｅｏ Ｇａｍｅｓ （ＶＧ），Ｋｉｎｄｌｅ Ｓｔｏｒｅ
（ＫＳ）和Ａｍａｚｏｎ Ｆａｓｈｉｏｎ （ＦＳ）．在数据新旧程度、
数据体量和计算资源等因素的综合考虑下，本研

究选取了公开数据集中最近的三年数据开展实验

研究，即 ２０１６ 年—２０１８ 年的数据⑤．
各数据集的具体统计信息如表 １ 所示． 在数

据体量视角下，本研究所选取的 ５ 个数据集覆盖

了 ５０万 ～ ３００万量级的评论数量，以实现中大型

规模的数据集验证． 由于 Ａｍａｚｏｎ Ｒｅｖｉｅｗ Ｄａｔａ 是
专门应用于评论推荐的基准数据集，因此绝大部

分消费者均有撰写评论的行为，但是该行为相对

稀疏（也符合实际情况），消费者的平均评论数量

在 １条 ～ ２条之间．而在商品视角下，商品的评论

信息则更加丰富，在 ＯＰ、ＰＳ和 ＶＧ数据集中，每个

商品的平均评论数量均超过 １０ 条．同时为了验证

本研究在不同决策场景中的效果，本研究也选取

了 ＫＳ及 ＦＳ两个评论数量相对稀疏的数据集，在
这两个数据集中，商品平均评论数量均小于 １０
条，尤其是 ＦＳ数据集中每个商品仅有 ３． ８４ 条评

论． 不同于传统的评论推荐相关研究［１１， ３３， ３５， ３７］

在数据预处理中普遍选取的 ５⁃ｃｏｒｅ 数据集（即消

费者至少要写 ５条评论），本研究使用了海量且更

加稀疏的评论数据，以更真实模拟模型在实际应

用场景中的效果．
在实验中，本研究对于每一个数据集均按照

撰写时间的顺序对评论进行排序预处理，以模拟

实际场景中消费者仅能看到过去的评论信息辅助

未来决策，这也不同于传统相关研究［１１， ３３， ３５， ３７］

在模型训练、验证和测试过程中随机选取数据，不
考虑评论的时序性． 传统的数据随机处理方式可

能会带来与现实相违背的决策场景，如预测消费

者在２０１６年行为的时候，使用了２０１７年的未来评

论数据，本研究在实验中规避了这种情况的发生．
因此，对于每个数据集，本研究按照时间顺序选取

前８０％的样本作为训练集、之后的１０％样本作为

验证集并将时间最后的 １０％ 样本作为测试集．同
时，为了避免头部效应（即少量消费者提供大量

评论，或消费者的一条评论包含过长的文本长

度），数据预处理过程中使用了超参数 Ｎｕ和 Ｔ 予

以控制，超参数的具体介绍见第 ３． ２ 节 ａｔｔｅｎｔｉｏｎ
模块．

表 １　 实验数据集的具体统计信息描述（单位： 数量）
Ｔａｂｌｅ １ Ｓｔａｔｉｓｔｉｃａｌ ｉｎｆｏｒｍａｔｉｏｎ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｓｅｔ （ｕｎｉｔ： ｑｕａｎｔｉｔｙ）

数据集（２０１６ 年—２０１８ 年） 消费者 商品 评论 消费者平均评论 商品平均评论

Ｏｆｆｉｃｅ Ｐｒｏｄｕｃｔｓ （ＯＰ） １ ６４５ ８３７ １９１ ５３８ ２ ４４５ ５０２ １． ４９ １２． ７７

Ｐｅｔ Ｓｕｐｐｌｉｅｓ （ＰＳ） １ ６１４ ７４７ １２８ ２３９ ２ ９８３ ２３８ １． ８５ ２３． ２６

Ｖｉｄｅｏ Ｇａｍｅｓ （ＶＧ） ５１３ ４７２ ４３ ６１３ ７３４ ８４０ １． ４３ １６． ８５

Ｋｉｎｄｌｅ Ｓｔｏｒｅ （ＫＳ） ８７０ ４６０ ２４８ ６０６ １ ７４７ ３０３ ２． ０１ ７． ０３

Ａｍａｚｏｎ Ｆａｓｈｉｏｎ （ＦＳ） ４２４ ７３２ １２６ ９０４ ４８７ ７０１ １． １５ ３． ８４

４． ２　 评价指标和对比方法选择

本研究选用评分预测问题中最为常用的均方

误差（ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ，ＭＳＥ） 作为效果评价指

标［１１］ ．为了有效验证 ＤｅｅｐＲｅｖｉｅｗ的推荐效果，本
研究选取了三类方法进行对比，最大限度地涵盖

了经典的矩阵分解类推荐方法、深度学习类推荐

方法和最新的基于评论的推荐方法，具体如下：
１）ＳＶＤ： 奇 异 值 分 解 （ｓｉｎｇｕｌａｒ ｖａｌｕｅ

ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｍｏｄｅｌ），使用矩阵分解方法建模消

费者和商品之间的潜在信息［１７］；

２）ＰＭＦ：概率矩阵分解（ｐｒｏｂａｂｉｌｉｓｔｉｃ ｍａｔｒｉｘ
ｆａｃｔｏｒｉｚａｔｉｏｎ），基于高斯分布对消费者和商品的

潜在因素进行建模［６８］；
３）ＮＣＦ： 神经协同过滤 （ｎｅｕｒａｌ ｃｏｌｌａｂｏｒａｔｉｖｅ

ｆｉｌｔｅｒｉｎｇ），基于深度学习的协同过滤方法［４］；
４）ＤｅｅｐＣｏＮＮ： 深 度 协 同 神 经 网 络 （ｄｅｅｐ

ｃｏｏｐｅｒａｔｉｖｅ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ），利用消费者写评论

的数据构建深度推荐方法［１１］；
５）Ｄ⁃Ａｔｔｎ：双重注意力方法 （ｄｕａｌ ａｔｔｅｎｔｉｏｎ

ｍｏｄｅｌ），用全局和局部注意机制改进 ＤｅｅｐＣｏＮＮ，
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以挖掘具有不同信息的单词对评论整体含义的

影响［３３］；
６）ＡＮＲ： 基于 ａｓｐｅｃｔ 的神经推荐 （ａｓｐｅｃｔ

ｂａｓｅｄ ｎｅｕｒａｌ ｒｅｃｏｍｍｅｎｄｅｒ），引入 ａｓｐｅｃｔ概念，从
不同视角提取评论文本特征，以扩展 ＤｅｅｐＣｏＮＮ
获取更细粒度的商品表征［３５］；
７）ＤＡＭＬ：双重注意交互学习（ｄｕａｌ ａｔｔｅｎｔｉｏｎ

ｍｕｔｕａｌ ｌｅａｒｎｉｎｇ），考虑消费者与商品之间的交

互，并使用欧几里德距离计算消费者特征与商品

特征之间的相似性［３７］ ．
方法４） ～ 方法７）为基于评论的深度推荐方

法，本研究所提出的 ＤｅｅｐＲｅｖｉｅｗ与之有两个方面

的显著差异：１） 方法设计原理不同，本研究模拟

了消费者决策旅程中对评论的信息加工过程；２）
不同于上述四种方法仅利用了消费者亲自撰写的

评论进行建模，本研究同时考虑了消费者对他人

评论的潜在阅读行为．
４． ３　 参数设置

所有的对比方法均使用了最优的参数设置进

行训练，具体设置通过文献参考与实验调优两种

方式组合确定，以保证每个对比方法均在本研究

实验中取得各自最优的结果．
在深度学习类方法中，ＮＣＦ 使用了 ３ 层感知

器计 算 消 费 者 和 商 品 的 １００ 维 ＩＤ 特 征，
ＤｅｅｐＣｏＮＮ和ＤＡＭＬ使用了５０个窗口大小为３的
卷积核训练，Ｄ⁃Ａｔｔｎ 模型使用 ２００ 个局部滤波器

和 １００ 个全局滤波器进行训练，ＡＮＲ 使用 ５ 个

ａｓｐｅｃｔｓ进行训练．同时，为了公平起见，在所有的

基于评论的推荐方法中，均截取了评论文本中 Ｔ
个单词作为输入，每个词向量的长度也保持一致

（设为 ３００） ．
表 ２ 列出了 ＤｅｅｐＲｅｖｉｅｗ的具体参数设置．在

ａｔｔｅｎｔｉｏｎ模块中，每个词向量的长度与对比方法

保持一致，设为 ｄ ＝ ３００；ＧｌｏＶｅ语料库选取了 Ｌ ＝
５０ ０００ 个单词； Ｔ 的取值设为 ２００，这借鉴了参考

文献的设置［１１， ３３， ３７］，实际上第 ４． ７． ２ 节参数敏感

性实验表明，这个取值并非 ＤｅｅｐＲｅｖｉｅｗ 的最优

值，但是为了保证实验对比的公平性，本研究针对

每个商品选取了 ２００ 个单词作为输入，与其他对

比方法保持一致；在前四个评论较丰富的数据集

中，消费者平均购买决策数为 ８． ３０，所以本研究

设置消费者会利用到最多 ９ 个历史商品的信息，
即 Ｎｕ ＝ ９，需要说明的是， Ｎｕ 也是一个重要的超

参数，在第 ４． ７． １ 节进行了更详细的敏感型实验．
ｉｎｔｅｒｅｓｔ模块与 ＤｅｅｐＣｏＮＮ 和 ＤＡＭＬ 保持一致，选
用了 ５０ 个窗口大小为 ３ 卷积核，即 Ｍ ＝ ５０． ｄｅｓｉｒｅ
和 ｍｅｍｏｒｙ模块没有参数需要设置． ａｃｔｉｏｎ 模块的

参数设置与对比方法一样，选择了 ３ 层感知器

及 １００维的消费者和商品 ＩＤ 特征；在参数学习

的 Ａｄａｍ算 法 中， 学 习 率 设 置 为 ０ ０５， 训 练

１０ 个ｅｐｏｃｈ．
表 ２　 ＤｅｅｐＲｅｖｉｅｗ具体参数设置

Ｔａｂｌｅ ２ Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｏｆ ＤｅｅｐＲｅｖｉｅｗ

模块 参数设置

ａｔｔｅｎｔｉｏｎ ｄ ＝ ３００， Ｌ ＝ ５０ ０００， Ｔ ＝ ２００ ， Ｎｕ ＝ ９

ｉｎｔｅｒｅｓｔ Ｍ ＝ ５０

ｄｅｓｉｒｅ ———

ｍｅｍｏｒｙ ———

ａｃｔｉｏｎ ｜ ｕｉｄ ｜ ＝ ｜ ｖｉｄ ｜ ＝ １００ ，学习率 ＝ ０． ０５， ｅｐｏｃｈ ＝ １０

　 　 同时，本研究所有实验均执行 １０ 次后取平均

值再进行效果对比，在每一次实验中，所有模型参

数（除上述超参数外）的初始化均采用随机方式

产生，以最大程度降低实验结果的随机性．此外，
为了保证对比实验结果的统计显著性，本研究也

引入 ｔ检验以验证结果的差异显著性（包括 ９５％
和 ９９％置信度，即 ｐ ＜ ０． ０５ 和 ｐ ＜ ０． ０１） ．
４． ４　 对比实验结果分析

在整体推荐效果的实验中，本研究围绕以下

两个问题开展对比分析：
问题 １　 和传统基于评分的推荐方法相比，

引入评论文本数据是否会提升推荐效果？
问题 ２　 将他人撰写的评论用于消费者的偏

好建模中，是否会比仅利用消费者亲自撰写的评

论更有效？
如前所述，本研究选取了三类代表性的推荐

方法与 ＤｅｅｐＲｅｖｉｅｗ 进行对比验证，分别是经典的

矩阵分解类（ＳＶＤ和 ＰＭＦ）、深度学习类（ＮＣＦ）和
基于评论的深度学习类（ＤｅｅｐＣｏＮＮ、Ｄ⁃Ａｔｔｎ、ＡＮＲ
和 ＤＡＭＬ）．本研究对上述方法在测试集中的效果

进行了对比，表 ３ 列出了所有方法的对比结果，以
“均方误差 ±方差”的形式展示．
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表 ３　 测试集结果对比（均方误差 ±方差）

Ｔａｂｌｅ ３ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｓｔ ｓｅｔ ｒｅｓｕｌｔｓ （ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ ± ｖａｒｉａｎｃｅ）

　 　 数据集

方法　 　
ＯＰ ＰＳ ＶＧ ＫＳ ＦＳ

ＳＶＤ ２． ９７８ ０ ± ０． １２０ ５∗∗ ２． ４８４ ４ ± ０． ０２３ ６∗∗ ２． ５１６ ６ ± ０． ０６８ ５∗∗ ２． ２８８ ０ ± ０． ０２８ ９∗∗ １． ９８１ ５ ± ０． ００４ ９∗∗

ＰＭＦ ２． ３６１ ２ ± ０． ０２９ ６∗∗ ２． １２６ ７ ± ０． ０１８ ６∗∗ １． ８９６ ５ ± ０． ０４４ ３∗∗ ２． ０３０ ５ ± ０． ００９ １∗∗ １． ９９０ ７ ± ０． ００４ ４∗∗

ＮＣＦ ２． １５０ ８ ± ０． ００７ ３∗∗ １． ７４０ ６ ± ０． ０１１ ８∗∗ １． １８６ ９ ± ０． ０１３ ２∗∗ １． ９０１ ２ ± ０． ０１０ ７∗∗ １． ８３９ ０ ± ０． ００５ ４∗∗

ＤｅｅｐＣｏＮＮ ２． １２３ ５ ± ０． ００７ ２∗∗ １． ７１２ ０ ± ０． ００４ ３∗∗ １． １７１ ８ ± ０． ００１ ９∗∗ １． ８３３ ５ ± ０． ００４ ３∗∗ １． ７９１ ５ ± ０． ００１ ９∗∗

Ｄ － Ａｔｔｎ ２． １０５ ７ ± ０． ０１１ ９∗∗ １． ７０５ １ ± ０． ００９ ８∗∗ １． １６７ ０ ± ０． ００２ ７∗∗ １． ８２６ ７ ± ０． ００９ ５∗∗ １． ７８３ ０ ± ０． ０１３ ４∗∗

ＡＮＲ ２． １６０ ８ ± ０． ０９３ ３∗∗ １． ７０５ ４ ± ０． ００９ ６∗∗ １． ２４３ ８ ± ０． ０９１ ５∗∗ １． ８８４ ８ ± ０． ０１５ ８∗∗ １． ７８４ ７ ± ０． ０４４ ７∗∗

ＤＡＭＬ ２． ０８８ ０ ± ０． ００５ ２∗∗ １． ６５２ ６ ± ０． ００１ ２∗∗ １． ０７１ ２ ± ０． ００１ ７∗∗ １． ７８０ ４ ± ０． ００１ ５∗∗ １． ７２１ ８ ± ０． ０３４ ５∗∗

ＤｅｅｐＲｅｖｉｅｗ ２． ０６５ １ ±０． ００７ ６ １． ５８８ ４ ±０． ０１５ ６ ０． ９８５ １ ±０． ０２１ ９ １． ７５７ ９ ±０． ００８ ２ １． ６５６ ０ ±０． ０２２ ０

　 　 注：１ 表中下划线为对比方法中的最优值；加粗值为本研究方法测算；斜体值表示该评论推荐方法比传统非评论推荐方法效果差．

２ 表中“∗”和“∗∗”表示该方法与 ＤｅｅｐＲｅｖｉｅｗ的结果对比具有统计显著性，分别代表 ９５％和 ９９％的置信度．

　 　 针对第一个问题，实验结果表明，两个经典的

矩阵分解推荐方法 ＳＶＤ 和 ＰＭＦ 在所有 ５ 个数据

集中的效果均显著地劣于深度学习类方法． 而在

深度学习类方法中，只有 ＮＣＦ 未使用评论信息，
在其与基于评论的深度推荐方法对比中，可以发

现 ＤｅｅｐＣｏＮＮ、Ｄ⁃Ａｔｔｎ、ＤＡＭＬ 在所有的数据集中

均取得了比 ＮＣＦ更好的效果，ＮＣＦ仅在 ＯＰ和 ＶＧ
两个数据集中比 ＡＮＲ效果更好．为了更进一步展

示对比方法的综合效果，对各方法在每一个数据

集的结果进行排序，具体排序规则为：首先按照均

方误差进行排序，再通过 ｔ 检验对相邻的两个方

法进行显著性检验，未通过显著性检验 （ ｐ ＞
０ ０５）的结果将并列排序． 具体排序结果如表 ４ 所

示． 平均排序结果显示，基于评论的深度推荐方法

均比传统的基于评分的推荐方法取得了更好的效

果． 该实验结果印证了前面所提出的第一个问题

问题 １，即在绝大多数场景下，引入评论文本数

据，是能够有效地提升推荐效果的，此结论也与现

有研究结论相吻合［１１， ３３， ３５， ３７］ ．
表 ４　 测试集结果排序对比

Ｔａｂｌｅ ４ Ｒａｎｋｉｎｇ ｏｆ ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ

数据集

方法　 　
ＯＰ ＰＳ ＶＧ ＫＳ ＦＳ

平均

排序

ＳＶＤ ８ ８ ８ ８ ７ ７． ８

ＰＭＦ ７ ７ ７ ７ ８ ７． ２

ＮＣＦ ５ ６ ５ ６ ６ ５． ６

ＤｅｅｐＣｏＮＮ ４ ５ ４ ４ ５ ４． ４

Ｄ⁃Ａｔｔｎ ３ ３ ３ ３ ３ ３

ＡＮＲ ６ ３ ６ ５ ３ ４． ６

ＤＡＭＬ ２ ２ ２ ２ ２ ２

ＤｅｅｐＲｅｖｉｅｗ １ １ １ １ １ １

（ａ）基于评论的深度推荐方法结果对比 （ｂ）与表现最好的方法（ＤＡＭＬ）对比

图 ２　 ＤｅｅｐＲｅｖｉｅｗ 和基于评论的深度推荐方法对比

Ｆｉｇ． ２ Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＤｅｅｐＲｅｖｉｅｗ ａｎｄ ｒｅｖｉｅｗ⁃ａｗａｒｅ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｍｅｔｈｏｄｓ
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　 　 对于第二个问题，本研究对比了 ＤｅｅｐＲｅｖｉｅｗ
与其他四种基于评论的深度推荐方法，结果如

表 ３、表 ４ 和图 ２（ａ）所示．实验结果表明，在所有

五个数据集中，ＤｅｅｐＲｅｖｉｅｗ 均取得了最好的推荐

效果（排序第 １，且具有 ９９％置信度的统计显著

性），对比方法中 ＤＡＭＬ和 Ｄ⁃Ａｔｔｎ 分列第 ２ 位和

第 ３ 位．这表明了消费者的偏好不仅隐藏在自

己亲自撰写的评论中，也会受到他人撰写的评

论的影响．
图 ２（ｂ）进一步展示了 ＤｅｅｐＲｅｖｉｅｗ 和最好的

对比方法 ＤＡＭＬ 相比，其推荐效果的提升比例．
结果表明，相比于每个数据集中表现最好的对比

方法 ＤＡＭＬ，ＤｅｅｐＲｅｖｉｅｗ 能够分别达到 １． １０％、
３． ８８％、８． ０４％、１． ２６％和 ３． ８２％的效果提升．其
中，ＤｅｅｐＲｅｖｉｅｗ在 ＰＳ、ＶＧ 和 ＦＳ 三个数据集中的

效果提升最为显著，在 ＯＰ和 ＫＳ 两个数据集中的

效果提升相对较低，但是 ｔ检验结果显示，所有的

提升均具有统计意义上的显著性． 效果提升的差

异性主要来自于数据集所代表的决策环境差异，
在 ＯＰ和 ＫＳ两个数据集中，消费者关注于购买办

公产品及电子书籍两类商品．从商品特性来说，办
公产品具有刚需的特性，消费者的决策时效相对

较短；电子书籍属于内容型商品，消费者可以通过

介绍及预览章节了解书籍内容． 在这两类商品的

购买决策中，阅读评论所带来的辅助作用相对是

较低的． 因此，在实验结果的对比中可以看到，
ＤｅｅｐＲｅｖｉｅｗ在 ＯＰ和 ＫＳ 两个数据集中的效果提

升相对较低．而在宠物用品（ＰＳ）、电子游戏（ＶＧ）

和时尚品（ＦＳ）三个购物场景中，消费者往往会更

加愿意通过阅读评论来获取额外的辅助决策信

息，因此 ＤｅｅｐＲｅｖｉｅｗ 在这三个数据集中的效果提

升更加显著．此外，从商品评论数据的稀疏性角度

分析，实验结果表明，即使在评论数据极度稀疏的

ＦＳ数据集（商品平均仅有 ３． ８４ 条评论），ＤｅｅｐＲｅ⁃
ｖｉｅｗ也能够很好地使用他人撰写的评论，以显著

提升模型的效果．
４． ５　 消融实验

本节实验围绕第三个问题开展分析：
问题 ３　 在基于评论的推荐场景中，消费者

对评论文本的信息加工，是否遵循了消费者决策

旅程中对商品“引起注意→产生兴趣→唤醒欲望

→留下记忆→决策行为”的 ＡＩＤＭＡ阶段式过程？
对该问题开展深入的研究，不仅能够检验

ＤｅｅｐＲｅｖｉｅｗ方法中各个模块对最终推荐效果所

产生的作用，同时也为理解消费者对评论文本的

信息加工过程提供了一种可验证的尝试．为此，本
研究设计了消融实验以探索 ＤｅｅｐＲｅｖｉｅｗ 中各个

模块对整体效果的影响． 由于 ａｔｔｅｎｔｉｏｎ 和 ａｃｔｉｏｎ
两个模块为模型的输入和输出部分，因此仅对 ｉｎ⁃
ｔｅｒｅｓｔ、ｄｅｓｉｒｅ和 ｍｅｍｏｒｙ 三个模块进行消融实验．
具体来说，在 ＤｅｅｐＲｅｖｉｅｗ 的模型框架下，分别删

除了上述三个模块的其中一个，由此设计了三个

消融方法：即 ＡＤＭＡ、ＡＩＭＡ 和 ＡＩＤＡ，并选取了整

体效果最好的对比方法 ＤＡＭＬ 进行比较． 其中，
为了便于对比，在本实验中 ＤｅｅｐＲｅｖｉｅｗ 被命名为

ＡＩＤＭＡ．表 ５ 和图 ３ 为消融实验结果的对比．

图 ３　 消融实验结果（ＡＤＭＡ ／ ＡＩＭＡ ／ ＡＩＤＡ与 ＤＡＭＬ和 ＡＩＤＭＡ的对比）

Ｆｉｇ． ３ Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ（Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＡＤＭＡ ／ ＡＩＭＡ ／ ＡＩＤＡ ｗｉｔｈ ＤＡＭＬ ａｎｄ Ａ ／ ＤＭＡ）
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表 ５　 消融实验结果对比（均方误差 ±方差）

Ｔａｂｌｅ ５ Ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ （ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ ± ｖａｒｉａｎｃｅ）

　 　 数据集

方法　 　 　
ＯＰ ＰＳ ＶＧ ＫＳ ＦＳ

ＤＡＭＬ ２． ０８８ ０ ± ０． ００５ ２∗∗ １． ６５２ ６ ± ０． ００１ ２∗∗ １． ０７１ ２ ± ０． ００１ ７∗∗ １． ７８０ ４ ± ０． ００１ ５∗∗ １． ７２１ ８ ± ０． ０３４ ５∗∗

ＡＤＭＡ ２． ０６８ ８ ± ０． ０１２ ２∗∗ １． ６１２ ２ ± ０． ００６ ６∗∗ １． ００９ １ ± ０． ００４ ５∗∗ １． ７６７ ４ ± ０． ００２ ６∗∗ １． ７１５ ８ ± ０． ０４７ ２∗∗

ＡＩＭＡ ２． ０７５ ０ ± ０． ００８ ９∗∗ １． ５９５ ０ ± ０． ０１７ ３∗ ０． ９８９ ５ ± ０． ００７ ９∗∗ １． ７６５ ０ ± ０． ００９ ３∗∗ １． ７０１ ６ ± ０． ００５ ６∗∗

ＡＩＤＡ ２． ０７３ ７ ± ０． ０２４ ５∗ １． ５９１ ０ ± ０． ０１９ １∗ ０． ９８８ ７ ± ０． ０３０ ３∗ １． ７６０ ２ ± ０． ００８ ７∗ １． ６８２ ４ ± ０． ００７ ８∗∗

ＡＩＤＭＡ ２． ０６５ １ ±０． ００７ ６ １． ５８８ ４ ±０． ０１５ ６ ０． ９８５ １ ±０． ０２１ ９ １． ７５７ ９ ±０． ００８ ２ １． ６５６ ０ ±０． ０２２ ０

　 　 注： １ 表中“∗”和“∗∗”表示该方法与 ＡＩＤＭＡ的结果对比具有统计显著性，分别代表 ９５％和 ９９％的置信度．

２ ＡＩＤＭＡ即 ＤｅｅｐＲｅｖｉｅｗ方法．

４． ５． １　 ＡＤＭＡ分析：ｉｎｔｅｒｅｓｔ模块的消融

ＡＤＭＡ假设消费者不经过产生兴趣阶段直接

进入唤醒欲望阶段，即当前商品对消费者所有的历

史偏好具有同等的刺激效果． 在模型设计中，该方

法未使用注意力机制模拟 ｉｎｔｅｒｅｓｔ 模块，即注意力

权重向量 ａ ＝ ［１ ／ Ｎｕ，１ ／ Ｎｕ，…，１ ／ Ｎｕ］ ．
五个数据集的实验结果表明，本研究所设计的

ｉｎｔｅｒｅｓｔ模块发挥了重要的作用，一旦去除效果会

显著下降．这表明了当消费者对商品产生兴趣后，
阅读评论的行为会潜在刺激消费者的内心世界，并
实质上会改变她的即时偏好，进而影响后续的决策

行为．与此同时，在与 ＤＡＭＬ 的效果对比中发现，
即使没有 ｉｎｔｅｒｅｓｔ 模块，其余的四个模块依然能够

保证本研究所提出的框架能够取得比 ＤＡＭＬ 更好

的效果．
４． ５． ２　 ＡＩＭＡ分析：ｄｅｓｉｒｅ模块的消融

ＡＩＭＡ去除了自注意力机制提取商品隐式语

义特征的过程，即不对评论进行深层语义理解，而
直接使用商品浅层的显式特征．

实验结果表明，ｄｅｓｉｒｅ 模块同样起到了重要的

作用，一旦去除效果会显著下降． 这表明提取商品

评论的隐含语义特征是有利于推荐系统效果的提

升，消费者一旦被唤醒购买欲望后，会通过对评论

的深层语义理解，以获取对商品更深入的了解，而
此过程可以通过本研究所设计的自注意力机制模

拟实现．
４． ５． ３　 ＡＩＤＡ分析：ｍｅｍｏｒｙ模块的消融

ＡＩＤＡ假设消费者不经过记忆更新和记忆匹

配的过程，从 ｄｅｓｉｒｅ 阶段直接进入最终决策，即在

ＤｅｅｐＲｅｖｉｅｗ中去除协同注意力机制．
在实验中发现，ｍｅｍｏｒｙ 模块对最终推荐效果

同样发挥了正向作用，若去除整体效果会下降． 这
表明消费者在对评论进行信息加工过程中，会将商

品特征与其记忆进行匹配并更新，从而影响最终的

购买决策行为．
４． ５． ４　 综合分析

进一步使用第 ４． ４ 节中的排序方法，本研究对

各方法的推荐效果进行排序，结果如表 ６ 所示． 对
消融实验的综合分析发现，每一个信息加工阶段均

对决策结果的产生起到了重要的作用．但是在不同

的决策环境下（不同的数据集），各个阶段的效用

会有所不同．
表 ６　 消融实验结果排序对比

Ｔａｂｌｅ ６ Ｒａｎｋｉｎｇ ｏｆ ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ

　 数据集

方法　 　 　
ＯＰ ＰＳ ＶＧ ＫＳ ＦＳ

平均

排序

ＤＡＭＬ ５ ５ ５ ５ ５ ５

ＡＤＭＡ ２ ４ ４ ４ ４ ３． ６

ＡＩＭＡ ３ ３ ２ ３ ３ ２． ８

ＡＩＤＡ ３ ２ ２ ２ ２ ２． ２

ＡＩＤＭＡ １ １ １ １ １ １

　 　 整体来说，所有的 ＤｅｅｐＲｅｖｉｅｗ 消融方法，均能

够取得比 ＤＡＭＬ 更好的推荐效果． 而在三个消融

方法的比较中发现，ＡＩＤＡ 在整体上会显著地优于

ＡＤＭＡ和 ＡＩＭＡ，这表明了 ｉｎｔｅｒｅｓｔ和 ｄｅｓｉｒｅ 模块会

比 ｍｅｍｏｒｙ模块更加重要． 解释该结果的原因可能
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有两个方面：１）在 ｉｎｔｅｒｅｓｔ 和 ｄｅｓｉｒｅ 模块的信息加

工后，消费者和商品的高维隐式特征已能够被捕

获，直接使用它们进行评分预测也能够保障较好的

效果；２）ｍｅｍｏｒｙ 模块模拟的是消费者唤醒购买欲

望后的进一步信息交互过程，但是在许多场景中，
消费者可能在被唤醒欲望后即进入购买决策阶段．
这一实验发现也侧面印证了为何消费者决策旅程

研究中会有经典的 ＡＩＤＡ 模型，但却很少提及 ＡＤ⁃
ＭＡ和 ＡＩＭＡ模型．从整体结果来说，ＡＩＤＭＡ（也就

是本研究提出的 ＤｅｅｐＲｅｖｉｅｗ）取得了最好的效果，
这表明了每一个模块都对最终效果的达成起到了

重要的作用，这也印证了消费者在本研究所实验

场景中的信息加工过程体现了 ＡＩＤＭＡ 消费者决

策旅程．
表 ７　 ｉｎｔｅｒｅｓｔ模块中商品评论对消费者的偏好刺激

Ｔａｂｌｅ ７ Ｓｔｉｍｕｌａｔｉｏｎ ｏｆ ｃｏｎｓｕｍｅｒ ｐｒｅｆｅｒｅｎｃｅ ｂｙ ｒｅｖｉｅｗｓ ｉｎ ｔｈｅ ｉｎｔｅｒｅｓｔ ｍｏｄｕｌｅ

消费者历史购买的商品及其评论文本 注意力权重 一件目标商品（短裤）的评论文本

短裤

…非常光滑。 跑步用品。 他的口袋可以防止你

的东西从边缘掉下来…这太完美了！ 你身材适

中的话，它可以使你的大腿感到舒适，这短裤是

对 ８０ 年代风格的完美回归…

０． ６７５

帽子

…这顶帽子远远超出了我的预期！ 我想要一顶

朴素的帽子。 不到 ６ 美元的价格真是无可挑剔。

不过，这顶帽子是可调节的，适合两端都戴的人。

它的材质柔软轻便…洗起来不太好洗，主要是因

为很容易褪色。 对比我尝试过的不同品牌，这个

帽子总是很可靠，而且有很多颜色． ． ．

０． ２１４

Ｔ恤

…小心购买乐队衬衫。 我曾尝试从两家不同的

公司购买艾略特 －史密斯设计的衬衫（我退了一

件，又从另一家公司买了一件），结果发现不同的

卖家似乎都在抄袭自己的设计…

０． ０９２

…这条裤子有几种设计，有多种口袋可

供选择，有多种尺寸和颜色可供选择，可

以穿在任何衣服上…这些慢跑裤正是我

想要的。 我为我得到的东西感到非常自

豪。 我打算在 ７ 月 ４ 日穿上它…

４． ６　 可视化实验

４． ６． １　 ｉｎｔｅｒｅｓｔ模块可视化

为了验证 ｉｎｔｅｒｅｓｔ 模块的注意力机制能够模

拟商品对消费者的刺激过程，本研究随机从 ＦＳ数
据集中提取了一对消费者和商品的相关信息，如
表 ７ 所示．消费者侧展示了三件其历史购买过的

商品，分别为短裤、帽子和 Ｔ 恤，以及相对应的三

个评论文本集合；目标商品侧则展示了一件短裤

及对应的评论文本集合． ｉｎｔｅｒｅｓｔ 模块旨在将目标

商品与消费者的历史经验进行匹配，以刺激消费

者的即使偏好改变，具体的刺激程度可以通过注

意力权重表示．如表所示，目标短裤对消费历史购

买过的短裤、帽子和 Ｔ 恤的刺激程度分别为

６７ ５％、２１． ４％和 ９． ２％． 从直观上可以表示，消
费者在购买新的短裤时，往往会更多地利用到其

过去购买过同类商品的经验；同时，也会利用到跨

品类但是具有一定互补特性的商品经验如帽子和

Ｔ恤．上述三个注意力权重的求和为 ９８． １％，因为

注意力权重需要满足∑
Ｎｕ

ｉ ＝ １
αｉ ＝ １ 条件，这意味着

该目标商品对消费者其他的历史购买商品刺激程

度仅为 １． ８％．这表明了 ｉｎｔｅｒｅｓｔ 模块能够很好地

模拟商品对消费者历史偏好的刺激过程．
４． ６． ２　 ｄｅｓｉｒｅ模块可视化

ｄｅｓｉｒｅ模块的可视化实验中，从 ＦＳ 数据集中

随机抽取了一个商品（ｕ２０８２９，ｉ１１５１５），使用 ｔ －
ＳＮＥ算法将学习到的商品显式特征 Ｖｚ 、 自注意

力的权重矩阵 Ｓ 和商品的高维隐式特征 ＶＤ 投影

到二维空间．如图 ４ 所示，商品的高维隐式特征相

比于其低维显式特征分布更为有序和集中，而自

注意力权重矩阵呈现集群式分布，这表明了 ｄｅ⁃
ｓｉｒｅ模块能够提取到商品信息中最有用的信息特

征．其他的消费者和商品特征可视化结果，同样呈

现了上述结果．
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图 ４　 ｄｅｓｉｒｅ模块可视化（ｕ２０８２９，ｉ１１５１５）

Ｆｉｇ． ４ Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｄｅｓｉｒｅ ｍｏｄｕｌｅ （ｕ２０８２９， ｉ１１５１５）

（ａ）最大奇异值的差 （ｂ）平均奇异值的差

图 ５　 ｄｅｓｉｒｅ模块的奇异值差异可视化

Ｆｉｇ． ５ Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｉｎｇｕｌａｒ ｖａｌｕｅ ｄｉｆｆｅｒｅｎｃｅ ｉｎ ｄｅｓｉｒｅ ｍｏｄｕｌｅ

　 　 为了进一步验证 ｄｅｓｉｒｅ模块中商品的高维隐

式特征 ＶＤ 相比低维显式特征Ｖｚ 能够表征更为密

集有序的信息，本研究引入奇异值分解（ ｓｉｎｇｕｌａｒ
ｖａｌｕｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ）以比较矩阵间的信息差异，
如式（２３）和式（２４）所示，其中 ＳＤ 和Ｓｚ 分别表示

两个矩阵的奇异值．
ＶＤ ＝ ＰＤ ＳＤ ＱＤ （２３）
Ｖｚ ＝ Ｐｚ Ｓｚ Ｑｚ （２４）
奇异值对应着矩阵中隐含的重要信息，且重

要性和奇异值大小正相关［６９］ ．因此，若 ＶＤ 的最大

奇异值大于Ｖｚ 的最大奇异值，则表明矩阵学得更

高维的重要信息． 若去除最大值后的 ＶＤ 的平均

奇异值小于Ｖｚ 所对应的值，代表矩阵学得更密集

的有序信息．最大奇异值的差值 ＳＭａｘ 及平均奇异

值的差值 ＳＭｅａｎ 可以通过下述两个公式计算

ＳＭａｘ ＝ Ｍａｘ（ＳＤ） － Ｍａｘ（Ｓｚ） （２５）

ＳＭｅａｎ ＝ Ｓｕｍ（Ｓ
Ｄ） － Ｍａｘ（ＳＤ）

Ｃｏｕｎｔ（ＳＤ） － １
－

Ｓｕｍ（Ｓｚ） － Ｍａｘ（Ｓｚ）
Ｃｏｕｎｔ（Ｓｚ） － １

（２６）

为此，从 ＦＳ数据集的测试集中随机抽取 １ ０００ 条

样本，计算样本中的 ＳＭａｘ 和ＳＭｅａｎ ，结果如图 ５ 所

示．可以看出相比于 Ｖｚ，ＶＤ 能够得到更大的最大

奇异值（ ＳＭａｘ ＞ ０ ）和更小的平均奇异值（ ＳＭｅａｎ ＜
０ ），这表明了 ｄｅｓｉｒｅ 模块能够帮助用户获取更加

高维的有序特征．
４． ６． ３　 ｍｅｍｏｒｙ模块可视化

ｍｅｍｏｒｙ模块可视化中，随机抽取了 ＦＳ 数据

集中的四对消费者和商品，分别为：消费者

ｕ７１４７６ 及其购买过的两个商品 ｉ１１１１５ 和 ｉ１７９０２、
商品 ｉ１１５１５ 及购买过它的两位消费者 ｕ３４０４８ 和

ｕ２０８２９．使用 ｔ⁃ＳＮＥ 算法将学习到的消费者即时
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偏好矩阵 ＵＩ、商品高维隐式特征ＶＤ、协同注意力

权重矩阵 Ｃ、 消费者的更新记忆ＵＭ 和商品匹配

记忆ＶＭ 投影到二维空间，如图 ６ 和图 ７ 所示． 可
以发现，协同注意力权重矩阵的分布较为集中，并
且消费者和商品的特征分布经过协同交互后，分
布方向均发生了显著变化．如图 ６ 所示，对于同一

个消费者 ｕ７１４７６，不同商品与之交互的权重矩阵

Ｃ 分布位置不同，使得消费者特征分布转变方向

也不同，这表明了 ｍｅｍｏｒｙ 模块通过将商品文本

信息引入到用户兴趣特征后，更新了消费者的记

忆存储． 而如图 ７ 所示，对于同一个商品 ｉ１１５１５，
不同消费者与之交互的权重矩阵分布位置亦不同，
商品的特征分布改变也不同，表明 ｍｅｍｏｒｙ模块同样

成功地模拟了不同消费者记忆中的偏好差异．

（ａ） （ｕ７４１６，ｉ１１１５） （ｂ） （ｕ７４１６，ｉ１７９０２）

图 ６　 ｍｅｍｏｒｙ模块可视化（消费者 ｕ７１４７６ 示例）

Ｆｉｇ． ６ Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｍｅｍｏｒｙ ｍｏｄｕｌｅ （ｃｏｎｓｕｍｅｒ ｕ７１４７６ ｅｘａｍｐｌｅ）

（ａ） （ｕ３４０４８，ｉ１１５１５） （ｂ） （ｕ２０８２９，ｉ１１５１５）

图 ７　 ｍｅｍｏｒｙ模块可视化（商品 ｉ１１５１５ 示例）

Ｆｉｇ． ７ Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｍｅｍｏｒｙ ｍｏｄｕｌｅ （ ｉｔｅｍ ｉ１１５１５ ｅｘａｍｐｌｅ）

　 　 为了进一步验证 ｍｅｍｏｒｙ 模块中用户侧学得

的ＵＭ 相比ＵＩ、以及商品侧的ＶＭ 相比ＶＤ 分布方向

发生了转变，本研究引入 ＫＬ 散度 （ Ｋｕｌｌｂａｃｋ⁃
Ｌｅｉｂｌｅｒ ｄｉｖｅｒｇｅｎｃｅ） ［７０］指标以计算分布之间的差

异，如式（２７）和式（２８）所示，其中 Ｋ Ｌｕ 和 Ｋ Ｌｖ 分

别表示消费者侧和商品侧的 ＫＬ 散度． ＫＬ 散度值

越大，表示分布间的差异越大．

ＫＬｕ ＝ ∑ ＵＭ ｌｏｇ ＵＭ

ＵＩ （２７）

Ｋ Ｌｖ ＝ ∑ ＶＭ ｌｏｇ ＶＭ

ＶＩ （２８）

为此，从 ＦＳ 数据集的测试集中随机抽取

１ ０００条样本，计算消费者与商品侧的分布差异．如
图 ８所示，无论是消费者侧还是商品侧的特征分布，
经过协同交互后，均发生了显著的变化（ＫＬ 散度

均 ＞ ０）． 独立分析可以发现，消费者侧的分布发

生了较大的变化，而商品侧的分布变化相对较小，
其原因主要在于：消费者的偏好往往更加多元，记

—０２１— 管　 理　 科　 学　 学　 报 ２０２４ 年 ８ 月



忆的更新往往更加多样，因此表现出来的 ＫＬ 散

度变化更大；而商品有特定的固有特征，记忆匹配

的特征往往更加集中，由此而展现的 ＫＬ 散度变

化就会更小．综上所述，实验表明了 ｍｅｍｏｒｙ 模块

能够成功地挖掘消费者内心深处对特定商品的记忆

表征，以及商品中与特定消费者相关的属性表征．

（ａ）消费者侧 ＫＬ 散度 （ｂ）商品侧 ＫＬ 散度

图 ８　 ｍｅｍｏｒｙ阶段 ＫＬ 散度可视化

Ｆｉｇ． ８ Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ＫＬ ｄｉｖｅｒｇｅｎｃｅ ｉｎ ｍｅｍｏｒｙ ｍｏｄｕｌｅ

４． ７　 参数敏感性分析

４． ７． １　 超参数 Ｎｕ

如第 ３． ２ 节所述，超参数 Ｎｕ 控制着消费者在

每次决策过程中会利用到的历史商品信息数量，
本质上即模拟了消费者的记忆容量． 在前述实验

中， Ｎｕ 统一设置为一个较大的数值 ９（相对本研

究数据集而言）．在本节实验中，通过设置不同的

Ｎｕ 来改变消费者历史商品集的输入数量， Ｎｕ 的

取值选取了 ［１， ２， ３， ４， ５， ６， ７， ８， ９ ］ 共

９ 组实验．
实验结果如表 ８ 和图 ９ 所示．实验结果发现

在 ＯＰ、ＶＧ 和 ＫＳ 数据集中该参数对消费者购买

决策的影响呈现倒 Ｕ关系，在 ＰＳ 和 ＦＳ 数据集上

呈现倒 Ｎ关系．这表明了越多的历史信息并不总

会对消费者决策带来提升．但是普遍现象是，当历

史信息足够丰富的时候，对于建模消费者的兴趣

偏好往往会更准确．
４． ７． ２　 超参数 Ｔ

超参数 Ｔ 表示在构建消费者和商品矩阵时，
所使用到的商品评论文本长度，即单词数量，模拟

了评论文本的信息量．在前述实验中， Ｔ 均取值为

２００．本节实验将 Ｔ 分别取值为 ［２００，２５０，３００，
３５０，４００］ ，本研究按照评论时间的顺序关系选取

距离当前时间点最近的 Ｔ个词．在 ＦＳ数据集中开

展敏感性实验，以验证消费者在处理不同信息量

的场景下 ＤｅｅｐＲｅｖｉｅｗ 的推荐效果．实验结果如图

１０ 所示，可以看出在 Ｔ 为 ３００ 时，ＤｅｅｐＲｅｖｉｅｗ 表

现出最好的效果． 从整体来看，并非越长的评论

（越大的信息量）会帮助消费者更好地作出决策，
两者之间呈现了倒 Ｎ的关系．

表 ８　 超参数 Ｎｕ 不同取值下的结果对比

Ｔａｂｌｅ ８ Ｃｏｍｐａｒｉｓｏｎ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｖａｌｕｅｓ ｏｆ Ｎｕ

　 　 Ｎｕ

数据集　 　
１ ２ ３ ４ ５ ６ ７ ８ ９

ＯＰ ２． ０７５ １ ２． ０８０ １ ２． ０７２ ０ ２． ０７１ １ ２． ０６６ ０ ２． ０６５ ２ ２． ０６６ １ ２． ０６１ ２ ２． ０６５ １

ＰＳ １． ６１９ ２ １． ６０６ １ １． ６１１ ０ １． ６０８ ２ １． ６１１ １ １． ５８８ ７ １． ５８４ ２ １． ５８４ ９ １． ５８８ ４

ＶＧ １． ００１ １ １． ０１０ １ １． ０１０ ３ ０． ９９７ ０ ０． ９９５ ２ ０． ９９３ ０ ０． ９８５ ９ ０． ９８７ ７ ０． ９８５ １

ＫＳ １． ７６１ ２ １． ７６７ １ １． ７７２ ３ １． ７７０ ９ １． ７７２ ９ １． ７６３ ３ １． ７６２ １ １． ７５５ ２ １． ７５７ ９

ＦＳ １． ６９７ ３ １． ６６１ ０ １． ６４７ １ １． ６２８ １ １． ６５５ １ １． ７００ ２ １． ７２６ ０ １． ６８１ １ １． ６５６ ０
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图 ９　 超参数 Ｎｕ 的敏感性分析

Ｆｉｇ． ９ Ｓｅｎｓｉｔｉｖｉｔｙ ａｎａｌｙｓｉｓ ｏｆ Ｎｕ

图 １０　 超参数 Ｔ 的参数敏感性分析

Ｆｉｇ． １０ Ｓｅｎｓｉｔｉｖｉｔｙ ａｎａｌｙｓｉｓ ｏｆ Ｔ

４　 结束语

本文研究了一种新的推荐系统方法创新思

路，提出了一种新的基于评论的推荐方法 Ｄｅｅｐ⁃
Ｒｅｖｉｅｗ．该方法从消费者决策旅程视角出发，引入

ＡＩＤＭＡ阶段式决策模型，将消费者行为的产生过

程视为对商品“引起注意→产生兴趣→唤醒欲望

→留下记忆→决策行为”的决策旅程，并将其运

用到深度学习的模型设计中，通过注意力机制等

方法进行模拟．不同于当前绝大多数的纯算法改

进驱动的推荐方法研究，本研究遵循了“模型驱

动 ＋数据驱动”的大数据驱动研究范式，引入消

费者行为理论模型，实现具有理论支撑的方法创

新．在五个基准数据集中的实验结果表明，Ｄｅｅｐ⁃
Ｒｅｖｉｅｗ可以从评论文本信息中心很好地提取消

费者的高维兴趣偏好，推荐效果显著优于对比方

法．这证明了本研究所提出的研究思路和研究方

法是可行的．还验证了消费者对评论文本的信息

加工存在 ＡＩＤＭＡ的阶段式过程，并发现了越多的

历史信息并不总会对消费者决策带来提升，评论

文本蕴含的信息量越大也不总是能够帮助消费者

进行更好的决策，这为理解消费者在决策过程中

对非结构化评论文本的信息加工过程提供了借鉴

和参考．
本研究仅将消费者历史决策经验中的评论文

本数据以及 ＡＩＤＭＡ阶段式决策模型进行融合，未
来可利用更多模态的数据（如图片、视频等）挖掘

消费者的行为偏好，亦可考虑消费者行为和消费

者心理领域中的其他理论模型．此外，本研究在实

验中选取了被广泛使用的 Ａｍａｚｏｎ Ｒｅｖｉｅｗ Ｄａｔａ 公
开数据集，该数据集未包含不写评论的消费者数

据，针对此类不写评论的消费者群体如何利用他

人的评论以影响自身的决策旅程，也将是本文的

另一项未来研究工作．
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